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Resumen

El estudio realiza una inspección sobre la importancia de modelar adecuadamente la de-

pendencia entre variables aleatorias, en específico, en el área financiera. Se destaca el hecho

de que la medida tradicional para capturar la interrelación entre variables, el coeficiente de

correlación lineal de Pearson, se asocia especialmente al supuesto de normalidad conjunta.

Para explorar de forma más profunda las medidas de dependencia existentes, se exponen las

principales características de los modelos de cópula y se relacionan estos modelos a concep-

tos como el coeficiente de correlación de Spearman, la Tau de Kendall y los coeficientes de

dependencia en las colas. Los modelos de cópula pueden ser utilizados para pronosticar el

comportamiento conjunto de un portafolio de inversión en combinación con especificaciones

ARMA-EGARCH. Utilizando distintos métodos de optimización de portafolio, se observan

ganancias en los indicadores de riesgo y eficiencia asociadas a las simulaciones generadas con

los modelos de cópula Gaussiana, t-Student y t-Student Sesgada, lo anterior en comparación

con el modelaje correspondiente al supuesto de normalidad multivariada.
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Abstract

In this investigation, we review the importance of adequately modeling the dependence

between random variables, specifically in the financial area. The fact that the traditional mea-

sure to capture the interrelation between variables, Pearson’s linear correlation coefficient, is

especially associated with the assumption of joint normality is highlighted. To explore the

existing dependency measures in more depth, the main characteristics of copula models are

exposed and these models are related to concepts such as Spearman’s correlation coefficient,

Kendall’s Tau and the tail dependency coefficients. Copula models can be used to forecast

the joint behavior of an investment portfolio in combination with ARMA-EGARCH specifi-

cations. Using different portfolio optimization methods, improvements are observed in risk

and efficiency indicators associated with simulations generated with the Gaussian copula, t-

Student and Skewed t-Student copulas, in comparison with the modeling corresponding to

the assumption of multivariate normality.
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1

Capítulo 1

Presentación

Desde el punto de vista práctico, hablar sobre la dependencia que existe entre variables

aleatorias, hace necesariamente alusión (aunque sea de manera intuitiva) al coeficiente de

correlación lineal de Pearson. Esta medida como instrumento para cuantificar la intensidad de

la asociación entre dos variables se convirtió por mucho, en el principal referente del tema1.

Si las variables aleatorias de interés son independientes, el coeficiente de correlación lineal de

Pearson adopta un valor de cero (no hay dependencia). Sin embargo, en la literatura siempre

se advierte que dicha relación no es recíproca, es decir, si el coeficiente de correlación lineal

de Pearson adopta un valor de cero, no necesariamente las variables aleatorias de interés son

independientes2.

También se conoce que el coeficiente de correlación lineal de Pearson solo es una buena

medida de la dependencia entre variables aleatorias cuando éstas mantienen un comporta-

miento aproximadamente normal de manera conjunta. Es decir, cuando la distribución de

probabilidad conjunta de las variables de interés se aproxima a la distribución normal multi-

variada equivalente3 ([Embrechts et al., 1999]). Por lo cual, con un único resultado se resume

la fuerza con la que se asocian dos variables y por lo tanto, la dependencia.

Sin embargo, en el mundo financiero se ha comprobado que la realidad está lejos de ser

normal y que características empíricas de los datos como la asimetría en las distribuciones, las

colas pesadas, el exceso de curtosis, la volatilidad no constante y la dependencia asimétrica,

1r = Cov(X ,Y )√
σ2

X σ2
Y
∈ [−1,1], donde Cov(X ,Y ) = E[XY ]−E[X ]E[Y ], σ2

X y σ2
Y denotan las varianzas de entre X y

Y .
2Esto hace énfasis al hecho de que si la relación de dependencia entre las variables aleatorias de interés no

es lineal, entonces el coeficiente de correlación lineal de Pearson adopta un valor de cero, lo cual no implica que
la dependencia entre las variables sea nula. La excepción a lo anterior sucede en el caso en que las variables se
distribuyan normalmente.

3En sentido estricto, el uso del coeficiente es adecuado cuando la distribución de probabilidad conjunta
corresponde a una distribución esférica o elíptica.



2

hacen que la correlación lineal de Pearson falle en reportar adecuadamente la intensidad o

fuerza de la asociación entre variables ([Cont, 2001]).

Gracias a esta debilidad, en los años recientes los modelos de cópula han ganado populari-

dad ([Embrechts, 2009]). Una cópula es una función matemática C que tiene las propiedades

de una función de probabilidad multivariada, con la diferencia de que su dominio corres-

ponde al cubo unitario d− dimensional (DomC = Id), es decir, cada marginal corresponde

a una distribución uniforme ([Trivedi and Zimmer, 2007]). La flexibilidad que presentan es-

tos modelos se basa en el hecho de que a partir de distintas variables aleatorias, se puede

construir una distribución de probabilidad conjunta, sin asumir un comportamiento específi-

co para sus componentes marginales (se trabaja con un enfoque bottom-up como se describe

en [Smith, 2013]). Esto se puede representar de la siguiente forma ([Embrechts, 2009]):

1. Hay que recordar que si Xi es una variable aleatoria, con distribuciones de probabilidad

continuas Fi, donde i = 1, . . . ,d, entonces las variables U1 = F1(X1),. . ., Ud = Fd(Xd)

se distribuyen uniformemente sobre [0,1].

2. Para cualquier distribución conjunta F con marginales F1,. . ., Fd , se tiene que:

F(x1, . . . ,xd) =P(X1 ≤ x1, . . . ,Xd ≤ xd)

=P(F1(X1)≤ F1(x1), . . . ,Fd(Xd)≤ Fd(xd))

=P(U1 ≤ F1(x1), . . . ,Ud ≤ Fd(xd))

(D)
=C(F1(X1), . . . ,Fd(Xd))

donde
(D)
= se refiere a “denotado como”.

3. La función C corresponde a la cópula asociada al vector (U1, . . . ,Ud)
t , es decir, a una

distribución de probabilidad conjunta definida sobre Id (C : Id → I).

De esta forma es posible superar el abordaje tradicional, en el cual para modelar un fenómeno

multivariado se especifica primero la distribución conjunta y consecuentemente se obtienen

las distribuciones marginales. Utilizando C, estas distribuciones marginales no tienen que ser

de la misma familia ni se derivan de la distribución conjunta F(x1, . . . ,xd)
4.

Es importante señalar que transformar las variables aleatorias para que se distribuyan

uniformemente (primer paso: modelar las funciones de distribución univariadas) y especifi-

car una función que cumple el papel de distribución conjunta (segundo paso: conjuntar las

marginales con una cópula), hace que C capture únicamente la estructura de interdependencia
4Lo contrario sucede cuando se utiliza la distribución normal multivariada (Np(µ,Σ)), donde sus marginales

también tienen distribuciones normales.
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que existe entre las variables de interés, dejando el modelaje de las particularidades univa-

riantes en un paso previo. Al especificar la forma que adopta C, se está especificando la

estructura de dependencia d−dimensional, por lo cual, a las cópulas también se les conoce

como funciones de dependencia ([Deheuvels, 1978]).

Consecuentemente, en finanzas y en otras áreas de estudio, las cópulas se han convertido

en una herramienta estadística-matemática para modelar fenómenos multivariantes comple-

jos5. Uno de los fenómenos que ha adoptado este tipo de modelos corresponde al proceso de

optimización de portafolios de inversión. Se basa en el supuesto de que los retornos finan-

cieros mantienen una distribución normal multivariada, lo que permite describir la estructura

de dependencia a través del coeficiente de correlación lineal de Pearson. Sin embargo, co-

mo se ha mencionado anteriormente, este enfoque no se encuentra acorde a la realidad de

los datos, ya que la asimetría en las distribuciones, las colas pesadas, el exceso de curto-

sis, la volatilidad no constante y la dependencia asimétrica invalidan el supuesto de mul-

tinormalidad y su estructura de dependencia, afectando los resultados obtenidos de la op-

timización (ver [Hennessy and Lapan, 2002], [Patton, 2004], [Jondeau and Rockinger, 2006]

y [Garcia and Tsafack, 2008]).

Esta investigación busca abordar de forma teórica y práctica el uso de los modelos de có-

pula dentro del proceso de optimización de un portafolio de inversión. Para esto se exponen

los principales desarrollos teóricos, los avances logrados por otros autores y una metodología

aplicable y verificable de obtención de resultados. El documento se organiza de la siguiente

forma. En la sección 2 se expone el problema de investigación, la sección 3 y 4 contienen los

objetivos y la justificación del estudio. Por su parte, en las secciones 5, 6 y 7, se describen

el marco teórico, los antecedentes y la hipótesis de trabajo, respectivamente. En la sección

8 se describe la estrategia metodologíca a seguir. Por su parte, acorde con la estrategia me-

todológica y los datos propuestos para el estudio, en la sección 9 se presenta el estudio del

comportamiento marginal de 3 series financieras que se encuentran bajo investigación. En

el capítulo 10, se muestran los principales resultados obtenidos respecto al comportamiento

conjunto y la dependencia multivariada a través del uso de modelos de cópula. El capítulo 11,

contiene los principales resultados sobre el proceso de optimización de interés para el estudio

y finalmente se presentan las conclusiones más relevantes, las referencias y los anexos.

5Por ejemplo, en ciencias actuariales las cópulas se utilizan para modelar la dependencia en la mor-
talidad y pérdidas ([Frees and Valdez, 1998]), en finanzas para asignación de activos, puntajes de crédito,
modelaje de riesgo de impago, valoración de derivados y administración de riesgos ([Bouyé et al., 2000],
[Cherubini et al., 2004], [Jondeau and Rockinger, 2006], [Li, 2000]), en estudios biomédicos para modelar
eventos correlacionados y riesgos competitivos ([Escarela and Carriere, 2003], [Wang and Wells, 2000]) y en
ingeniería para controlar procesos multivariados y en hidrología ([Genest and Favre, 2007], [Yan, 2006]).
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Capítulo 2

Problema de investigación

¿Pueden los modelos de cópula capturar las características empíricas de los datos finan-

cieros de mejor manera que una distribución normal multivariada, de forma que permitan

generar proyecciones conjuntas más realistas para la creación de escenarios?

La teoría moderna de portafolio establece que un inversionista se enfrenta a una relación

directa entre el rendimiento esperado de su portafolio y el riesgo de un evento adverso en sus

inversiones ([Markowitz, 1952]). Es decir, para obtener un mayor rendimiento debe asumir

mayor riesgo. Establece además, que dado un nivel de riesgo seleccionado (medido gene-

ralmente por la desviación estándar del portafolio1), es posible obtener un vector de pesos

según los cuales asignar sus recursos entre los diferentes activos y así maximizar el rendi-

miento del portafolio. Cada uno de estos vectores solución (para un nivel de riesgo dado)

define un portafolio denominado riesgo-eficiente ([Zivot, 2013]).

El principal supuesto bajo el cual se fundamenta esta teoría, es que los rendimientos de

cada activo financiero se distribuyen conjuntamente como una distribución normal multi-

variada. Por lo tanto, el comportamiento individual o marginal de cada retorno sigue una

distribución normal. Es por esto que la estructura de dependencia entre los retornos se puede

representar plenamente a través del coeficiente de correlación lineal (que es el reflejo de la

estructura de dependencia simétrica de la distribución multinormal).

La evidencia muestra que el supuesto anterior tiende a ser falso para la mayoría de las

variables financieras, pues este tipo de variables presentan importantes sesgos negativos, va-

lores de curtosis altos, ocurrencia de eventos extremos, volatilidad no constante y estructuras

1La desviación estándar como medida de riesgo ha sido desacreditada por su simetría. Junto con el Valor en
Riesgo (VaR), incumple con las características de una medida de riesgo coherente según [Artzner et al., 1999].
A pesar de su amplio uso, es posible realizar el proceso de optimización con medidas como el Valor en
Riesgo (VaR), el Valor en Riesgo Condicional (CVaR) y el coeficiente de dependencia en las colas (λi) y
otras. Para mayores detalles sobre el uso práctico de medidas adicionales en la optimización de portafolio
ver [Würtz et al., 2009], [Pfaff, 2013] o [Meucci, 2007].
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de dependencia asimétricas ([Cont, 2001])2.

En comparación con el abordaje tradicional de dependencia en la optimización de por-

tafolios, los modelos de cópulas tienen la ventaja de que permiten asumir distribuciones no

normales para cada variable financiera (las distribuciones marginales) y una distribución con-

junta no normal. Este abordaje se encuentra más cercano a la realidad y permite modelar

estructuras de dependencias más flexibles: dependencias simétricas, no simétricas y depen-

dencias acentuadas en las colas de las distribuciones ([Trivedi and Zimmer, 2007]).

2Existen estudios que confirman que los retornos de los activos tienen dependencia asimétrica. Es decir,
son más dependientes cuando los mercados se encuentran a la baja (Bear Market) que cuando los merca-
dos se encuentran con tendencia alcista (Bull Market). Ver [Longin and Solnik, 2001], [Ang and Chen, 2002],
[Patton, 2004] y [Patton, 2006].
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Capítulo 3

Objetivos

3.1. Objetivo general

Comparar el resultado de la optimización de un portafolio de inversión bajo el supuesto

de normalidad conjunta (escenario base) contra distintos escenarios construidos mediante

el uso de modelos de cópula, de manera que se capturen las características empíricas de la

información y se permita la existencia de estructuras de dependencia no simétricas entre los

retornos financieros.

3.2. Objetivos específicos

Modelar el comportamiento individual de un conjunto de series de retornos financieros

asociadas a un portafolio de inversión.

Modelar la estructura de dependencia que existe entre las distintas series de retornos

financieros utilizando modelos de cópula.

Utilizar distintos modelos de cópula para simular escenarios sobre el comportamiento

conjunto de los retornos de los activos.

Comparar el resultado de la optimización del portafolio del escenario base contra cada

uno de los escenarios planteados mediante los modelos de cópula.
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Capítulo 4

Justificación

Dentro de las principales herramientas estadísticas que se utilizan en finanzas, los proce-

sos de optimización de portafolios constituyen el insumo básico para decidir como asignar

los recursos entre múltiples activos. Por esta razón, el incumplimiento de los supuestos que

fundamentan la asignación óptima de recursos ha generado una amplia gama de investiga-

ciones sobre como mejorar la robustez del proceso de decisión (ver [Würtz et al., 2009] y

[Pfaff, 2013]).

Los modelos de cópula forman parte de las soluciones propuestas y han tomado gran im-

portancia dada la flexibilidad que brindan para modelar fenómenos multivariados

([Embrechts, 2009]). Mediante su uso, se busca que el inversionista pueda tener a mano re-

sultados confiables y robustos sobre la mejor forma de asignar su dinero entre activos inter-

dependientes y poder así, balancear correctamente el retorno del portafolio contra el riesgo

que representa.

Además, el uso de cópulas permite la construcción de escenarios con base en una me-

dición más adecuada de la dependencia (y otras características empíricas) de los activos de

interés. De esta forma, se pueden tomar acciones sobre un portafolio en base a métricas ex

ante del retorno y riesgo asociados.
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Capítulo 5

Marco teórico

Para el abordaje teórico de los modelos de cópula, se expondrán en detalle las principales

definiciones, teoremas y propiedades que permitan a los lectores comprender de manera ade-

cuada este tipo de modelos. Se hará referencia principalmente al caso bivariado, con el objeti-

vo de simplificar la exposición teórica pero sin perder rigurosidad en la presentación del tema.

La extensión al caso multivariado es consecuente, por lo cual su exposición será breve, se hará

referencia a los principales textos de consulta en caso de que el lector esté interesado en pro-

fundizar su abordaje. En la elaboración de esta sección se sigue los documentos realizados por

[Cherubini et al., 2004], [Erdely, 2003], [Nelsen, 2006] y [Shemyakin and Kniazev, 2017].

El marco teórico se organiza en siete partes: la primera corresponde a una breve revisión

de los preliminares sobre los que se fundamentan las distribuciones de probabilidad conjun-

tas, en la segunda parte se definen los modelos de cópula bivariados y se estudian sus propie-

dades, la tercera parte describe la relación entre las cópulas y los conceptos de dependencia.

La cuarta subsección presenta las principales cópulas elípticas, en la quinta subsección se

introduce las cópulas construidas a partir de distribuciones elípticas sesgadas y finalmente se

concluye con una revisión sobre los métodos de estimación.

5.1. Preliminares sobre distribuciones conjuntas

En primera instancia, se denota R como la recta ordinaria de números reales (−∞,∞),

mientras que R corresponde a la recta extendida [−∞,∞] y R2 = R×R. Además, se tiene

que un rectángulo en R2 es un subconjunto B ⊂ R2 que puede expresarse como un produc-

to cartesiano de dos intervalos cerrados, es decir, si existen (x1,y1),(x2,y2) ∈ R2 tales que

B = [x1,x2]× [y1,y2] donde x1 ≤ x2 y y1 ≤ y2. Tal como se menciona anteriormente, esta

sección permite exponer las propiedades fundamentales de las distribuciones de probabili-
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dad conjuntas, como por ejemplo los conceptos de funciones f i jadas y 2− crecientes, que

permitirán introducir los modelos de cópulas en las secciones posteriores.

Definición 1. Una función real de doble entrada H es una función cuyo dominio, DomH, es

un subconjunto de R2 y su rango, RanH, es un subconjunto de R.

Definición 2. (H− volumen) Sean S1 y S2 dos subconjuntos no vacíos de R, además, sea H

una función real de dos entradas cuyo dominio es DomH = S1×S2. Sea B = [x1,x2]× [y1,y2]

cuyos vértices se encuentran dentro de DomH. Entonces se puede definir el H−volumendeB

como:

VH(B) = H(x2,y2)−H(x2,y1)−H(x1,y2)+H(x1,y1) (5.1.1)

Definición 3. (Función 2− creciente) Una función real de doble entrada H es una función

2− creciente si VH(B)≥ 0 para todos los rectángulos B cuyos vértices se encuentren dentro

del DomH.

De acuerdo al resultado en la Definición 3, es posible establecer una medida de la masa o

área para la función H, que se encuentra delimitada por el rectángulo B. De esta manera VH

asigna una masa no negativa sobre cada rectángulo dentro del DomH.

Lema 1. Sean S1 y S2 dos subconjuntos no vacíos de R, además, sea H una función 2−
creciente cuyo dominio es DomH = S1× S2. Si x1,x2 se encuentran en S1 con x1 ≤ x2 y

si y1,y2 se encuentran en S2 con y1 ≤ y2. Entonces la función t 7→ H(t,y2)−H(t,y1) es

monótona creciente sobre S1, y la función t 7→ H(x2, t)−H(x1, t) es monótona creciente

sobre S2 (demostración en [Erdely, 2003]).

Definición 4. (Función f i jada) Sean S1 y S2 dos subconjuntos no vacíos de R. Supóngase

que S1 tiene un elemento mínimo a1 y que S2 tiene un elemento mínimo a2. Se puede decir

que la función H que va desde S1×S2 hasta R está f i jada en cero si H(x,a2) = 0 = H(a1,y)

para todo valor (x,y) en S1×S2.

Lema 2. Sean S1 y S2 dos subconjuntos no vacíos de R, además, sea H una función f i jada

en cero y 2−creciente cuyo dominio es DomH = S1×S2. Entonces H es monótona creciente

en cada uno de sus argumentos.

Definición 5. Sean S1 y S2 dos subconjuntos no vacíos de R. Supóngase que S1 tiene un

elemento máximo b1 y que S2 tiene un elemento máximo b2. Se puede decir que la función

H : S1× S2→ R tiene marginales y que las marginales de H son las funciones F y G dadas
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por:

F : S1→ R de f ormaque F(x) := H(x,b2)

G : S2→ R de f ormaque G(x) := H(b1,y)

Ejemplo 1. Sea la función H : [−1,1]× [0,∞]→ R definida por:

H(x,y) =
(x+1)(1− e−y)

2
y sea el rectángulo B = [x1,x2]× [y1,y2] contenido en DomH. Vamos a demostrar que H

cumple con las características hasta el momento enunciadas, es decir, es una función 2−
creciente, f i jada y se calculan sus marginales.

Utilizando la fórmula 5.1.1 tenemos que:

VH(B) =(x2 +1)(1− e−y2)− (x2 +1)(1− e−y1)− (x1 +1)(1− e−y2)

+(x1 +1)(1− e−y1)

=(x2− x1)(e−y1− e−y2)≥ 0,

por lo que H es 2− creciente. Como H(x,0) = 0 = H(−1,y) entonces por la Definición 4

tenemos que H está fijada en cero.

Las marginales de H son:

F(x) = H(x,∞) =
x+1

2
G(y) = H(1,y) = 1− e−y

que son funciones monótonas crecientes, acorde con el Lema 1 y Lema 2.

Definición 6. (Función de distribución) Una función de distribución es una función F :R→
R tal que:

1. F es monótona no decreciente.

2. F(−∞) = 0 y F(∞) = 1.

Definición 7. (Función de distribución conjunta) Una función de distribución conjunta es

una función H : R→ R tal que:

1. VH(B)≥ 0, es decir, H es 2− creciente.

2. H(x,−∞) = 0 = H(−∞,y), es decir, H está f i jada en cero.
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3. F(x) :=H(x,∞) y G(y) :=H(∞,y) son las marginales de H y son funciones monótonas

crecientes, tal como se afirma en el Lema 2.

4. H(∞,∞) = 1.

Definición 8. (Función cuasi− inversa) Sea F una función de distribución. La cuasi−
inversa de F es cualquier función F−1 con DomF−1 = I tal que:

1. Si t ∈ RanF entonces F−1(t) es cualquier número x ∈ R tal que F(x) = t, es decir:

F(F−1(t)) = t,

para todo t ∈ RanF .

2. Si el RanF corresponde a I = [0,1] y t ∈ I entonces:

F−1(t) = in f{x : F(x)≥ t}= sup{x : F(x)≤ t}

si F es estrictamente creciente su cuasi− inversa es única.

Teorema 1. (Transformación integral de probabilidad) Sea X una variable aleatoria con

función de distribución continua F(x), entonces la variable aleatoria U = F(X) tiene una

distribución uniforme en el intervalo [0,1], es decir U ∼U(0,1) (ver [Meucci, 2011a] para

un abordaje más amplio).

Es posible ilustrar el teorema anterior utilizando como ejemplo una variable aleatoria

X ∼ exp(1), es decir, una variable que se distribuye exponencialmente con parámetro λ = 1:

F(x) =

1− e−λx six≥ 0

0 six < 0

En el panel a) de la Figura 5.1 se muestra el histograma de 100,000 valores simulados

provenientes de una distribución exponencial con λ = 1. El panel b) contiene el histograma

de los valores transformados utilizando la transformación integral de probabilidad F(x). Se

observa claramente que F(x)∼U(0,1) tal como lo plantea el Teorema 1.
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Figura 5.1: Ilustración del Teorema 1.

(a) Distribución de X . (b) Distribución de F(x).

5.2. Subcópulas y cópulas

Ahora se está en posición de definir formalmente las funciones de cópula. En primera

instancia se definen las subcópulas como una clase de funciones que se encuentran f i jadas,

que son 2− crecientes y que también presentan marginales monótonas crecientes. Luego se

definen y describen las cópulas como un caso particular de las subcópulas cuyo dominio es

I2.

Definición 9. (Subcópula) Una subcópula bidimensional (2− subcópula) es una función C′

que tiene las siguientes propiedades:

1. DomC′ = S1×S2, donde S1 y S2 son subconjuntos de I = [0,1].

2. C′ es 2− creciente y f i jada.

3. Para todo u ∈ S1 y v ∈ S2 se tiene que C′(u,1) = u y C′(1,v) = v, que constituyen sus

funciones marginales.

Además, lo anterior implica que para todo (u,v) ∈DomC′ tenemos que 0≤C′(u,v)≤ 1, por

lo que el RanC′ ⊂ I.

Definición 10. (Cópula) Una cópula bidimensional (2−cópula), es una 2− subcópula C tal

que DomC = I2, es decir, una cópula es una función C : I2→ I. Además, C cumple con las

siguientes propiedades:
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1. Para todo u,v dentro de I se cumple:

C(u,0) = 0 =C(0,v)

C(u,1) = u y C(1,v) = v

2. Para todo u1, u2, v1, v2 en I de forma que u1 ≤ u2 y v1 ≤ v2 se cumple que:

C(u2,v2)−C(u2,v1)−C(u1,v2)+C(u1,v1)≥ 0

De esta forma se observa que C está f i jada en cero, tiene marginales en los argumentos u y

v que son monótonas crecientes y es una función 2− creciente.

Se debe notar que por la Definición 10, una cópula cumple las características de una

función de distribución sobre variables uniformemente distribuidas en [0,1].

C(u,v) = P(U ≤ u,V ≤ v)

Además, por el Teorema 1 se tiene que F(x) ∼U y G(y) ∼ V y que F−1(U) = X y que

G−1(V ) = Y , donde U y V se encuentran uniformemente distribuidas en [0,1]. Por lo tanto,

una cópula evaluada en F(x) y en G(y) brinda la función de distribución conjunta H(x,y):

C(u,v) = P(U ≤ F(x),V ≤ G(y))

= P(F−1(U)≤ x,G−1(V )≤ y)

= P(X ≤ x,Y ≤ y)

= H(x,y)

donde u = F(x) y v = G(y).

Ejemplo 2. (Cópula Π) Sea la función Π : I2→ I definida como Π(u,v) = uv. Entonces se

tiene que:

1. Para todo u, v en I

Π(u,0) = u·0 = 0 = 0·v = Π(0,v),

Π(u,1) = u·1 = u y Π(1,v) = 1·v = v
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Figura 5.2: Cópula Π y contornos de probabilidad.

(a) Cópula Π (b) Contornos de probabilidad

2. Para todo u1, u2, v1, v2 en I de forma que u1 ≤ u2 y v1 ≤ v2 se cumple que:

VΠ([u1,u2]× [v1,v2]) = u2v2−u2v1−u1v2 +u1v1

= (u2−u1)(v2− v1)≥ 0

por lo tanto la función Π se encuentra f i jada en cero, tiene marginales en los argu-

mentos u y v que son monótonas crecientes y es una función 2−creciente. Es decir, Π

es una cópula, a la cual se le conoce como cópula producto o de independencia.

La Figura 5.2 muestra la función de distribución H y los contornos asociados a la cópula Π.

A partir de los contornos se deduce que para dos variables aleatorias cualquiera, las proba-

bilidades de ocurrencia no tienen un marcado patrón de asociación excluyente o incluyente,

como sí sucede con las cópulas W (ver Ejemplo 3) y M (ver Ejemplo 4).

Ejemplo 3. (Cópula W ) Sea la función W : I2→ I definida como W (u,v)=max(u+v−1,0).

Entonces se tiene que:

1. Para todo u, v en I

W (u,0) = max(u−1,0) = 0 = max(v−1,0) =W (0,v),

W (u,1) = max(u+1−1,0) = u y W (1,v) = max(1+ v−1,0) = v

2. Para todo u1, u2, v1, v2 en I de forma que u1 ≤ u2 y v1 ≤ v2 se cumple que:

max(u2 + v2−1,0)−max(u1 + v2−1,0)≥ max(u2 + v1−1,0)−max(u1 + v1−1,0)

reordenando:

max(u2+v2−1,0)−max(u1+v2−1,0)−max(u2+v1−1,0)+max(u1+v1−1,0)≥ 0
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Figura 5.3: Cópula W y contornos de probabilidad.

(a) Cópula W (b) Contornos de probabilidad

por lo tanto:

VW ([u1,u2]× [v1,v2])≥ 0

entonces la función W se encuentra f i jada en cero, tiene marginales en los argumentos

u y v que son monótonas crecientes y es una función 2− creciente. Es decir, W es una

cópula.

La Figura 5.3 muestra la función de distribución H y los contornos asociados a la cópula W .

A partir de los contornos se deduce que para dos variables aleatorias cualquiera, las proba-

bilidades de ocurrencia tienen un patrón de asociación excluyente, es decir, probabilidades

altas (bajas) en una variable tienden a generar probabilidades bajas (altas) en la otra variable.

Ejemplo 4. (Cópula M) Sea la función M : I2→ I definida como M(u,v) = min(u,v). En-

tonces se tiene que:

1. Para todo u, v en I

M(u,0) = min(u,0) = 0 = min(0,v) = M(0,v),

M(u,1) = min(u,1) = u y M(1,v) = min(1,v) = v

2. Si se define el conjunto A = {(u,v) ∈ I2 : u ≤ v} se tiene que M(u,v) = min(u,v) =

(u− v)1A(u,v)+ v por lo que:

VM([u1,u2]× [v1,v2]) =(u2− v2)1A(u2,v2)+ v2− (u2− v1)1A(u2,v1)− v1

− (u1− v2)1A(u1,v2)− v2 +(u1− v1)1A(u1,v1)− v1

=(u2− v2)1A(u2,v2)− (u2− v1)1A(u2,v1)

− (u1− v2)1A(u1,v2)+(u1− v1)1A(u1,v1)
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Figura 5.4: Cópula M y contornos de probabilidad.

(a) Cópula M (b) Contornos de probabilidad

En caso de que los cuatro vértices se encuentren en A, entonces VM([u1,u2]× [v1,v2]) =

0. Si solo (u1,v2) ∈ A, entonces VM = −(u1− v2) ≥ 0. Si solo (u2,v1) ∈ A, entonces

VM = −(u2− v1) ≥ 0. Si solo (u1,v1),(u1,v2) ∈ A, entonces VM = (u1− v1)− (u1−
v2) = v2−v1 ≥ 0. Si solo (u1,v2),(u2,v2)∈ A, entonces VM =−(u1−v2)+(u2−v2) =

u2− u1 ≥ 0. Por lo tanto se tiene que VM([u1,u2]× [v1,v2]) ≥ 0 y así se concluye que

M es una cópula.

La Figura 5.4 muestra la función de distribución H y los contornos asociados a la cópula M.

A partir de los contornos se deduce que para dos variables aleatorias cualquiera, las probabi-

lidades de ocurrencia tienen un patrón de asociación incluyente, es decir, probabilidades altas

(bajas) en una variable tienden a generar probabilidades altas (bajas) en la otra variable.

Las cópulas definidas en los Ejemplos 3 y 4 definen los límites de Fréchet y Hoeffding

para cualquier cópula C (Teorema 2). Además, como se verá más adelante, junto con la cópula

producto (Ejemplo 2) definen los casos de dependencia negativa perfecta (W ), dependencia

positiva perfecta (M) e independencia (Π) entre variables aleatorias.

Teorema 2. (Límites de Fréchet-Hoeffding) Sea C′ una subcópula. Entonces para cada

(u,v) en DomC′ se tiene que:

W (u,v)≤C′(u,v)≤M(u,v)

Además, como toda cópula C con (u,v) en I2 es una subcópula, se tiene que:

W (u,v)≤C(u,v)≤M(u,v)

Cuando se tienen n dimensiones y n > 2 la función W ya no cumple con las propiedades

para considerarse como cópula (demostración en [Erdely, 2003]).
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Definición 11. (Familia Comprensiva)Una familia de cópulas que incluye a M, Π y W se

le denomina una familia comprensiva.

Definición 12. (Relación de Orden) Sean C1, C2 dos cópulas. Definimos la relación de orden

entre cópulas ≺ de la siguiente forma

C1 ≺C2⇐⇒C1(u,v)≤C2(u,v) ∀(u,v) ∈ I2

en este caso se dice que la cópula C1 es menor que la cópula C2.

Los Teoremas 3 y 4 fundamentan la existencia de las derivadas parciales de la cópula

C, a partir de lo cual más adelante se define la densidad c correspondiente. Además, en la

Definición 13 se muestra que, con base en el Teorema 5 (Teorema de Sklar), la densidad c se

asocia a la densidad h de la función de distribución conjunta bivariada H relacionada a C.

Teorema 3. Sea C una cópula. Para todo v ∈ I, la derivada parcial ∂C(u,v)/∂u existe para

casi todo u, y para ese v y u se tiene:

0≤ ∂

∂u
C(u,v)≤ 1

De forma similar, para todo u ∈ I, la derivada parcial ∂C(u,v)/∂v existe para casi todo v, y

para ese v y u se tiene:

0≤ ∂

∂v
C(u,v)≤ 1

En ese sentido, las funciones u 7→ ∂C(u,v)/∂v y v 7→ ∂C(u,v)/∂u se definen y son no decre-

cientes en casi todo I ([Nelsen, 2006]).

Teorema 4. Sea C una cópula. Si ∂C(u,v)/∂v y ∂ 2C(u,v)/∂u∂v son continuas en I2 y

∂C(u,v)/∂u existe para todo u∈ (0,1) cuando v= 0, entonces ∂C(u,v)/∂u y ∂ 2C(u,v)/∂u∂v

existen en (0,1)2 y ∂ 2C(u,v)/∂u∂v = ∂ 2C(u,v)/∂v∂u ([Nelsen, 2006]).

Lema 3. Sea H una función de distribución conjunta con marginales F y G. Entonces existe

una única subcópula C′ tal que:

1. DomC′ = RanF×RanG.

2. H(x,y) =C′(F(x),G(y)) para todo x,y ∈ R.

Teorema 5. (Sklar) Sea H una función de distribución conjunta con marginales F y G.

Entonces existe una cópula C tal que:

H(x,y) =C(F(x),G(y)), ∀x,y ∈ R
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Además, si F y G son continuas entonces C es única, de otra forma C es única solamente

en RanF×RanG.

En sentido inverso, se tiene que si C es una cópula y F y G son funciones de distribución,

entonces la función H definida por H(x,y) = C(F(x),G(y)) es una función de distribución

conjunta con marginales F y G ([Nelsen, 2006]).

De acuerdo al Teorema 5, al escribir H(x,y) =C(F(x),G(y)) es posible separar la función

de distribución conjunta H entre dos componentes: las marginales F y G y la cópula C. De

esta manera, mediante el uso de la cópula C se puede separar la dependencia entre variables

aleatorias del comportamiento marginal. Por esta razón, es que las cópulas son conocidas

también como funciones de dependencia ([Deheuvels, 1978]). A esta segmentación de la

distribución de probabilidad conjunta H se le conoce como la interpretación probabilística de

las cópulas.

Corolario 1. Sean H,F,G y C′como en el Lema 3 y sean F−1 y G−1 las cuasi inversas de F

y de G respectivamente. Entonces:

C′(u,v) = H(F−1(u),G−1(v)), ∀(u,v) ∈ DomC′

Si F y G son continuas entonces por el Teorema 5 el resultado anterior también es válido

para cópulas.

Ejemplo 5. Si se asume que la distribución de probabilidad conjunta H corresponde a una

distribución normal bivariada con parámetro r, Φ(u,v) = Φruv, además que las distribucio-

nes F y G corresponden a distribuciones normal estándar denotadas por Φ, de acuerdo al

Corolario 1 se tiene que:

CGa(u,v) = Φruv(Φ
−1(u),Φ−1(v))

corresponde a la cópula Gaussiana CGa(u,v):

Φruv(Φ
−1(u),Φ−1(v)) =

∫
Φ−1(u)

−∞

∫
Φ−1(v)

−∞

1
2π
√

1− r2
exp
(

2rts− t2− s2

2(1− r2)

)
dsdt

Definición 13. (Densidad c) La densidad de una cópula C denotada como c(u,v) corresponde

a:

c(u,v) =
∂ 2C(u,v)

∂u∂v

y existe en casi todo el interior de I2 y es no negativa.
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Si F y G son funciones de distribución continuas entonces la densidad c se relaciona a la

densidad de la distribución conjunta H (ver el Teorema 5):

c(F(x),G(y)) =
h(x,y)

f (x)g(y)

Dado lo anterior, se construye la conocida representación canónica ([Cherubini et al., 2004]):

h(x,y) = c(F(x),G(y)) f (x)g(y)

Ejemplo 6. Sea CGa(u,v) = Φruv(Φ
−1(u),Φ−1(v)) la cópula Gaussiana. Denotando t =

Φ−1(u) y s = Φ−1(v), es posible escribir la densidad de la cópula como:

c(u,v) =
∂ 2C(u,v)

∂u∂v
=

∂ 2Φruv(t,s)
∂ t∂ s

· ∂ t
∂u
· ∂ s

∂v
=

φr(t,s)
φ(t)φ(s)

donde φr(t,s) es la función de densidad de una distribución normal estándar bivariada con

correlación r. φ(t) es la función de densidad de una distribución normal estándar. De esta

manera se puede obtener cGa(u,v):

cGa(u,v) =
1√

1− r2
exp
(

2rts− t2− s2

2(1− r2)
+

t2 + s2

2

)
Asimismo, es posible expresar la representación canónica como:

h(t,s) = cGa(u,v) ·φ(t) ·φ(s)

=
1√

1− r2
exp
(

2rts− t2− s2

2(1− r2)
+

t2 + s2

2

)
· 1√

2π
exp
(
−t2

2

)
· 1√

2π
exp
(
−s2

2

)
=

1
2π
√

1− r2
exp
(

2rts− t2− s2

2(1− r2)

)

5.3. Cópulas y dependencia

El hecho de que las cópulas hayan sido nombradas como funciones de dependencia

([Deheuvels, 1978]), se debe a que es posible caracterizar la independencia y la dependencia

perfecta de variables aleatorias mediante su uso. En adelante se asumirá que las variables X

y Y y sus respectivas funciones de distribución F y G son continuas.

En esta sección se introducen conceptos como la concordancia, la correlación lineal y la

dependencia en las colas. Se describe en detalle varias medidas de dependencia conocidas

como el coeficiente de correlación de Spearman (ρ), la tau de Kendall (τ) y en especial
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el coeficiente de correlación de Pearson (r). Además, para el caso en que nos interese la

dependencia entre resultados extremos, se presentan los coeficientes de dependencia para la

cola derecha (λd) y para la cola izquierda (λi) de una distribución.

Se hace énfasis en que el conocido coeficiente de correlación lineal de Pearson debe

verse como solo una de las posibles medidas que existen para describir la dependencia entre

variables aleatorias.

Teorema 6. (Independencia y cópula Π) Las variables aleatorias continuas X, Y son inde-

pendientes si y solo si CXY = Π,es decir, si la cópula que caracteriza la relación entre X y Y

es la cópula producto (ver Ejemplo 2) ([Cherubini et al., 2004]).

Definición 14. (Comonotonicidad) El conjunto A ⊂ R2 se denota como comonótono si y

solo si para cualquier (x1,y1), (x2,y2) contenidos en A, se cumple que:x1 ≤ y1

x2 ≤ y2

o

x1 ≥ y1

x2 ≥ y2

Definición 15. Un vector aleatorio (X ,Y ) se conoce como comonótono o con dependencia

positiva perfecta si y solo si existe un conjunto A⊂ R2 comonótono para el cual:

P((X ,Y ) ∈ A) = 1

De esta forma se tiene que si las realizaciones de X van en aumento, entonces necesariamente

las realizaciones de Y irán en aumento también.

Teorema 7. (Dependencia positiva perfecta y cópula M) Un vector aleatorio (X ,Y ), con

funciones de distribución marginales F y G y distribución de probabilidad conjunta H es

comonótono si y solo si para todo (x,y) ∈ R2 ([Cherubini et al., 2004]):

H(x,y) = M(u,v) = min(F(x),G(y))

donde u = F(x) y v = G(y).

De manera análoga se puede definir un conjunto contramonotónico o con dependencia

negativa perfecta (ver Teorema 8).

Definición 16. (Contramonotonicidad) El conjunto A ⊂ R2 se denota como contramonó-
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tono si y solo si para cualquier (x1,y1), (x2,y2) contenidos en A, se cumple que:x1 ≤ y1

x2 ≥ y2

o

x1 ≥ y1

x2 ≤ y2

Definición 17. Un vector aleatorio (X ,Y ) se conoce como contramonótono o con dependen-

cia negativa perfecta si y solo si existe un conjunto A⊂ R2 contramonótono para el cual:

P((X ,Y ) ∈ A) = 1

De esta forma se tiene que si las realizaciones de X van en aumento, entonces necesariamente

las realizaciones de Y disminuirán.

Teorema 8. (Dependencia negativa perfecta y cópula W) Un vector aleatorio (X ,Y ), con

funciones de distribución marginales F y G y distribución de probabilidad conjunta H es

contramonótono si y solo si para todo (x,y) ∈ R2:

H(x,y) =W (u,v) = max(F(x)+G(y)−1,0)

donde u = F(x) y v = G(y).

Teorema 9. Sean X, Y variables aleatorias continuas con cópula CXY . Si α y β son funciones

estrictamente crecientes en RanX y RanY , entonces Cα(X)β (Y )=CXY ([Cherubini et al., 2004]).

Lo anterior indica que una cópula C es invariante ante transformaciones estrictamente

crecientes de las variables aleatorias X y Y .

Ejemplo 7. Considere dos variables X y Y con función de distribución normal estándar Φr

y asuma que su dependencia se encuentra representada por una cópula Gaussiana CGa. Si se

consideran ahora las transformaciones U = exp(X) y V = exp(Y ), se sabe que las variables

ahora tienen una distribución log-normal. De acuerdo al Teorema 9, se sabe que las variables

U y V aún mantienen la cópula Gaussiana CGa. Por lo cual y siguiendo el Teorema 5, la

función de distribución corresponde a:

H(u,v) =CGa(H1(u),H2(v)) =CGa(Φ(ln(u)),Φ(ln(v)))

Es posible definir distintas medidas para la dependencia entre variables aleatorias a través

de las cópulas. Entre las medidas de dependencia más conocidas se tienen las medidas de

concordancia, la correlación lineal y la dependencia en las colas.
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5.3.1. Medidas de concordancia

El concepto de concordancia se refiere a que para dos variables aleatorias X y Y , la pro-

babilidad de observar realizaciones “grandes” (o “pequeñas”) en ambas variables X y Y es

alta. En ese sentido, la probabilidad de observar realizaciones “grandes” (“pequeñas”) en X

y “pequeñas” (“grandes”) en Y es baja.

Formalmente, cualquier función que sirva como medida de concordancia entre las varia-

bles aleatorias X y Y , con cópula C denotada MC, tiene las siguientes propiedades ([Scarsini, 1984]).

Definición 18. MX ,Y = MC es una medida de concordancia entre las variables aleatorias X y

Y , con cópula C, si y solo si:

1. Se encuentra definida para todo par (x,y).

2. Es una medida normalizada: MX ,Y ∈ [−1,1].

3. Es una medida simétrica: MX ,Y = MY,X .

4. Si X y Y son independientes entonces MX ,Y = 0.

5. M−X ,Y = MX ,−Y =−MX ,Y .

6. Converge cuando la cópula converge: si {(Xn,Yn)} es una secuencia, de tamaño n, de

variables aleatorias continuas con cópula Cn (ver Definición 19), y:

lim
n→+∞

Cn(u,v) =C(u,v) ∀(u,v) ∈ I2

entonces:

lim
n→+∞

MXn,Yn = MX ,Y

7. Respeta el orden de concordancia: si C1 ≺C2 entonces MC1 ≤MC2 .

Adicionalmente, por la Definición 18 se tiene que una medida de concordancia debe ser

invariante respecto a transformaciones estrictamente crecientes. Implica también la existencia

de límites para MX ,Y en correspondencia con la comonotonicidad y la contramonotonicidad.

Teorema 10. Si α y β son funciones estrictamente crecientes en RanX y RanY , entonces

MX ,Y = Mα(X),β (Y ) ([Cherubini et al., 2004]).

Teorema 11. Si X y Y son comonótonas entonces MX ,Y = 1; si X y Y son contramonótonas

entonces MX ,Y =−1 ([Cherubini et al., 2004]).
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Entre las principales medidas de concordancia se encuentra la correlación de Spearman

(ρ) y la tau de Kendall (τ). De forma simple, se puede decir que la construcción en base a

rangos de ρ y τ desliga la dependencia entre las variables aleatorias de las características

y comportamiento atribuido a sus distribuciones marginales ([Genest and Favre, 2007]). Lo

cual es justamente lo que se busca mediante el modelaje con cópulas. ρ y τ se encuentran

relacionadas a una cópula teórica C, a partir de la llamada cópula empírica Ce
n. Se tiene que

Ce
n→C cuando n→ ∞, por lo cual ρ y τ se pueden expresar en términos de Ce

n y C.

Definición 19. (Cópula empírica) Sea (X1,Y1), . . . ,(Xn,Yn) una muestra aleatoria de varia-

bles continuas (X ,Y ) con distribución conjunta H(x,y). Adicionalmente sea (R1,S1), . . . ,(Rn,Sn)

el conjunto de pares de rangos asociados a la muestra, donde Ri corresponde al rango de Xi

dentro de X1, . . . ,Xn y Si corresponde al rango de Yi dentro de Y1, . . . ,Yn. La cópula empírica

se define como ([Deheuvels, 1979]):

Ce
n(u,v) =

1
n

n

∑
i=1

1
(

Ri

n+1
≤ u,

Si

n+1
≤ v
)

donde 1(A) es una función indicadora sobre conjunto A. Se puede demostrar que Ce
n(u,v)

corresponde a un estimador en base a rangos de C(u,v) que converge a una distribución

normal centrada en C(u,v) ([Genest and Favre, 2007]).

En la definición de Ce
n, Ri y Si se multiplican por el factor 1/(n+ 1) para obtener pares

ubicados dentro del dominio de la cópula empírica I2 = [0,1]2.

Coeficiente de correlación de Spearman (ρ)
La estimación de ρ se obtiene a partir del orden de las observaciones, la construcción de

rangos Ri y Si y el cálculo de la correlación entre los pares de rangos (Ri,Si) (o entre sus

equivalentes reescalados ( Ri
n+1 ,

Si
n+1)):

ρn =

n
∑

i=1
(Ri− R̄)(Si− S̄)√

n
∑

i=1
(Ri− R̄)2

n
∑

i=1
(Si− S̄)2

∈ [−1,1]

donde:

R̄ =
1
n

n

∑
i=1

Ri =
n+1

2
=

1
n

n

∑
i=1

Si = S̄

El coeficiente ρn es superior al coeficiente de correlación lineal de Pearson (r) porque detecta

dependencias funcionales lineales y no lineales. Además, su valor teórico siempre está defi-
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nido, lo cual no siempre sucede al calcular r sobre distribuciones con colas pesadas como la

distribución de Cauchy (ver [Embrechts et al., 1999]).

De esta forma ρn corresponde a un estimador asintóticamente insesgado de ([Hoeffding, 1948]):

ρ = 12
∫ 1

0

∫ 1

0
uv

∂ 2C(u,v)
∂u∂v

dudv−3 = 12
∫ 1

0

∫ 1

0
C(u,v)dudv−3

es decir, ρn = 12
∫ 1

0
∫ 1

0 Ce
n(u,v)dudv− 3 = 12

n

n
∑

i=1

Ri
n+1

Si
n+1 − 3 tiende a ρ cuando Ce

n → C si

n→ ∞.

Tau de Kendall (τ)
La estimación de τ se obtiene de la siguiente forma:

τn =
Pn−Qn(n

2

) =
4

n(n−1)
Pn−1 ∈ [−1,1]

donde Pn y Qn corresponden al número de pares concordantes y discordantes respectivamente.

Dos pares (Xi,Yi) y (X j,Yj) son concordantes si (Xi−X j)(Yi−Yj)> 0 y discordantes si (Xi−
X j)(Yi−Y j)< 0. τn es también una función de los rangos de las observaciones debido a que

(Xi−X j)(Yi−Y j)> 0 si y solo si (Ri−R j)× (Si−S j)> 0. Se contabiliza el número de pares

de observaciones discordantes entre el total de pares. Mientras mayor sea el coeficiente más

similares son las observaciones, también toma en cuenta la existencia de no linealidad en la

asociación entre las variables.

La relación entre τn y la cópula C (a través de Ce
n) se detalla a continuación ([Genest and Favre, 2007]).

Se define:

Ii j =

1 siX j < Xi, Yj < Yi

0 otrocaso

donde i 6= j e Iii = 1 ∀i ∈ {1, . . . ,n}. Se observa que:

Pn =
1
2

n

∑
i=1

∑
i6= j

(Ii j + I ji) =
n

∑
i=1

∑
i 6= j

Ii j =−n+
n

∑
i=1

n

∑
j=1

Ii j

dado que Ii j + I ji = 1 si y solo si los pares (Xi,Yi) y (X j,Yj) son concordantes. Además, se

puede escribir:

Wi =
1
n

n

∑
j=1

Ii j =
1
n

#{ j | X j ≤ Xi, Yj ≤ Yi}

de manera que si W̄ = (W1 + · · ·+Wn)/n entonces Pn = −n+ n2W̄ y finalmente se tendría
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que:

τn = 4
n

n−1
W̄ − n+3

n−1
(5.3.1)

La conexión con Ce
n viene del hecho de que por definición:

Wi =Ce
n

(
Ri

n+1
,

Si

n+1

)
entonces:

W̄ =
∫ 1

0

∫ 1

0
Ce

n(u,v)
∂ 2Ce

n(u,v)
∂u∂v

dudv

Según la ecuación 5.3.1, si Ce
n → C cuando n→ ∞, τn es un estimador asintóticamente

insesgado de ([Hoeffding, 1948]):

τ = 4
∫ 1

0

∫ 1

0
C(u,v)

∂ 2C(u,v)
∂u∂v

dudv−1

5.3.2. La correlación lineal (r)

El coeficiente de correlación lineal de Pearson (r):

r =
Cov(X ,Y )√

σ2
X σ2

Y

∈ [−1,1]

donde Cov(X ,Y ) = E[XY ]− E[X ]E[Y ], σ2
X y σ2

Y denotan las varianzas de entre X y Y . r

es una medida que permiten calcular la dependencia lineal entre dos variables aleatorias.

Su popularidad se debe a que es relativamente fácil de calcular en comparación con otras

alternativas. Además, representa la forma más natural de estudiar la dependencia cuando se

asume que las variables siguen una distribución normal multivariada (o en forma más general

distribuciones esféricas o elípticas) ([Embrechts et al., 1999]).

En finanzas, muchos desarrollos teóricos como el Capital Asset Pricing Model (CAPM)

y la Arbitrage Princing Theory (APT) usan la correlación lineal como medida de depen-

dencia entre diversos instrumentos financieros y con sustento en el supuesto de multinorma-

lidad conjunta de los retornos, se llega a la selección de portafolios de inversión óptimos

([Campbell et al., 1997]).

En el caso de independencia r(X ,Y ) = 0 debido a que Cov(X ,Y ) = 0. En el caso de

perfecta dependencia Y = α +βX se tiene que r(X ,Y ) =±1.

Respecto a la Definición 18, r cumple con los axiomas del 1 al 5 y el número 7 ([Cherubini et al., 2004]).

Sin embargo, respecto a las otras medidas de dependencia presentadas, el coeficiente de co-

rrelación presenta las siguientes debilidades ([Embrechts et al., 1999]):
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1. Para el cálculo de r las varianzas de X y Y deben ser finitas, de otra forma el coeficiente

no está definido. Esto podría ser un problema cuando se trabaja con distribuciones con

colas pesadas. Por ejemplo, la covarianza y la correlación entre dos componentes de

una distribución t-Student bivariada Tr,w no está definida cuando w≤ 2.

2. La independencia entre dos variables aleatorias implica que la correlación es cero

(r = 0), pero una correlación igual a cero no implica independencia. Por ejemplo, la co-

rrelación entre X ∼ N(0,1) y Y = X2 es igual a cero, a pesar de que Y es perfectamente

dependiente de X . Unicamente para el caso de la distribución normal multivariada es

posible interpretar una correlación lineal igual cero como independencia.

3. La correlación lineal no es invariante ante transformaciones estrictamente crecientes

no lineales T : R→ R. En general se tiene que r(T (X),T (Y )) 6= r(X ,Y ).

5.3.3. Dependencia en las colas

Cuando se está interesado en conocer sobre la dependencia que existe entre valores extre-

mos, se puede definir una medida asintótica de la dependencia entre variables aleatorias X y

Y en función de la cópula C (o en función de la cópula de sobrevivencia C̄).

Definición 20. (Cópula de Sobrevivencia) La cópula de sobrevivencia asociada a la cópula

C se define como:

C̄(u,v) = u+ v−1+C(1−u,1− v)

se puede verificar que C̄ cumple con las propiedades de una cópula ([Cherubini et al., 2004]).

Esta permite calcular la probabilidad de que dos variables aleatorias uniformes con cópula C,

sean mayores a u y v respectivamente:

C̄(1−u,1− v) = 1−u+1− v−1+C(u,v)

= 1−P(U ≤ u)+1−P(V ≤ v)−1+P(U ≤ u,V ≤ v)

= P(U ≥ u)+P(V ≥ v)−1+P(U ≤ u,V ≤ v)

= P(U ≥ u,V ≥ v)

Coeficiente de dependencia de la cola izquierda
Si se tienen dos variables aleatorias X y Y con funciones de distribución F y G, el coefi-
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ciente de dependencia sobre la cola izquierda λi entre X y Y corresponde a:

lı́m
v→0+

P(Y < G−1(v)|X < F−1(v)) = λi

siempre y cuando el límite λi ∈ [0,1] exista. Si λi ∈ (0,1] X y Y son asintóticamente depen-

dientes (en la cola izquierda). Si λi = 0 entonces X y Y son asintóticamente independientes.

λi se puede obtener utilizando la cópula C de la siguiente manera:

λi = lı́m
v→0+

C(v,v)
v

Coeficiente de dependencia de la cola derecha
De la misma forma, se puede definir un coeficiente de dependencia en la cola derecha. Si

se tienen dos variables aleatorias X y Y con funciones de distribución F y G, el coeficiente

de dependencia sobre la cola derecha λd entre X y Y corresponde a:

lı́m
v→1−

P(Y > G−1(v)|X > F−1(v)) = λd

siempre y cuando el límite λd ∈ [0,1] exista. Si λd ∈ (0,1] X y Y son asintóticamente depen-

dientes (en la cola derecha). Si λd = 0 entonces X y Y son asintóticamente independientes.

λd se puede obtener también utilizando la cópula de sobrevivencia C̄ de la siguiente manera:

λd = lı́m
v→1−

C̄(v,v)
1− v

En ambos casos, λd y λi, corresponde a dos límites de probabilidades condicionales. λd

representa el límite de la probabilidad de que la función de distribución de Y exceda el valor v

dado que la función de distribución de X ya excedió dicho valor. λi representa el límite de la

probabilidad de que la función de distribución de Y sea menor al valor v dado que la función

de distribución de X es menor que dicho valor.

5.4. Cópulas elípticas

Las cópulas elípticas corresponden a las cópulas asociadas a las distribuciones de proba-

bilidad elípticas1, las cuales presentan una serie de características útiles para el modelaje de

1Para un vector aleatorio Xd con matriz Σd×d definida no negativa y µ ∈R, se tiene que si su función caracte-
rística ϕX−µ(t) se expresa en términos de la forma cuadrática t ′Σd×dt, es decir ϕX−µ(t) = φ(t ′Σd×dt), entonces
se concluye que Xd tiene una distribución de probabilidad elíptica con parámetros µ , Σd×d y φ representada
como Xd ∼ Ed(µ,Σd×d ,φ). Para mayores detalles sobre las distribuciones elípticas ver [Fang et al., 1990].
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valores extremos y formas no normales de dependencia ([Embrechts et al., 2003]). Además,

respecto a otras familias de cópulas como las cópulas Arquimedianas2 (ver [Nelsen, 2006]),

permiten modelar de mejor manera la dependencia en aplicaciones con alta dimensionalidad3.

Dado lo anterior, se estudian dos modelos de cópula elípticos: la cópula Gaussiana y la

cópula t-Student.

5.4.1. Cópula Gaussiana

Sea Φ : R→ R la distribución normal estándar:

Φ(x) =
∫ x

−∞

1√
2π

exp
(
−t2

2

)
dt

Además, si se tiene un coeficiente de correlación lineal r ∈ R, se define Φr como la distribu-

ción normal bivariada:

Φr(x,y) =
∫ x

−∞

∫ y

−∞

1
2π
√

1− r2
exp
(

2rts− t2− s2

2(1− r2)

)
dsdt

Definición 21. (Cópula de Gaussiana) Para dos variables aleatorias X y Y , la cópula Gaus-

siana se define como (como en el Ejemplo 5):

CGa(u,v) = Φr(Φ
−1(u),Φ−1(v))

donde Φr corresponde a la distribución normal bivariada con coeficiente de correlación lineal

r y Φ−1 es la función inversa de la distribución normal estándar. En este caso, CGa coincide

con la distribución normal estándar bivariada:

Φr(Φ
−1(u),Φ−1(v)) =

∫
Φ−1(u)

−∞

∫
Φ−1(v)

−∞

1
2π
√

1− r2
exp
(

2rts− t2− s2

2(1− r2)

)
dsdt

2Las cópulas arquimedianas utilizan para su construcción una función generatriz Ψ(u) : [0,1]→ [0,∞], de-
creciente que satisfaga:Ψ(u)→∞ si u→ 0, yΨ(1)= 0. De esa forma, se puede definir una cópula arquimediana
como:

C(u1,u2) =Ψ
−1(Ψ(u1)+Ψ(u1))

Entre las limitantes que presentan las cópulas arquimedianas se tiene que para d dimensiones, con d > 2, solo
permiten modelar dependencias postivas ([Yan, 2007]).

3Otra forma de abarcar la multidimensionalidad mediante el modelaje de cópulas corresponde al procedi-
miento conocido como pair-copula, en la cual con el uso de secuencias de cópulas bivariadas se construye una
cópula con alta dimensionalidad (ver [Aas et al., 2009]). A pesar de que el abordaje es flexible, implica conocer
de previo un ordenamiento del vector aleatorio con el que se va a trabajar y por consecuente el ordenamiento de
las dependencias bivariadas que originan la cópula multivariante de interés.
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En el Ejemplo 6, se especificó la densidad c de la cópula Gaussiana:

cGa(u,v) =
1√

1− r2
exp
(

2rts− t2− s2

2(1− r2)
+

t2 + s2

2

)
y su relación con la densidad de la distribución conjunta H asociada a la cópula C (Teorema

5 y Definición 13) conocida como representación canónica:

h(t,s) = cGa(u,v) ·φ(t) ·φ(s)

=
1√

1− r2
exp
(

2rts− t2− s2

2(1− r2)

)
· 1√

2π
exp
(
−t2

2

)
· 1√

2π
exp
(
−s2

2

)
=

1
2π
√

1− r2
exp
(

2rts− t2− s2

2(1− r2)

)
La Figura 5.5 muestra la función de distribución H y su densidad h, que corresponden a

la distribución normal estándar bivariada construída a través de CGa. Es importante destacar,

especialmente por la forma de los contornos de probabilidad, la simetría de la distribución.

En ese sentido, la dependencia entre variables aleatorias es únicamente determinada por el

coeficiente de correlación lineal r.
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Figura 5.5: H(x,y), h(x,y) y contornos de probabilidad utilizando CGa con marginales
N(0,1).

(a) H(x,y) (b) h(x,y)

(c) Contornos

Parámetros de dependencia: r = 0,5, τ = 0,33, ρ = 0,48 y λi = λd = 0.

En caso de que las marginales conjuntadas por la cópula CGa no sean distribuciones nor-

males estándar (Φ), la cópula Gaussiana no será más una distribución normal estándar biva-

riada (este tipo de cópula se conoce como una meta−CGa). Sin embargo, esto brinda una

gran flexibilidad en el modelaje de la dependencia, pues se permite conjuntar marginales de

diferentes familias utilizando la misma CGa.

Al respecto, la Figura 5.6 muestra la función de distribución H y su densidad h asocia-

das a la CGa de dos distribuciones marginales t − Student(2) con dos grados de libertad.

Se observa, especialmente por la forma de los contornos de probabilidad, el aumento en las

probabilidades asociadas a valores extremos. En cualquier meta−CGa el coeficiente de corre-

lación lineal r no representa adecuadamente la dependencia entre las variables aleatorias. En

ese caso es mejor utilizar alguna de las medidas de concordancia mencionadas anteriormente.
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Figura 5.6: H(x,y), h(x,y) y contornos de probabilidad utilizando CGa con marginales t −
Student(2).

(a) H(x,y) (b) h(x,y)

(c) Contornos

Parámetros de dependencia: r = 0,5, τ = 0,33, ρ = 0,48 y λi = λd = 0.

Entre otras características sobre la cópula Gaussiana, se tiene que CGa respeta la relación

de orden (ver Definición 12) y se encuentra positivamente ordenada respecto al parámetro r.

Es decir, se cumple que:

CGa
r=−1 ≺CGa

r<0 ≺CGa
r=0 ≺CGa

r>0 ≺CGa
r=1

Se tiene que CGa corresponde a una familia comprensiva (ver Definición 11) ya que se

puede verificar que:

CGa
r=−1 =W, CGa

r=0 = Π, y CGa
r=1 = M

Respecto a las medidas de dependencia, siguiendo la definición de la correlación de

Spearman (ρ) y la tau de Kendall (τ), se puede mostrar que:

ρ =
6
π

arcsin
( r

2

)
y τ =

2
π

arcsin(r)

donde r corresponde al coeficiente de correlación lineal de Pearson. Además, se puede mos-
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trar que la cópula Gaussiana no presenta dependencia en las colas a menos que | r |= 1:

λi = λd =

0 si | r |< 1

1 si | r |= 1

lo cual indica que en dicho caso (| r |= 1) la dependencia en las colas sería simétrica.

5.4.2. Cópula t-Student

Sea tw : R→ R la distribución t-Student centrada con w grados de libertad:

tw(x) =
∫ x

−∞

Γ((w+1)/2)√
πwΓ(w/2)

(
1+

t2

w

)−w+1
2

dt

donde Γ corresponde a la función gamma de Euler4. A partir de la distribución t-Student

centrada con w grados de libertad tw y el coeficiente de correlación lineal r ∈ R , es posible

denotar a Tr,w como la distribución t-Student bivariada:

Tr,w(x,y) =
∫ x

−∞

∫ y

−∞

1
2π
√

1− r2

(
1+

t2 + s2−2rts
w(1− r2)

)−w+2
2

dsdt

Definición 22. (Cópula de t-Student) Para dos variables aleatorias X y Y , la cópula t-Student

se define como:

CT (u,v) = Tr,w(t−1
w (u), t−1

w (v))

donde Tr,w corresponde a la distribución t-Student bivariada con coeficiente de correlación

lineal r y w grados de libertad. Además, t−1
w es la función inversa de la la distribución t-

Student centrada. En este caso, al utilizar tw en las marginales, CT coincide con la distribución

t-Student bivariada:

CT (u,v) =
∫ t−1

w (u)

−∞

∫ t−1
w (v)

−∞

1
2π
√

1− r2

(
1+

t2 + s2−2rts
w(1− r2)

)−w+2
2

dsdt

Por su parte, la densidad c de la cópula t-Student se obtiene utilizando la Definición 13:

4La cantidad Γ(α) =
∫

∞

0 yα−1 exp−y dy se conoce como la función gamma. La integración directa verifica
que Γ(1) = 1, mientras que integrando por partes se tiene que Γ(α) = (α − 1)Γ(α − 1) para cualquier α > 1.
Además, se relaciona con el concepto de número factorial ya que Γ(n) = (n−1)!. Combinando los resultados
anteriores se tiene que Γ(n+1) = nΓ(n) = · · ·= n!Γ(1) = n!.
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cT (u,v) =
∂ 2C(u,v)

∂u∂v
=

∂ 2Tr,w(t,s)
∂ t∂ s

· ∂ t
∂u
· ∂ s

∂v
=

tr,w(t,s)
tw(t)tw(s)

y corresponde a:

cT (u,v) =
1√
r2

Γ(w+2
2 )Γ(w

2 )

Γ(w+1
2 )2

(
1+ t2+s2−2rts

w(1−r2)

)− (w+2)
2

[
(1+ t2

w )(1+
s2

w )
]− (w+2)

2

La Figura 5.7 muestra la función de distribución H y su densidad h, que corresponden a

la distribución t-Student bivariada construida a través de CT . Es importante destacar, espe-

cialmente por la forma de los contornos de probabilidad, la simetría de la distribución y el

aumento en las probabilidades asociadas a valores extremos. En ese sentido, la dependencia

entre variables aleatorias es únicamente determinada por el coeficiente de correlación lineal

r.

Figura 5.7: H(x,y), h(x,y) y contornos utilizando CT con marginales t−Student(2).

(a) H(x,y) (b) h(x,y)

(c) Contornos

Parámetros de dependencia: r = 0,5, τ = 0,33, ρ = 0,48 y λi = λd = 0,25.

En caso de que las marginales conjuntadas por la cópula CT no sean distribuciones t-

Student centradas (tw), la cópula t-Student no será más una distribución t-Student bivariada

(este tipo de cópula se conoce como una meta−CT ). Sin embargo, esto brinda una gran flexi-

bilidad en el modelaje de la dependencia, pues se permite conjuntar marginales de diferentes
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familias utilizando la misma CT .

Al respecto, la Figura 5.8 muestra la función de distribución H y su densidad h asociadas

a la CT de dos distribuciones marginales normales estándar N(0,1). En cualquier meta−CT

el coeficiente de correlación lineal r no representa adecuadamente la dependencia entre las

variables aleatorias. En ese caso es mejor utilizar alguna de las medidas de concordancia

mencionadas anteriormente.

Figura 5.8: H(x,y), h(x,y) y contornos utilizando CT con marginales N(0,1).

(a) H(x,y) (b) h(x,y)

(c) Contornos

Parámetros de dependencia: r = 0,5, τ = 0,33, ρ = 0,48 y λi = λd = 0,25.

Entre otras características sobre la cópula t-Student, se tiene que CT respeta la relación

de orden (ver Definición 12) y se encuentra positivamente ordenada respecto al parámetro r

para un valor de grados de libertad w dado. Es decir, se cumple que:

CT
r=−1 ≺CT

r<0 ≺CT
r=0 ≺CT

r>0 ≺CT
r=1

Se puede verificar que para un valor de grados de libertad w dado:

CT
r=−1 =W, y CGa

r=1 = M

Sin embargo,
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CT
r=0 6= Π

Además, se puede mostrar que la cópula t-Student presenta dependencia en las colas. Para

un valor de grados de libertad w dado se tiene que:

λi = λd =

> 0 si −1 < r < 1

1 si r = 1

Al respecto, el Cuadro 5.1 muestra los resultados para los coeficientes de dependencia en

las colas (λi y λd) asociados a distintas cópulas t-Student con distintos valores de w y r. Se

observa que incluso para valores negativos o iguales a cero en r, la cópula t-Student posee

asintóticamente dependencia en las colas.

Cuadro 5.1: Coeficientes de dependencia en las colas para la cópula t-Student CT con distintos
valores de r y grados de libertad (w).

w/r -0.75 -0.5 -0.25 0 0.25 0.5 0.75 1
2 0.0195 0.0577 0.1114 0.1817 0.2722 0.391 0.5594 1
4 0.002 0.0117 0.0343 0.0756 0.1438 0.2532 0.4366 1

10 0 0.0001 0.0013 0.0069 0.0261 0.0819 0.236 1
100 0 0 0 0 0 0 0.0002 1
∞ 0 0 0 0 0 0 0 1

Las definiciones y teoremas expuestos hasta este punto se pueden extender al caso multi-

variado, para mayores detalles al respecto ver el anexo 13.1.

5.5. Distribuciones elípticas sesgadas y cópulas

En las secciones anteriores se presentaron los modelos de cópula asociados a la distribu-

ción normal multivariada y a la distribución t-Student multivariada. Entre sus características

se destacan la presencia (o ausencia) de dependencia en las colas y la simetría. Asimismo, la

habilidad de la distribución t-Student (y la cópula equivalente) para capturar de mejor mane-

ra la ocurrencia de eventos extremos conjuntos ha hecho que su uso en describir la relación

entre retornos financieros se considere una opción superior, en comparación al supuesto de

normalidad ([McNeil et al., 2005]).

Sin embargo, la cópula t-Student sigue siendo una opción restrictiva debido a su simetría.

Se debe recordar que en este caso, los coeficientes de dependencia en las colas son iguales

λi = λd . En la realidad se ha observado que variables como los retornos financieros presentan
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dependencia asimétrica (ver [Cont, 2001], [Ang and Chen, 2002], [Longin and Solnik, 2001],

[Patton, 2006] y [Boubaker and Sghaier, 2013]). Es decir, existe una dependencia más fuerte

en la cola izquierda (asociado a los momentos en que los mercados se encuentra a la baja)

que en la cola derecha (asociado a los momentos en que los mercados se encuentra al alza) .

A partir de la construcción de la distribución normal sesgada ([Azzalini, 1996]), el interés

en el modelaje y construcción de distribuciones elípticas de probabilidad que permitan cap-

turar la asimetría de los datos ha venido en aumento (ver [Genton, 2004]). De esta manera,

fue posible definir lo que se conoce hoy en día como la distribución t-Student Sesgada STn,w

con n dimensiones y w grados de libertad ([Azzalini and Capitanio, 2003]). Esta distribución

permite capturar características como colas pesadas (de la misma forma que la distribución

t-Student) y la asimetría presente en los datos financieros.

Rápidamente, el interés sobre las distribuciones elípticas sesgadas generó el desarrollo

de las familias de modelos de cópula asociados, en especial en el caso de la distribución

t-Student Sesgada. En [Kotz and Nadarajah, 2004] se hace una revisión de los desarrollos

propuestos para la cópula t-Student Sesgada.

De manera general, se han utilizado tres desarrollos distintos de cópulas t-Student Sesga-

das ([Yoshiba, 2015]):

1. El primer modelo de cópula fue desarrollado por [Demarta and McNeil, 2007] basa-

do en una versión multivariada de la distribución Hiperbólica Generalizada t-Student

Sesgada propuesta por [Barndorfff-Nielsen, 1977].

2. El segundo modelo de cópula fue construido por [Smith et al., 2012] y está implícito en

la distribución multivariada t-Student Sesgada desarrollada en [Sahu et al., 2003] me-

diante el método conocido como hidden truncation. Entre las distribuciones t-Student

Sesgadas construidas con dicho método, la más popular corresponde a la desarrollada

por [Azzalini and Capitanio, 2003].

3. El tercer modelo de cópula es mencionado en [Joe, 2006] y se encuentra implícito en

la distribución t-Student Sesgada propuesta por [Azzalini and Capitanio, 2003].

Para efectos de la investigación, se estudiará el modelo de cópula implícito en la distribución

t-Student Sesgada propuesta por [Azzalini and Capitanio, 2003] acorde a su popularidad (ver

[Yoshiba, 2015], [Kollo and Pettere, 2010], [Kollo et al., 2013] y [Joe, 2006]).

Definición 23. (Distribución Normal Sesgada) Un d−vector Y = (Y1, . . . ,Yd)
′ se distribuye

como una variable normal sesgada con parámetros Σ, µ y α si su densidad es de la forma:

g(y; µ,Σ,α) = 2φ(y−µ, Σ)Φ(α ′W−1(y−µ))
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donde φ(y−µ, Σ) es la función de densidad de una distribución normal multivariada Nd(µ,Σ)

y Φ(·) es la función distribución normal estándar N(0,1). Además, se tiene que µ ∈ Rd ,

α ∈Rd , Σ es una matriz con dimensiones d×d simétrica y definida positiva y W es una matriz

diagonal con dimensiones d×d tal que W = (δi j/
√

σi j) con i, j = 1, . . . ,d y δi j es equivalente

al delta de Kronecker5. Para describir a una variable normal sesgada con parámetros R, µ

y α se utiliza la notación Y ∼ SNd(µ,Σ,α). Adicionalmente, se tiene que el vector Y ∼
SNd(µ,Σ,α) tiene la siguiente representación:

Y =

Z siα ′W−1(Z−µ)> Z0

−Z enotroscasos

donde Z ∼ Nd(µ,Σ) y Z0 ∼ N(0,1).

En la distribución Normal Sesgada, el vector de parámetros α controla el sesgo de cada

una de las marginales que también son distribuciones Normales Sesgadas. Al respecto, la

Figura 5.9 muestra la densidad y los contornos de una distribución Normal Sesgada bivariada

utilizando una correlación entre ambas variables de r = 0,5.

Figura 5.9: Densidad y contornos de una distribución SN2.

(a) h(x,y) (b) Contornos

Parámetros: µ = (0,5,−1), R =

(
1 0,5

0,5 1

)
, α = (−4,−4).

Anexo

Asimismo, se tiene que la distribución Normal multivariada es un caso particular de la

distribución Normal Sesgada cuando el vector α = (01, . . . ,0d). En este caso, la Figura 5.10

ilustra el comportamiento de la distribución Normal Sesgada para varios vectores α incluyen-

do el caso correspondiente a la distribución Normal bivariada (panel b)). Al igual que el caso

no sesgado, la distribución Normal Sesgada no captura de manera adecuada la frecuencia en

5La delta de Kronecker es una función para dos variables i y j, toma el valor 1 si i = j y 0 si i 6= j. Se denota
como δi j. Por ejemplo, δ12 = 0 mientras que δ33 = 1.
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que ocurren resultados extremos (no tiene colas pesadas), lo cual hace menos atractivo su uso

en aplicaciones financieras ([Kollo and Pettere, 2010]).

Figura 5.10: Contornos de una distribución SN2 para distintos vectores α .

(a) α = (−4,−4) (b) α = (0,0) (c) α = (4,4) (d) α = (−4,4) (e) α = (4,−4)

Parámetros: µ = (0,5,−1), R =

(
1 0,5

0,5 1

)
.

Definición 24. (Distribución t-Student Sesgada) Un d− vector aleatorio X = (X1, . . . ,Xd)
′

se distribuye como una variable t-Student Sesgada STd,w con parámetros R, µ y α si su

densidad es de la forma:

g(x; µ,R,α,w) = 2td,w(x; µ,R)T1,w+d

[
α
′(x−µ)

(
w+d
Q+w

) 1
2
]

donde td,w corresponde a la densidad de una distribución t-Student multidimensional con w

grados de libertad, vector de medias µ y matriz de correlaciones R y T1,w+d(·) corresponde

a la función de distribución t-Student univariada con w+ d grados de libertad; Q denota la

forma cuadrática Q = (x−µ)′R−1(x−µ). El vector α se conoce como el parámetro de sesgo

y regula tanto la forma como ubicación de la distribución, mientras que µ se considera como

el parámetro de ubicación o cambio6.

La Figura 5.11 muestra la densidad y los contornos de una distribución t-Student Sesga-

da bivariada. En comparación con la distribución Normal Sesgada, los contornos presentan

mayor densidad en las colas.

6Para mayores detalles sobre las características asociadas a las distribuciones elípticas sesgadas ver
[Azzalini and Capitanio, 2013].
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Figura 5.11: Densidad y contornos de una distribución ST2,2.

(a) h(x,y) (b) Contornos

Parámetros: µ = (0,5,−1), R =

(
1 0,5

0,5 1

)
, α = (−4,−4).

Asimismo, se tiene que la distribución t-Student multivariada es un caso particular de

la distribución t-Student Sesgada cuando el vector α = (01, . . . ,0d). En este caso, la Figu-

ra 5.12 ilustra el comportamiento de la distribución t-Student Sesgada para varios vectores

α incluyendo el caso correspondiente a la distribución t-Student bivariada (panel b)). Otra

característica a señalar sobre la distribución t-Student Sesgada es que cuando los grados de

libertad w→ ∞ se tiene que STd,w→ SNd ([Yoshiba, 2015]).

Figura 5.12: Contornos de una distribución ST2,2 para distintos vectores α .

(a) α = (−4,−4) (b) α = (0,0) (c) α = (4,4) (d) α = (−4,4) (e) α = (4,−4)

Parámetros: µ = (0,5,−1), R =

(
1 0,5

0,5 1

)
.

Si el vector X =(X1, . . . ,Xd)
′ se distribuye como una variable t-Student Sesgada STd,w(µ,R,α),

es posible representarlo también de la siguiente forma ([Yoshiba, 2015]):

X = µ +V−
1
2Y

donde Y ∼ SNd(µ,R,δ ) y V ∼ Gamma(w
2 ,

w
2 ). A partir de esto, se puede definir la matriz de
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correlaciones extendida Ω:

Ω =

(
1 δ

′

δ R

)
que utiliza la matriz de correlaciones original R y el vector de sesgos de Y ∼ SNd(µ,R,δ ). El

vector de sesgos α que aparece en la distribución t-Student Sesgada (Definición 24) se define

como:

α =
R−1δ√

1−δ ′R−1δ

En [Joe, 2006] se señala que las marginales univariadas de una distribución STd,w(µ,R,α)

se distribuyen también como t-Student Sesgada ST1,w(µi,1,ςi) con densidad:

gi(xi; µi,ςi,w) = 2t1,w(xi; µi)T1,w+1

[
ςi(xi−µi)

(
w+1

(xi−µi)2 +w

) 1
2
]

donde ςi se define como:

ςi =
δi√

1−δi
(5.5.1)

que utiliza los parámetros iniciales de sesgo δi provenientes de Y ∼ SNd(µ,R,δ ). Este resul-

tado es diferente al expuesto por [Kollo and Pettere, 2010] donde erróneamente se menciona

que la i− ésima distribución marginal de una STd,w(µ,R,α) se distribuye como ST1,w(µi,1,αi).

Construcción de la Cópula de t-Student Sesgada
Sean X1, . . . ,Xd variables aleatorias continuas con funciones de distribución estrictamente

monótonas Fi(xi) : R→ Id y con funciones de densidad fi(xi) : R→R con i = 1, . . . ,d. Ade-

más, sean H(x1, . . . ,xd) y h(x1, . . . ,xd) sus funciones de distribución y de densidad conjunta,

respectivamente. Por el Teorema 14 (Sklar) la función de distribución H(x1, . . . ,xd) puede ser

representada a partir de una cópula C tal que C(u) : Id → I donde u = (u1, . . . ,ud)
′ ∈ In, con

ui = Fi(xi) para i = 1, . . . ,d:

H(x1, . . . ,xd) =C(F1(x1), . . . ,Fd(d)), ∀(x1, . . . ,xd) ∈ Rd

Por su parte, la densidad de la cópula C se obtiene a partir de la Definición 29:

c(u) =
∂ nC(u1, . . . ,ud)

∂u1 . . .∂ud

Si F1, . . . ,Fd : R→ I y f1, . . . , fd : R→ R son las funciones de distribución y de densidad

marginales correspondientes a X1, . . . ,Xd respectivamente, entonces la densidad c(u) : Id→R
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se puede expresar como:

c(F1(x1), . . . ,Fd(xd)) =
h(x1, . . . ,xd)

d
∏
i=1

fi(xi)

(5.5.2)

Dado lo anterior, es posible definir la cópula t-Student Sesgada como sigue.

Definición 25. (Cópula t-Student Sesgada) Una cópula C corresponde a la cópula t-Student

Sesgada CST
R,w si:

CST
R,w(u1, . . . ,ud) = STd,w(ST−1

1,w (u1; µ1,σ11,ς1), . . . ,ST−1
1,w (ud; µd,σdd,ςd))

donde ST−1
1,w (ui; µi,σii,ςi) : R→ I, ∀i ∈ {1, . . . ,d} denota la inversa de la función de distribu-

ción t-Student Sesgada univariada, STn,w corresponde a la función de distribución t-Student

Sesgada d−dimensional y ςi se define como en la Ecuación 5.5.1.

La densidad cST
R,w de la cópula CST

R,w se define como:

cST
R,w(u1, . . . ,ud) =

stn,w(ST−1
1,w (u1; µ1,σ11,ς1), . . . ,ST−1

1,w (ud; µd,σdd,ςd))

d
∏
i=1

sti,w(ST−1
i,w (ui; µi,σii,ςi))

obtenida al aplicar y reordenar la Ecuación 5.5.2 utilizando la distribución t-Student Sesgada.

En este caso, la función de densidad std,w : Rd → R corresponde a la Definición 24.

En [Yoshiba, 2015] se simplifica la construcción de la cópula t-Student Sesgada para

hacer su estimación más eficiente. Se propone plantear la definición anterior en términos de

una distribución t-Student Sesgada estandarizada (con un parámetro de medias µ ′i =(0, . . . ,0)

y un parámetro de volatilidades σ ′i = (1, . . . ,1)). De esta forma, se debe tener cuidado de

estandarizar las variables previo a la estimación de la cópula. Utilizando distribuciones t-

Student Sesgada estandarizadas, la cópula tiene la siguiente especificación:

CST
R,w(u1, . . . ,ud) = STd,w(ST−1

1,w (u1;0,1,ς1), . . . ,ST−1
1,w (ud;0,1,ςd))

La asimetría en la dependencia sobre las colas es la característica más relevante de la

cópula t-Student Sesgada. Cuando cada elemento del vector α es menor que cero, es decir

α < 0, la cola izquierda presenta una dependencia más intensa que la cola derecha. En una

cópula bivariada, el valor mínimo permitido para el coeficiente de sesgo α es −
√
(1+ r)/2,

de manera que la matriz de correlaciones sea semi-definida positiva ([Yoshiba, 2015]). Al

mismo tiempo, se requiere que w > 2.



42

Lo anterior se ilustra en la Figura 5.13, donde se muestran los contornos de probabili-

dad para distintas cópulas t-Student Sesgadas, con diferentes vectores α permitidos con una

correlación de r = 0,5, utilizando dos marginales N(0,1).

Figura 5.13: Contornos de una cópula CST
R,w para distintos vectores α y marginales N(0,1).

(a) α = (−0,8,−0,8) (b) α = (0,−0,7) (c) α = (0,0) (d) α = (0,0,7) (e) α = (0,8,0,8)

Parámetros: R =

(
1 0,5

0,5 1

)
y w = 3.

Respecto a la dependencia en las colas, [Padoan, 2011] desarrolla la ecuación de los co-

eficientes λi y λd para la cópula t-Student Sesgada:

λi = FEST

(
−a2,1; µ1,1,α2

√
1− r2,−τ1,w+1

)
+FEST

(
−a1,2; µ1,1,α1

√
1− r2,−τ2,w+1

)
λd = 2−FEST

(
−a2,1; µ2,1,α2

√
1− r2,−τ,w+1

)
−FEST

(
a1,2; µ2,1,α1

√
1− r2,τ2,w+1

)
donde FEST (·) es la función univariada de distribución acumulada t-Student Sesgada Exten-

dida con:

a2,1 =


(

T1,w+1
(
−ς2
√

w+1
)

T1,w+1
(
−ς1
√

w+1
)) 1

w

− r


√

w+1
1− r2

a1,2 =


(

T1,w+1
(
−ς1
√

w+1
)

T1,w+1
(
−ς2
√

w+1
)) 1

w

− r


√

w+1
1− r2

y con τ1 =
√

w+1(α1+rα2) y τ2 =
√

w+1(α2+rα1). La función univariada de distribución

acumulada t-Student Sesgada Extendida con µ = 0 y σ2 = 1 se define como:

FEST (x;0,1,α,τ,w) =
∫ x

−∞

t1,w(z)
T1,w+1

(
(αz+ τ)

√
w+1
w+z2

)
T1,w(τ/

√
1+α2)

dz

El panel a) de la Figura 5.14 muestra el comportamiento de λi y λd para una cópula

bivariada CST
R,3, con R =

(
1 0,5

0,5 1

)
y un mismo valor en α para cada marginal. Se observa

que conforme los valores del vector α decrecen, el coeficiente λi aumenta. Por su parte, el
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panel b) contiene el comportamiento de la diferencia entre λi y λd conforme aumentan los

grados de libertad w. Se observa que mientras más aumente w, menor es la diferencia entre

los coeficientes de dependencia de cola.

Figura 5.14: Dependencia en las colas para CST
R,w.

(a) λi y λd según el parámetro de sesgo α y w = 3. (b) λi−λd según w y α .

Parámetros: R =

(
1 0,5

0,5 1

)
.

5.6. Métodos de estimación

Esta sección se compone de una breve revisión literaria sobre los principales métodos

de estimación aplicables a los modelos de cópula. En general, debido a que las cópulas son

modelos de distribución multivariados sobre marginales uniformes en (0,1), el método más

natural para su estimación corresponde a Máxima Verosimilitud (MLE).

Se exponen tres abordajes para estimar los parámetros de una cópula mediante MLE7.

Para esto se hace uso de la definición de la densidad de la cópula C y la correspondiente

forma canónica (ver Definición 29), con lo cual es posible construir una función objetivo de

verosimilitud.

5.6.1. Estimación por Máxima Verosimilitud (MLE)

Máxima Verosimilitud Exacta
Suponga que se tienen n realizaciones independientes de una distribución multivariada,

(xi1, . . . ,xid)
′ con i = 1, ...,n. Suponga también que la distribución multivariada de interés

tiene d marginales con función de distribución acumulada Fj, función de densidad f j y una

7En [Genest and Rivest, 1993] y [Genest et al., 1995] se presentan mayores detalles sobre las ventajas y
desventajas de cada uno de los tres abordajes.



44

cópula con densidad c para j = 1, ...,d. Sea β el vector que contiene los parámetros de las

distribuciones marginales y ψ el vector que contiene los parámetros de la cópula. El paráme-

tro a ser estimado es θ = (β ′,ψ ′)′. Utilizando la Definición 29, es posible construir la función

de log-verosimilitud correspondiente ([Cherubini et al., 2004]):

l(θ) =
n

∑
i=1

ln{c(F1(Xi1;β ), ...,Fd(Xid;β );ψ)}+
n

∑
i=1

d

∑
j=1

ln
{

fi(Xi j;β )
}

(5.6.1)

El estimador de máxima verosimilitud de θ corresponde a:

θ̂MV = argmaxl(θ)
θεΘ

donde Θ es el espacio paramétrico de θ . En este caso, los parámetros asociados a la cópula y

los parámetros asociados a las marginales f j se estiman de manera conjunta. Lo anterior hace

que cuando d aumenta el esfuerzo computacional requerido es significativo8.

Bajo las condiciones normales establecidas en la teoría de máxima verosimilitud asintóti-

ca (ver [Serfling, 2009] y [Shao, 2003]), se puede verificar la siguiente propiedad de norma-

lidad asintótica:
√

n(θ̂MLE −θ0)→ N(0,ℑ−1(θ0))

donde ℑ(θ0) corresponde a la matriz de información de Fisher y θ0 es el vector de parámetros

verdadero. La matriz de varianzas y covarianzas de θMLE (la matriz de información de Fisher)

puede ser estimada a partir de la inversa de la matriz Hessiana de la función de verosimilitud.

Estimación por Máxima Verosimilitud en dos pasos
Conforme el número de dimensiones d aumenta, el número de parámetros que se necesi-

tan estimar se incrementa y el problema de optimización se vuelve cada vez más complejo.

Sin embargo, al observar nuevamente la Ecuación 5.6.1, se nota que está compuesta por dos

términos positivos: el primero incluye la densidad de la cópula C y sus parámetros, y el se-

gundo contiene las funciones de densidad marginales y sus parámetros correspondientes. En

ese sentido, [Joe and Xu, 1996] proponen un método de estimación en dos pasos denominado

como Inference Functions for Margins (IFM). En este método se estiman de manera inicial

los parámetros de β para las distribuciones marginales:

8Acorde con las características multidimensionales de las cópulas, esencialmente el proceso de optimización
se obtiene mediante métodos numéricos.
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β̂IFM = argmax
β

n

∑
i=1

d

∑
j=1

ln
{

fi(Xi j;β )
}

y seguidamente se estiman los parámetros asociados a la cópula ψ dado β̂IFM:

ψ̂IFM = argmax
ψ

n

∑
i=1

ln
{

c(F1(Xi1; β̂IFM), ...,Fd(Xid; β̂IFM);ψ)
}

De manera que el estimador de máxima verosimilitud de θ corresponde a:

θ̂IFM =
(

β̂IFM, ψ̂IFM

)
En este caso θ̂IFM se convierte en un excelente punto de partida para obtener el estimador

θ̂MV . [Joe, 1997] demuestra que el estimador obtenido mediante IFM también presenta la

propiedad de normalidad asintótica:

√
n(θ̂IFM−θ0)→ N(0,G−1(θ0))

donde G(θ0) corresponde a la matriz de información de Godambe9.

Estimación por Móxima Verosimilitud Canónica
Respecto a la estimación MLE e IFM, se debe destacar que en ambos casos la calidad de

los resultados depende de la correcta especificación de las marginales. Cuando el interés se

centra especialmente en obtener una estimación consistente para los parámetros asociados

a la cópula C, es posible utilizar la estimación por Máxima Verosimilitud Canónica (CML).

Bajo este enfoque no es necesario especificar ninguna forma funcional para las distribuciones

marginales ni estimar β . [Fermanian and Scaillet, 2004] presentan un breve estudio donde se

9Si l representa la función de log-verosimilitud completa, l j la log-verosimilitud correspondiente a la j−
ésima marginal y lc corresponde a la log-verosimilitud correspondiente a la densidad de la cópula, entonces es
posible definir la función objetivo s(θ) como:

s(θ) =
(

∂ l1
∂β1

, · · · , ∂ ln
∂βn

,
∂ lc
∂ψ

)′
La matrix de información de Godambe adopta la siguiente forma:

G(θ0) = D−1V (D−1)′

donde:

D = E
[

∂ s(θ)
∂θ

]
yV = E

[
s(θ)s(θ)′

]
.
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muestra el sesgo en los estimadores asociado a una mala especificación de las marginales.

La estimación CML se ejecuta mediante los siguientes pasos:

1. Primero se estiman las marginales utilizando la función de distribución acumulada F̂i

empírica con i = 1, ...,n.

2. Utilizando cada F̂i se transforman los datos (xi1, . . . ,xid)
′ en pseudo-observaciones

(F̂1(xi1), . . . , F̂d(xid)), las cuales tendrán una distribución marginal uniforme en (0,1).

3. Se estima por MLE el parámetro ψ de la cópula C:

ψ̂CML = argmax
ψ

n

∑
i=1

ln
{

c(F̂1(xi1), . . . , F̂d(xid);ψ)
}

5.6.2. Validar el ajuste de la cópula

En general, los tres abordajes expuestos para la estimación de un modelo de cópula uti-

lizan el estimador por Máxima Verosimilitud (MLE). Por lo cual, es común que para com-

parar el ajuste entre las cópulas propuestas en el modelaje de la dependencia entre variables

aleatorias, se utilicen criterios como el AIC y BIC10. Sin embargo, se han desarrollado una

serie de pruebas estadísticas que permiten profundizar aún más en el estudio del ajuste de

las cópula y de cierta forma estandarizan el proceso de la búsqueda del mejor modelo (ver

[Kojadinovic and Yan, 2010]).

Estas pruebas, se construyen a partir de comparaciones contra la cópula empírica Ce
n(Definición

19) y permiten decidir si la cópula de interés C pertenece a una familia de cópulas paramétri-

cas específica Cθ . Es decir, decidir entre H0 : C ∈ {Cθ} y H1 : C /∈ {Cθ}.
Basados en experimentos con simulaciones Monte Carlo [Berg, 2009] y [Genest et al., 2009]

concluyen que dentro del rango posible de comparaciones, el estadístico:

Sn =
n

∑
i=1

{
Ce

n(Û i)−C
θ̂
(Û i)

}2 conÛ i = F̂d(xid)

presentó los mejores resultados. El estimador θ̂ de θ en la ecuación anterior, corresponde a

10Ambas medidas sirven para evaluar la calidad relativa del ajuste de los datos a un modelo estadístico
específico. El AIC y BIC se definen como:

AIC = 2k−2ln(L)
BIC =−2ln(L)+ k ln(n)

donde L corresponde al máximo de la función de verosimilud para el modelo estimado. El BIC generalmente
penaliza el número de parámetros k del modelo con más fuerza que el AIC, aunque depende del tamaño de n y
la magnitud relativa de n y k.
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un estimador basado en rangos, es decir, no depende de una especificación paramétrica de las

marginales11.

El valor p aproximado para Sn se puede obtener mediante un procedimiento basado

en un bootstrap paramétrico ([Genest and Remillard, 2008]). El principal inconveniente de

este abordaje es que conforme el tamaño de la muestra se incrementa, el poder compu-

tacional necesario para su ejecución imposibilita su uso. Para sobrellevar esta dificultad,

[Kojadinovic et al., 2011] (ver también [Kojadinovic and Yan, 2011]) describen un abordaje

para muestras grandes basado en los teoremas de límite central multiplicativos. Ambos casos

son también descritos e implementados para una serie de familias paramétricas de cópulas en

[Kojadinovic and Yan, 2010].

11El estimador en rangos puede ser el estimador de Máxima Verosimilitud Canónica (CML) o en ba-
se a momentos, utilizando la inversión del tau de Kendall (τ) o la correlación de Spearman (ρ) (ver
[Genest et al., 1995]).
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Capítulo 6

Antecedentes: cópulas en optimización de
portafolios

La principal motivación del uso de cópulas en finanzas, surge de la amplia evidencia

sobre la falta de normalidad conjunta en los retornos financieros. Esto a su vez implica que la

dependencia que existe entre los retornos financieros no puede ser capturada correctamente

por el correlación lineal de Pearson. El ejemplo más claro corresponde al hecho de que la

dependencia entre los retornos se acentúa cuando los mercados se encuentran a la baja, en

comparación con la dependencia asociada a mercados al alza ([Longin and Solnik, 2001],

[Ang and Chen, 2002], [Patton, 2004] y [Patton, 2006])1. Esta asimetría en la dependencia,

junto al sesgo en las distribuciones, la volatilidad no constante y el exceso de curtosis, pueden

afectar los resultados del proceso de asignación óptima de activos.

[Patton, 2004] fue uno de los primeros en utilizar modelos de cópula para investigar el

efecto de la no normalidad en las distribuciones marginales y la dependencia asimétrica en-

tre los retornos, sobre el resultado del proceso de asignación óptima de un portafolio de dos

activos. Para hacer esto maximizó funciones de utilidad del tipo CRRA (Constant Relative

Risk Aversion)2, las cuales contienen un parámetro γ que modifica la función de acuerdo a la

1Cuando los mercados se encuentran a la baja se generan pérdidas en los valores de los activos relacionados y
en general el efecto se propaga con mayor intensidad en comparación con las ganancias observadas en mercados
al alza. Un mercado a la baja se conoce también como un Bear Market y un mercado al alza se conoce también
como un Bull Market ([Patton, 2009]).

2Las funciones de utilidad del tipo CRRA se tienen la siguiente forma:

U(γ) =

{
(1− γ)−1(P0(1+ωxXt +ωyYt))

1−γ siγ 6= 1
ln(P0(1+ωxXt +ωyYt)) siγ = 1

donde P0 corresponde a la riqueza inicial, Xt y Yt representan los retornos en exceso (sobre una tasa libre de
riesgo) de los activos de interés, y ωi son los pesos del portafolio en cada activo. El grado de aversión al riesgo
es definido por el parámetro γ ([Patton, 2004]).



49

preferencia por riesgo o volatilidad. Inicialmente modela la media condicional de cada serie

de retornos marginal con hasta 12 rezagos de la misma serie y utiliza un modelo T −ARCH

para la varianza condicional3. Entre las cópulas que utiliza para capturar la dependencia en-

tre retornos se encuentran las cópulas Normal, t-Student, Plackett, Frank, Clayton, Gumbel y

Gumbel Rotada. Encuentra que el mejor ajuste sucede al utilizar la cópula Gumbel Rotada4.

Para evaluar el efecto de las asimetrías en las distribuciones marginales y en la dependencia

sobre el resultado de la asignación óptima, se compara la evolución del valor del portafolio

bajo el supuesto de normalidad conjunta contra el valor del portafolio bajo distribuciones

más flexibles (construidas mediante las cópulas mencionadas). Se encontraron diferencias

positivas estadísticamente significativas en el valor del portafolio (sin restricciones de apa-

lancamiento) al utilizar la cópula Gumbel Rotada. Adicionalmente, [Patton, 2006] encuentra

evidencia de asimetrías en la dependencia entre el tipo de cambio “Marco Alemán - USD

Dólar” y el “Yen Japonés - USD Dólar” utilizando la cópula Joe-Clayton.

Por otra parte, [Riccetti, 2010] al igual que en [Patton, 2004], utiliza funciones de utili-

dad del tipo CRRA para optimizar un portafolio de inversión de manera que pueda elegir

los pesos óptimos entre acciones y bonos. El autor denomina este proceso como una asigna-

ción macro de los activos para incorporar en el portafolio. No modela la media condicional

sino que utiliza solamente un proceso GARCH para modelar la varianza. Utilizando la cópula

Gaussiana, la cópula t-Student y la cópula de independencia encuentra que en comparación

con el enfoque tradicional de [Markowitz, 1952], el portafolio optimizado que utiliza la có-

pula t-Student obtiene los mejores resultados. Adicionalmente, en [Riccetti, 2013] se ejecuta

el mismo ejercicio de asignación “macro” pero en esta ocasión se incluyen commodities en

el portafolio. Utilizando un modelo GARCH para modelar la varianza, se obtiene la misma

conclusión que en [Riccetti, 2010].

3El modelo TARCH es una modificación de los modelos ARCH propuestos por [Engle, 1982] (descritos
con mayor detalle en el apartado metodológico) que busca incorporar un tratamiento diferenciado entre los
“shocks” positivos y negativos en la volatilidad condicional. Acorde con el efecto apalancamiento observado
en las acciones, que sugiere que la volatilidad del activo aumenta con mayor intensidad cuando se precede de
una caída en su valor ([Black, 1976]). El modelo para la varianza puede adoptar la siguiente especificación
([Glosten et al., 1993]):

σ
2
t = ω+

q

∑
i=1

αiε
2
t−i+

q

∑
i=1

α
−
i ε

2
t−iI(εt−i < 0)

donde I(·) corresponde a una función indicadora.
En [Rabemananjara and Zakoian, 1993] se amplia el modelo TARCH de manera que se incluyan los tradi-

cionales rezagos de la varianza como regresores, lo que se conoce como el modelo T GARCH. Para mayores
detalles ver [Francq and Zakoian, 2011].

4La cópula Gumbel corresponde a una cópula arquimediana asimétrica, que presenta mayor depen-
dencia en la cola derecha o superior de la distribución ([Nelsen, 2006]). Sin embargo, es posible ro-
tar sus ejes de manera que se valide su uso en la captura de dependencias negativas (ver [Joe, 1997] y
[Brechmann and Schepsmeier, 2013]).
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En [Garcia and Tsafack, 2011] se utilizan modelos de cópula para evidenciar el efecto

de la asimetría en la dependencia sobre la asignación óptima de activos. Con un portafolio

con 4 activos, acciones y bonos en dos países diferentes, se muestra bajo qué condiciones de

asimetría en la dependencia se considera racional el fenómeno conocido como home bias y

el fenómeno flight to safety5. Para esto se utiliza un proceso GARCH−M6 para modelar la

media condicional y una cópula mezclada de dos partes que permita identificar un cambio

en el régimen de la dependencia entre los activos: la primer parte corresponde a una cópula

Gaussiana (sin asimetría ni dependencia en las colas) y la segunda parte corresponde a una

cópula Gumbel (con asimetría y dependencia en la cola izquierda).

Por otra parte, [Caillault and Monier, 2010] estudian el uso de los modelos de cópulas en

la asignación óptima de activos para el caso de bancos centrales y fondos soberanos de in-

versión. Luego de caracterizar los perfiles de inversión de cada uno de los tipos de entidades,

proponen modelar las distribuciones marginales de los retornos mediante el uso de distribu-

ciones como la distribución normal inversa (NIG) y la distribución t-Student generalizada

(GT ). El comportamiento conjunto de los retornos es modelado utilizando las cópulas Gaus-

siana, t-Student, Gumbel, Clayton y una cópula mezclada compuesta por la cópula Gumbel y

Clayton (conocida como la cópula Gumclay)7. Para el caso de los bancos centrales se identi-

fica la cópula t-Student como la que presenta el mejor ajuste mientras que para el caso de los

fondos soberanos se identifica la cópula mezclada Gumclay como la que presenta el mejor

ajuste. A partir de lo anterior se definen escenarios y se simula la trayectoria de los retornos.

El proceso de la asignación óptima de los activos se realiza utilizando distintas medidas de

riesgo y se destacan la diferencias observadas en los pesos óptimos entre bancos centrales y

fondos soberanos de inversión.

Uno de los desarrollos más recientes sobre el uso de cópulas en la optimización de por-

tafolios se encuentra la aplicación propuesta en [Meucci, 2006a] y [Meucci, 2006b] denomi-

nada como Copula Opinion Pooling (COP). En general, lo que propone es utilizar modelos

de cópula para conjuntar las perspectivas de un experto sobre el comportamiento probabilís-

tico futuro de los retornos que componen un portafolio de inversión, bajo la estrategia teórica

5El efecto conocido como home bias corresponde a la tendencia de los inversionistas de comprar una gran
cantidad de acciones en el mercado doméstico, a pesar de los beneficios de diversificación obtenidos al com-
parar acciones en los mercados extranjeros. Por su parte, el efecto conocido como flight to safety se asocia
a la reasignación de capital entre activos percibidos como riesgosos a activos que se consideran más seguros
([Campbell et al., 1997]).

6El modelo GARCH−M incluye un termino µ en la estimación general del modelo GARCH, que corres-
ponde a la media general del proceso ([Francq and Zakoian, 2011]).

7La cópula Gumclay se puede definir de la siguiente forma:

CGC = πCG(u,v)+(1−π)CC(u,v)

donde π ∈ (0,1) es la ponderación asignada a cada cópula (ver [Nelsen, 2006]).
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del modelo Black-Litterman ([Black and Litterman, 1991]). La principal ventaja del méto-

do es que se permite superar el supuesto de normalidad conjunta inicialmente expuesto por

[Black and Litterman, 1991].

Finalmente, existe una gran cantidad de estudios sobre la dependencia entre los retornos

de activos financieros sustentados en las propiedades de los modelos de cópula, que de una

u otra manera, evidencian su viabilidad y flexibilidad en la comprensión de los riesgos asocia-

dos (ver [Embrechts et al., 2003], [Jondeau and Rockinger, 2006], [Zhang and Guégan, 2008],

[Lee and Long, 2009], [Wu et al., 2012], [Aloui et al., 2013] y [Yoshiba, 2015]).
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Capítulo 7

Hipótesis de trabajo

De acuerdo con la exposición teórica sobre el comportamiento de los fenómenos financie-

ros y los modelos de cópula, se plantea como hipótesis a corroborar la siguiente afirmación:

“Los portafolios que suponen distribuciones marginales y conjuntas flexibles sobre los

retornos de los activos financieros y que utilizan modelos de cópula para su construcción,

presentan mejores medidas de desempeño ajustadas por riesgo, que los portafolios

construidos bajo el supuesto de normalidad marginal y conjunta”.

Lo anterior se justifica debido a que las características empíricas de los datos como

los sesgos negativos, valores de curtosis altos, ocurrencia de eventos extremos, volatilidad

no constante y estructuras de dependencia asimétricas invalidan el supuesto de normali-

dad marginal y conjunta ([Cont, 2001], [Longin and Solnik, 2001], [Ang and Chen, 2002],

[Patton, 2004] y [Patton, 2006]). Esto a su vez, afecta los resultados obtenidos de la asigna-

ción óptima de activos propuesta por [Markowitz, 1952] y consecuentemente al rendimiento

de los portafolios y sus niveles de riesgo ([Patton, 2004], [Jondeau and Rockinger, 2006],

[Riccetti, 2010] y [Garcia and Tsafack, 2011]).
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Capítulo 8

Estrategia metodológica

Para poder utilizar modelos de cópula en la optimización de un portafolio de inversión,

es necesario seguir una serie de pasos que permitan asociar el comportamiento estocástico de

las pérdidas y/o ganancias de los activos financieros individuales al comportamiento de las

pérdidas y/o ganancias del portafolio en su conjunto. Para esto se sigue el marco conceptual

propuesto en [Meucci, 2011b], donde se establece que el estudio del comportamiento de los

activos financieros individuales responde a dos aspectos: el tipo de activo de interés y al

generador de riesgo correspondiente a la clase de activo (denominado como el risk driver del

activo [Meucci, 2011b]). A partir de los generadores de riesgo, se extraen variables aleatorias

independientes e idénticamente distribuidas (i.i.d.) sobre las cuales es posible modelar el

comportamiento estocástico conjunto inherente a los activos que componen un portafolio

de inversión (conocidas como los invariantes del activo). Es justamente en este paso donde

intervienen los modelos de cópula.

La Figura 8.1 muestra de manera descriptiva la metodología a seguir. Una vez recopilada

la información sobre los activos a incluir dentro del portafolio, se construyen y se estudia

el comportamiento individual (o marginal) de los generadores de riesgo, como resultado se

generan los invariantes (variables i.i.d.). El comportamiento estocástico conjunto y la de-

pendencia de los invariantes se modela mediante las cópulas de interés (la cópula Gaussiana,

t-Student y t-Student Sesgada). Al utilizar la información sobre los generadores de riesgo y la

distribución conjunta de los invariantes, es posible proponer escenarios sobre la distribución

conjunta del valor de los activos financieros. De esta manera, a partir de distintas trayecto-

rias futuras del valor de los activos, se diseña un proceso iterativo de asignación óptima del

portafolio que genera resultados sobre el rendimiento y riesgo asociados a cada uno de los

escenarios propuestos.

La estrategia metodológica se organiza en cuatro partes: la primera corresponde a una

breve descripción de los conceptos y pasos necesarios para obtener las trayectorias de valor
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de los activos a partir de los generadores de riesgo, los invariantes y las cópulas propuestas

(bajo el marco conceptual propuesto en [Meucci, 2011b]). La segunda parte contiene los

principales conceptos sobre optimización de portafolios más relevantes para el estudio. Por

su lado, en la tercera subsección se presentan algunos resultados de simulación sobre distintos

tamaño de muestra para la estimación de los modelos que intervienen en el flujo de trabajo.

Finalmente, se describe la información a utilizar: los activos bajo estudio, la frecuencia de

medición y el periodo de interés.

Figura 8.1: Flujo de trabajo

8.1. Estudio del comportamiento marginal

Identificación del generador de riesgo
El primer paso consiste en identificar cuales son los generadores de riesgo de los activos

financieros de interés. En general los generadores de riesgo son variables aleatorias Xt =

(X1t , . . . ,Xdt)
′ que se comportan de manera homogénea conforme pasa el tiempo t y que

determinan conjuntamente las ganancias y pérdidas futuras de los instrumentos financieros

de un portafolio.

Para el caso de interés de esta investigación se trabajará con el enfoque propuesto en

[Meucci, 2011b] para el tratamiento de instrumentos similares al de las acciones1. En este

1En la sección 8.5 se indica que los instrumentos a utilizar en los análisis posteriores corresponden dos
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caso particular, el generador de riesgo corresponde al logaritmo del precio del instrumento

([Meucci, 2007] y [Meucci, 2011b]). De manera intradiaria, el precio del instrumento puede

ser el generador de riesgo ya que en intervalos de tiempo relativamente cortos, esta variable

se comporta aproximadamente como una caminata aleatoria ([Meucci, 2007]). Por lo anterior,

el uso del logaritmo del precio como generador de riesgo, corresponde al mejor abordaje.

De manera general, el generador de riesgo determina por completo el precio del instru-

mento, pero no necesariamente debe corresponder al precio del instrumento. La homoge-

neidad del proceso estocástico del generador de riesgo, es lo que permite aplicar técnicas

estadísticas para proyectar su distribución. Una vez identificados los generadores de riesgo,

es necesario construir una serie de tiempo a partir de los observaciones pasadas.

Obtención de los invariantes
Los invariantes corresponden a variables aleatorias ε t = (ε1t , . . . ,εdt)

′ con las siguientes

características: i) son independientes e idénticamente distribuidas (i.i.d.) a lo largo del tiempo

(ruido blanco) y ii) una vez incorporados a la información pasada (It−1) determinan comple-

tamente los generadores de riesgo Xt(y por ende el precio del instrumento). Los invariantes

nos permiten aprender sobre el futuro al observar el pasado en un ambiente estocástico.

De manera aproximada, la relación entre los generadores de riesgo y los invariantes es la

siguiente: los generadores de riesgo siguen un proceso estocástico específico y por su parte

los invariantes (vistos como choques aleatorios que se comportan i.i.d.) son simplemente los

incrementos en los generadores de riesgo. Consecuentemente, los invariantes se obtienen de

las observaciones pasadas de los generadores de riesgo.

Por ejemplo, para las acciones (u otras inversiones de renta variable), el candidato inicial

para los invariantes corresponde a los log retornos del precio ([Meucci, 2011b]):

rt = ln

(
PA

t

PA
t−1

)
= ln

(
PA

t

)
− ln

(
PA

t−1

)
= pt− pt−1

Si se asume que el generador de riesgo sigue una caminata aleatoria, la relación con los

invariantes de las acciones se puede mostrar de la siguiente forma:

1. El generador de riesgo se puede definir como:

Xt = ln(PA
t )

2. Asumiendo que los log retornos siguen un comportamiento i.i.d. y que corresponden a

índices accionarios y el precio del Oro. Estos instrumentos se pueden trabajar como acciones para los propósitos
de la investigación.
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los incrementos del generador de riesgo se tendría que:

Xt = Xt−1 + ln

(
PA

t

PA
t−1

)

donde Xt−1 representa la información pasada It−1.

3. De esta manera, los log retornos se convierten en los principales candidatos para ser

invariantes:

εt = ln

(
PA

t

PA
t−1

)
= Xt−Xt−1 ≈ i.i.d.

Sin embargo, en la práctica los invariantes presentan características como la reversión a la

media, memoria larga y agrupamientos de volatilidad que hacen que la relación con los ge-

neradores de riesgo sea más compleja. Es por esto que se recomienda utilizar técnicas es-

tadísticas (generalmente modelos de series de tiempo) para modelar los invariantes y ob-

tener variables ε t que realmente presenten un comportamiento i.i.d. (ver aplicaciones como

[Jondeau and Rockinger, 2006], [Riccetti, 2010], [Riccetti, 2013] y [Yoshiba, 2015] donde se

utilizan modelos GARCH o alguna de sus extensiones para filtrar el comportamiento de los

invariantes de características como reversión a la media y agrupamientos de volatilidad).

Filtrar las características empíricas en los invariantes
Una vez identificada la variable candidata a invariante, es necesario aplicar técnicas es-

tadísticas que permitan modelar las características empíricas de los datos y obtener así una

variable que realmente cumpla con la condición de independencia y que sea i.i.d.. Entre las

técnicas utilizadas se encuentran los modelos autorregresivos de media móvil (ARMA), con

los que se permite modelar la media condicional2 y los modelos autorregresivos condicional-

mente heterocedásticos (ARCH), que permiten modelar la volatilidad condicional.

Modelos ARMA(p,q):

Se encuentran compuestos por un componente autorregresivo ARP, que corresponde a p re-

zagos de la misma variable endógena del modelo y, un componente de promedios móviles

MAq, que corresponde a una sucesión de errores para q periodos anteriores. Su principal

ventaja radica en que el comportamiento futuro de la variable de interés puede ser explica-

do por el comportamiento estocástico observado en el pasado, sin necesidad de incluir otras

variables al modelo [Tsay, 2010]. La especificación de un modelo ARMA(p,q) se presenta a

2A diferencia de los modelos autorregresivos integrados de meida móvil (ARIMA), los modelos ARMA no
incluyen la diferenciación de la variable a modelar. En ese sentido, para el caso que interesa en esta investiga-
ción, se utilzan los modelos ARMA dado que en general los log retornos son estacionarios y no necesitan ser
diferenciados ([Tsay, 2012]).
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continuación:

xt = φ0+
p

∑
i=1

φixt−i +at−
q

∑θiat−i
i=1

Los modelos ARMA deben cumplir con dos condiciones: estacionariedad (asociada al

componente AR del modelo) e invertibilidad (asociada al componente MA del modelo). Una

variable Xt es estacionaria si cumple con ([Tsay, 2010]):

1. E[Xt ] es constante para todos los periodos t

2. Var[Xt ] es constante para todos los periodos t

3. Corr[Xt ,Xt−k] depende únicamente del valor que adopte k

Por su parte, la condición de invertibilidad garantiza que la influencia de los valores pasados

de los errores disminuya conforme pasa el tiempo, esto hace que las observaciones más cer-

canas al periodo t tengan una mayor influencia ([Tsay, 2010]). Por ejemplo, en el caso de un

modelo ARMA(1,1), ambas condiciones se cumple si |φ1|< 1 y |θ1|< 13.

Modelos de la familia ARCH:

Una vez modelada la media condicional de la variable candidata a invariante, se debe poner

atención a las características observables en los datos respecto a su volatilidad. En datos

del campo financiero, es común observar periodos con alta volatilidad y periodos con baja

volatilidad (agrupamientos de volatilidad). Apesar de esto, la volatilidad se mantiene en un

rango definido (es no divergente [Tsay, 2012]). También se ha observado que la volatilidad

tiende a reaccionar diferente según el comportamiento del valor de los activos. Es decir,

cuando el mercado se encuentra a la baja (el valor de los activos disminuye), la volatilidad

asociada tiende a aumentar más que cuando el mercado se encuentra al alza (el valor de

los activos aumenta) (ver [Longin and Solnik, 2001], [Ang and Chen, 2002], [Patton, 2004]

y[Patton, 2006]).

En [Tsay, 2012] se describen los pasos generales para la construcción de un modelo para

la volatilidad condicional de una variable financiera:

1. Como primer punto se debe explorar la presencia de dependencia serial en los datos.

En caso afirmativo, se construye un modelo para la media condicional (por ejemplo, un

modelo ARMA)4

3Para mayores detalles sobre los modelos ARMA ver [Tsay, 2010].
4En la mayoría de instrumentos financieros, la correlación serial es débil. En algunos casos, la construcción

de un modelo para la media condicional se resume en utilizar el valor promedio general (cuando este es esta-
dísticamente diferente de cero), de manera que al restar a la serie original dicho valor, se obtiene una serie sin
dependencia serial ([Tsay, 2012]).
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2. Con los residuos del modelo para la media condicional, se prueba si existe evidencia

del efecto ARCH5

3. En caso afirmativo, se especifica un modelo para la volatilidad condicional y se estima

conjuntamente con el modelo para la media condicional (en caso de ser necesario este

último)

4. Se evalúan los resultados de la estimación del modelo y se realizan los ajuste que se

consideren necesarios

El subconjunto de modelos de la familia ARCH que se discuten en esta sección, contie-

ne las siguientes especificaciones: el modelo ARCH propuesto por [Engle, 1982], el mode-

lo GARCH propuesto por [Bollerslev, 1986] (corresponde a una generalización del modelo

ARCH) y el modelo EGARCH propuesto por [Nelson, 1991] (toma en cuenta la asimetría del

efecto de errores negativos y positivos sobre la volatilidad).

Modelo ARCH:

Para su construcción se asume que: i) el error at no está serialmente correlacionado (pero

presenta dependencia) y, ii) la dependencia de at se puede describir a partir de una función

cuadrática de sus rezagos. Específicamente un modelo ARCH(m) adopta la siguiente forma:

at = σtεt

donde:

σ
2
t = α0 +α1a2

t−1 + · · ·+αma2
t−m

con {εt} igual a una secuencia de variables i.i.d. con media igual a cero y varianza igual a 1.

Además, se tiene que α0 > 0, αi ≥ 0∀i > 0. En la práctica, εt se asume distribuido como una

normal o t-Student estándar. Sin embargo, es posible utilizar la distribución de error general

(GED) o alguna distribución sesgada (por ejemplo la t-Student Sesgada).

Es posible notar que en un modelo ARCH, errores pasados grandes
{

a2
t−i
}m

i=1 implican

una varianza condicional σ2
t grande para at . Entre las principales ventajas del modelo ARCH

se tiene que puede reproducir agrupamientos de volatilidad y que los errores at pueden asu-

mir distribuciones con colas pesadas (características comunes en los datos financieros). Sin

embargo, tiene como desventaja el hecho de que los errores pasados
{

a2
t−i
}m

i=1 tienen un

efecto idéntico sobre la volatilidad, ya sean positivos o negativos (debido al cuadrado en la

especificación).

Modelo GARCH:
5Equivale a probar si existe dependencia serial entre los residuos al cuadrado ([Tsay, 2012]).
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La versión generalizada del modelo ARCH propuesta por [Bollerslev, 1986], sopesa la

necesidad práctica de utilizar gran cantidad de parámetros para modelar la volatidad de una

variable, en comparación con la versión simple del modelo ARCH ([Tsay, 2012]). La estruc-

tura del modelo GARCH(m,s) adopta la siguiente forma:

at = σtεt

donde:

σ
2
t = α0+

m

∑
i=1

αia2
t−1+

s

∑
j=1

β jσ
2
t− j

con {εt} igual a una secuencia de variables i.i.d. con media igual a cero y varianza igual a

1. Además, se tiene que α0 > 0, αi ≥ 0, βi ≥ 0 y (αi+β j)< 1. La restricción sobre (αi+β j)

implica que la varianza incondicional de at es finita y que su versión condicional σ2
t cambia

con el tiempo ([Tsay, 2012]). Al igual que en el caso anterior, εt se asume distribuido como

una normal o t-Student estándar. Sin embargo, es posible utilizar la distribución de error

general (GED) o alguna distribución sesgada (por ejemplo la t-Student Sesgada).

Entre las principales ventajas del modelo GARCH se tiene que puede reproducir agrupa-

mientos de volatilidad, que los errores at pueden asumir distribuciones con colas pesadas y

que en comparación con el modelo ARCH, necesita menor cantidad de parámetros para mo-

delar la volatilidad de una variable. Sin embargo, al igual que el modelo anterior, tiene como

desventaja el hecho de que los errores pasados
{

a2
t−i
}m

i=1 tienen un efecto idéntico sobre la

volatilidad, ya sean positivos o negativos (debido al cuadrado en la especificación).

Modelo EGARCH:

Para superar algunas de las limitaciones de los modelos ARCH y GARCH, [Nelson, 1991]

propuso el modelo EGARCH, el cual permite tomar en cuenta el efecto asimétrico de los

errores sobre la volatilidad. Esto es particularmente importante cuando se modelan variables

financieras. La estructura del modelo EGARCH(m,s) adopta la siguiente forma:

at = σtεt

donde:

ln(σ2
t ) = α0+

m

∑
i=1

αi
|at−i|+ γiat−i

σt−i
+

s

∑
j=1

β j ln(σ2
t− j)

De esta forma, un error at−i positivo contribuye en αi(1+ γi)|εt−i| a la log volatilidad,

mientras que un error at−i negativo contribuye en αi(1− γi)|εt−i|, donde εt−i = at−i/σt−i.

El parámetro γi se relaciona al efecto apalancamiento de at−i
6, el cual se espera que sea

6El efecto apalancamiento observado en las acciones sugiere que la volatilidad del activo aumenta con mayor
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negativo7.

8.2. Estudio del comportamiento conjunto

Una vez generados los invariantes, se crea una serie histórica εt asociada a cada uno de

los activos financieros de interés. Lo anterior con el objetivo de encontrar una distribución

conjunta Fε a partir de técnicas estadísticas. En este caso, la construcción de la distribución

conjunta de los invariantes se podrá elaborar mediante los modelos de cópula. Específica-

mente, las cópulas Gaussiana, t-Student y t-Student Sesgada. En coherencia con los resulta-

dos expuestos por [Fermanian and Scaillet, 2003], para estimar los parámetros de las cópulas

se utiliza el proceso de estimación por máxima verosimilitud canónica (ver subsección 5.6.1).

Simulación de invariantes
Luego de obtener estimaciones de los parámetros (en especial los parámetros de depen-

dencia conjunta) asociados a los modelos de cópula de interés (Gaussiana, t-Student y t-

Student Sesgada) es posible construir una función de distribución conjunta Fε y su corres-

pondiente función de densidad fε (ver Teorema 14 y Definición 29). A partir de Fε y fε se

pueden simular observaciones futuras de los invariantes, que junto al modelaje de caracte-

rísticas como la reversión a la media y los agrupamientos de volatilidad, permiten obtener

proyecciones creíbles para los generadores de riesgo (y consecuentemente, escenarios para

el valor de los instrumentos de interés).

El Algoritmo 8.1 describe el proceso de simulación propuesto, considerando los log re-

tornos como candidatos iniciales a invariantes. Además, utiliza un proceso de estimación por

máxima verosimilitud canónica (CML).

intensidad cuando se precede de una caída en su valor ([Black, 1976])
7Acorde con [Ghalanos, 2015] y la especificación del modelo EGARCH que se utiliza en el paquete rugarch,

el apalancamiento se evalúa utilizando el coeficiente α (que captura el signo) y el coeficiente γ (que captura la
magnitud).
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Algoritmo 8.1 Simulación de log retornos correlacionados mediante cópulas

Sea X = (xt1, . . . ,xtd)
′ una matriz que contiene los log retornos (candidatos a invariantes)

de d activos para distintos periodos t con t = 1, ...,n. Sea G una función que modela las
características empíricas de los retornos (como la reversión a la media y la volatilidad no
constante) y sea F̂ una función de distribución acumulada empírica. Si C es una cópula
d−dimensional, se tiene el siguiente esquema:

(1) Para cada x j con j = 1, . . . ,d se estiman los parámetros de la función G j
(2) Se obtienen d vectores de errores ε j del ajuste de G j (verdaderos invariantes)
(3) Se obtienen d vectores u j con u j = F̂j(ε j) (pseudo observaciones)
(4) Utilizando U = (ut1, . . . ,utd)

′ se estiman los parámetros de la cópula C por MLE
(5) Se simulan conjuntamente m trayectorias distintas de k observaciones para cada

us
j utilizando la cópula C

(6) Utilizando la función G y las m simulaciones de us
j, se proyectan m trayectorias de

k
periodos para cada xn+k

j donde xn+k
j = Gn+k

j (us
j)

Para generar pronósticos asociados a las cópulas y obtener el valor de los activos financie-

ros, se parte de las distribuciones Fε y fε de los invariantes. Utilizando el Algoritmo 8.1, se

obtienen valores creíbles para los generadores de riesgo. De esta forma, se genera la trayecto-

ria conjunta de los generadores de riesgo para un periodo arbitrario entre thoy y un horizonte

de inversión thor, es decir, Xthoy;thor = (xt0,X1t , . . . ,Xdt)∼ fXthoy;thor . Una vez que se dispon-

ga de la trayectoria conjunta, se utiliza también la función G de los generadores de riesgo

para obtener el valor proyectado de los activos.

La Figura 8.2 muestra de manera gráfica el proceso de simulación planteado. El primer

paso inicia con la estimación de los parámetros de todos los modelos en el proceso utilizando

n observaciones (ver el Algoritmo 8.1). Seguido, se proyecta el valor de los activos k periodos

m veces.

Figura 8.2: Proceso de simulación

En el anexo 13.2, se presenta un estudio sobre el tamaño de muestra adecuado para la es-

timación de los parámetros de dependencia de las cópulas bajo interés. En general, se observa

que para tamaños de muestra superiores a 252 días, las diferencias entre los valores teóricos
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de los parámetros de dependencia de las cópulas y sus valores estimados son inferiores o

iguales al máximo establecido a priori de 0,01.

8.3. Escenarios de dependencia

Cada uno de los modelos de cópula propuestos (cópula Gaussiana, t-Student y t-Student

Sesgada) representa un escenario distinto de dependencia sobre el comportamiento de las

variables aleatorias de interés. En el caso de la cópula Gaussiana (ver definición 30), se debe

recordar que asume una dependencia simétrica entre las variables, que no presenta dependen-

cia en las colas o extremos de la distribución conjunta. Por su parte, la cópula t-Student (ver

definición 31) también asume una dependencia simétrica, presenta dependencia en las colas o

extremos de la distribució conjunta, esto valida el uso de medidas alternativas de dependencia

como el coeficiente de correlación de Spearman ρ , el Tau de Kendall τ y los coeficientes de

dependencia en las colas λi y λd . Finalmente, la cópula t-Student Sesgada (ver definición

25) supera las características del caso anterior, al incluir la presencia de asimetría en la de-

pendencia. Por ejemplo, esto permite que los coeficientes λi y λd sean diferentes, lo cual es

deseable especialmente al modelar la dependencia de variables del sector financiero.

Otro punto importante a considerar en la definición de los escenarios de dependencia,

es el modelado de las distribuciones marginales y su uso en las proyecciones asociadas a

cada una de las variables que intervienen en el estudio. El modelado de las distribuciones

marginales se evalúa en la definición y ajuste de los modelos de la familia ARCH para cada

activo que intervenga en el proceso.

8.4. Optimización de portafolios

Para optimizar un portafolio de inversión, se necesita encontrar la proporción de la riqueza

que se debe asignar a cada uno de los activos de interés, de manera que se minimice el ries-

go (medido generalmente por la desviación estándar del portafolio) para obtener un retorno

específico ([Markowitz, 1952]).

Siguiendo a [Zivot, 2013] es posible detallar el proceso de la siguiente manera:

1. Sea xi un vector que contiene los pesos que se inverten en el activo i y sea ki el vec-

tor con los retornos esperados para cada activo i. Por lo cual, el retorno esperado del

portafolio se puede definir como kpt = x′iki.

2. Sea W la matriz de varianzas y covarianzas entre los retornos de los activos i dentro

del portafolio de inversión. La varianza del portafolio se define como WP = x′iWxi.
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Markowitz plantea encontrar los pesos óptimos como un problema de optimización

donde se debe minimizar la varianza del portafolio dado un retorno deseado k∗pt .

3. La función a minimizar es:

minxσ
2
pt = x′iWxi

sujeto a las siguientes restricciones8:

k∗pt =x′ik
∗
i

x′i1 =1

xi >0

En el caso de un portafolio de dos activos, la matriz de varianzas y covarianzas W

adopta la siguiente forma:

Wt =

[
σ2

1t r12σ1tσ2t

r12σ1tσ2t σ2
2t

]

En W se destaca la presencia del coeficiente de correlación lineal de Pearson entre los retor-

nos r12 y se utiliza para medir la dependencia. Cuantificar adecuadamente la dependencia es

de suma importancia, debido a que en la teoría se establece que los inversionistas reducen el

riesgo del portafolio al diversificar sus inversiones tomando posición en activos que tengan

una baja (o negativa) asociación entre sí ([Campbell et al., 1997]). En muchos casos, subes-

timar o especificar mal el modelaje de la dependencia, se ha asociado a grandes desastres

financieros (ver [Gorton and Metrick, 2012] y [Stulz, 2008]).

Comparación de los resultados de las optimizaciones
Acorde con el proceso de simulación planteado en la Figura 8.2, con cada modelo de có-

pula se proyectan m veces los instrumentos bajo estudio. Para cada una de las m trayectorias,

se optimiza un portafolio de inversión y se estudia el comportamiento del vector xi de pesos

resultante durante las m optimizaciones.

Coherente con el interés de esta investigación, se comparan los resultados del proceso

de optimización utilizando el enfoque tradicional expuesto por [Markowitz, 1952], donde

8Es posible establecer otras restricciones sobre el vector de pesos que resulte del proceso de optimización.
Por ejemplo, se puede restrigir el resultado para que no se permita el apalancamiento. Es decir, que no existan
pesos menores a 0. También, acorde con el principio de diversificación, es posible restrigir los pesos óptimos
para que tengan un valor tope superior (por ejemplo, ningún activo debe superar el 50% del valor del portafolio)
y un valor tope inferior (por ejemplo, ningún activo debe tener menos del 10% del valor del portafolio). Para el
ejercicio propuesto se mantiene únicamente la restricción para que no se permita el apalancamiento.
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se asume que la distribución conjunta de los activos corresponde a la distribución normal

multivariada (caso base (benchmark)).

La Figura 8.3 describe el proceso de análisis planteado. En un primer punto, se estiman

y utilizan 4 modelos de cópula combinados con modelos EGARCHpara modelar tanto las

características empiricas de los datos como la dependencia conjunta. Los cuatro modelos de

cópula son los siguientes:

Cópula Gaussiana con marginales normales (caso base (benchmark)): CGMN

Cópula Gaussiana con marginales estimadas durante la selección del modelo EGARCH9:

CGME

Cópula t-Student con marginales estimadas durante la selección del modelo EGARCH:

CT ME

Cópula t-Student Sesgada con marginales estimadas durante la selección del modelo

EGARCH: CT SME

La variedad de modelos de cópula permite tener la posibilidad de capturar distintas posibilida-

des en el modelaje de la dependencia conjunta y compararlo contre el caso base (benchmark)

correspondiente a la teoría tradicional.

Por su parte, las simulaciones Monte Carlo obtenidas (para k periodos, realizadas m veces)

permiten construir las trayectorias de valor de distintos portafolios:

el primer portafolio se construye a partir de dos activos riesgosos con dependencia

positiva. Por ejemplo, acciones

el segundo portafolio se construye a partir de un activo riesgoso, como las acciones y,

un activo seguro, como el oro. Ambos con una dependencia baja entre sí

el tercer portafolio se construye a partir de un activo riesgoso, como las acciones y, un

activo seguro, como los bonos. Ambos con una dependencia negativa entre sí

Lo anterior, permite evaluar el efecto del modelado de la dependencia conjunta cuando se

trata de dos activos con una posible dependencia positiva (portafolio 1), cuando se trate de

dos activos con una posible dependencia baja o nula (portafolio 2) y cuando se trate de dos

activos con una posible dependencia negativa (portafolio 3).

9Las marginales se definirán durante el estudio de las características empiriricas de las series univariadas. Se
podrá seleccionar entre las distribuciones estandarizadas: normal, t-Student y t-Student Sesgada.
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El proceso de optimización de portafolio se ejecuta utilizando el abordaje tradicional

propuesto por [Markowitz, 1952] y conocido como Mean-Variance10 y también utilizando

un abordaje robusto. Para este último caso, se optimiza el portafolio utilizando el coeficiente

de cola izquierda λi de la cópula, tal como se propone en [Pfaff, 2013]11.

Figura 8.3: Proceso Optimización de Portafolios

8.5. Datos utilizados

Para cumplir con los objetivos planteados, se utilizan las series de 2 índices bursátiles:

el Deutscher Aktienindex (DAX) y el Dow Jones Industrial Average (DJ). Ambos índices

representan activos riesgosos que generalmente mantienen una asociación positiva. Además,

se utiliza la serie del precio del Oro (G), el cual se considera como un activo seguro y que

presenta generalmente asociaciones bajas con los índices accionarios. Finalmente se incor-

pora en el análisis, la serie de un fondo ETF12 asociado a los bonos del Tesoro de los Estados

Unidos (US Bonos) con vencimiento entre 1 y 3 años, el cual representa un instrumento aún

más seguro y que presenta generalmente asociaciones negativas con los índices accionarios.

Todas las series se pueden acceder de forma libre a través de Yahoo Finance. Los identifi-

cadores son los siguientes: ^GDAXI, ^DJI, GC=F y SHY respectivamente. Para los índices

bursátiles se trabaja con el precio ajustado13. En ese sentido, el portafolio 1 descrito en la
10Específicamente, se utilizará la optimización que obtiene el portafolio con menor riesgo (varianza).
11La estimación del coficiente de dependencia de cola izquierda λi se realiza utilizando técnicas no para-

métricas derivadas de la cópula empírica (ver definición 19). En general, el estimador depende del tamaño del
conjunto de datos (N) y κ , el número de estadísticos de orden a utilizar ([Pfaff, 2013]). De acuerdo a los re-
sultados de [Dobrić and Schmid, 2005], se utiliza un valor óptimo de κ =

√
N en el proceso de estimación. El

portafolio optimizado será la combinación de pesos que minimiza la dependencia en la cola isquierda.
12Para más información sobre este tipo de fondos visitar: https://www.blackrock.com/mx/

intermediarios/educacion/etf/explicacion-de-los-etfs.
13Precio ajustado por dividendos. Se puede mostrar que en la fecha de pago del dividendo, el precio de las

acciones cae por un monto equivalente, es por esto (y factores adicionales) que el comportamiento homogéneo
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Figura 8.3, estará compuesto por los índices DAX y el DJ. El portafolio 2, está compuesto

por el índice DJ y el precio del Oro (G). Mientras que el portafolio 3, esta compuesto por el

índice DJ y el precio del fondo ETF de los bonos del Tesoro con vencimiento entre 1 y 3 años

(US Bonos). El periodo de consulta de las 3 series se encuentra entre las fechas 2005-01-01

y 2020-12-31 (aproximadamente 4 026 observaciones). Sin embargo, para realizar el proceso

de estimación descrito en la Figura 8.2, se utiliza únicamente el periodo comprendido entre

2005-01-01 y 2019-12-31 (aproximadamente 3 774 observaciones).

en el tiempo que se busca para los generadores de riesgo se pierde al trabajar solo con el precio de la acción
[Meucci, 2007].
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Capítulo 9

Estudio del comportamiento marginal

Tal como se menciona en el capítulo anterior, se debe analizar el comportamiento indi-

vidual de los invariantes, quienes corresponden a variables aleatorias ε t = (ε1t , . . . ,εdt)
′ con

las siguientes características: i) son independientes e idénticamente distribuidas (i.i.d.) a lo

largo del tiempo (ruido blanco) y ii) una vez incorporados a la información pasada (It−1) de-

terminan completamente los generadores de riesgo Xt (y por ende el valor del instrumento).

De manera aproximada, la relación entre los generadores de riesgo y los invariantes es la

siguiente: los generadores de riesgo siguen un proceso estocástico específico y por su parte

los invariantes (vistos como choques aleatorios que se comportan i.i.d.) son simplemente los

incrementos en los generadores de riesgo.

Por ejemplo, para el caso de las acciones (u otras inversiones de renta variable), el gene-

rador de riesgo corresponde al logaritmo del precio corregido por dividendos, por lo cual, los

invariantes son los log retornos del precio corregido por dividendos ([Meucci, 2011b]):

rt = ln

(
PA

t

PA
t−1

)
= ln

(
PA

t

)
− ln

(
PA

t−1

)
= pt− pt−1

Para filtrar las caraterísticas empíricas presentes en los invariantes (por ejemplo, la rever-

sión a la media y agrupamientos de volatilidad), se utilizarán modelos ARMA e EGARCH.

9.1. Características de las series observadas

Como primer paso, se presenta gráficamente el comportamiento de las series bajo estudio:

los índices accionarios Deutscher Aktienindex (DAX) y Dow Jones Industrial Average (DJ)
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y, el precio del Oro y de los US Bonos1 (ver Figura 9.1), durante el periodo comprendido

entre los años 2005 y 20202. Adicionalmente, la Figura 9.2 muestra el comportamiento de

los invariantes durante el mismo periodo.

Figura 9.1: Serie original de los índices accionarios DAX, DJ, el precio del Oro y US Bonos
(2005-2020)

En especial, se observa que los invariantes presentan un comportamiento estacionario

respecto a su media, no así al considerar su volatilidad. Es fácil notar que existen periodos

donde la volatilidad aumenta de forma importante en todas las series, esto sucede especial-

mente durante los años 2008-2009 y durante el 2020 (ver Figura 9.2).

1La escala del precio del fondo ETF de los bonos del Tesoro fue modificada para representarla gráficamente
con las otras series financieras. Su rango observado se encuentra entre los USD 60 y USD 87 durante todo el
periodo de interés.

2Se selecciona el periodo comprendido entre los años 2005 y 2020 para que la muestra de estimación (perio-
do entre el 2005-01-01 y el 2019-12-31) contenga una crisis y periodos con relativa estabilidad en los mercados.
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Figura 9.2: Log retornos (invariantes) de los índices accionarios DAX, DJ, el precio del Oro
y US Bonos (2005-2020)

Adicionalmente, el Cuadro 9.1 contiene las principales estadísticas descriptivas de los

log retornos (candidatos a invariantes). Se destaca especialmente que durante el periodo de

estudio, se observa una diferencia considerable entre el valor promedio y la mediana, un leve

sesgo negativo en todas las distribuciones; además de curtosis elevedas. Todas las anteriores,

son características comunes de las variables financieras ([Cont, 2001]).

Cuadro 9.1: Estadísticos descriptivos de los invariantes (en puntos base)

Índice n Promedio Desviación Mediana Min Max Sesgo Curtosis
DAX

4026

2.89 136.85 9.10 -1305.49 1079.75 -0.26 8.51
DJ 2.59 119.90 5.74 -1384.18 1076.43 -0.49 16.57
Oro 3.69 114.71 4.68 -982.06 864.32 -0.31 5.71

US Bonos 0.82 8.34 0.00 -65.88 70.70 0.06 7.72

Gráficamente, es posible notar que cada una de las distribuciones de los log retornos

presenta desviaciones respecto a un comportamiento normal, especialmente en las colas de

su respectiva distribución. Lo anterior ha sido ampliamente discutido en los estudios men-

cionados previamente, donde la presencia de colas pesadas en las series financieras es una

característica siempre presente.
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Figura 9.3: Comparación de cuantiles para evaluar la normalidad de los log retornos de los
índices accionarios DAX, DJ, el precio del Oro y US Bonos

(a) DAX (b) DJ

(c) Oro (d) US Bonos

9.2. Modelo para la media

El primer paso para filtrar las características empíricas de los invariantes, corresponde al

modelaje de la media. Específicamente, se busca eliminar la dependencia serial que puediese

permanecer en las series de los invariantes. Para los log retornos (invariantes) de las series

bajo estudio (DAX, DJ, el precio del Oro y US Bonos), se busca un modelo que contemple un

balance entre ajuste (AIC) y parsimonia. Al respecto, el Cuadro 9.2 contiene la especificación

seleccionada en los modelos ARMA para la media condicional de los invariantes, utilizando

únicamente la muestra de estimación que comprende el periodo entre las fechas 2005-01-01

y 2019-12-31.

Cuadro 9.2: Especificación de modelos para el comportamiento promedio

Invariantes AR(p) MA(q)
DAX 0 0

DJ 2 2
Oro 0 0

US Bonos 1 1
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Utilizando el proceso descrito en [Rodríguez Vargas and Castrillo Rojas, 2009], se evalúa

la presencia de raíces unitarias en las series. Se encuentra que las series bajo estudio cumplen

con el supuesto de estacionariedad y que su orden de integración es I(0). Asímismo, la Figura

9.4 muestra el comportamiento de la función de autocorrelación (ACF) y autocorrelación

parcial (PACF) para las series bajo estudio. Con base en un análisis que toma en cuenta los

gráficos del ACF, PACF y las especificaciones que buscan maximizar el ajuste (AIC), se

decide utilizar los modelos contenidos en el Cuadro 9.23.
3Los modelos propuestos pasan la prueba de Ljung-Box con hasta un máximo de 12 rezagos.
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Figura 9.4: Función de autocorrelación (ACF) y autocorrelación parcial (PACF) de los inva-
riantes

(a) DAX

(b) DJ

(c) Oro

(d) US Bonos
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9.3. Modelo para la volatilidad

Una vez se tiene una especificación para el comportamiento promedio de cada una de

las series bajo estudio, se procede a analizar la depedencia al cuadrado de los residuos del

modelo para la media condicional. Lo anterior, se conoce como evaluar la presencia de un

efecto ARCH. Para esto, se evalúa el comportamiento de la función de autocorrelación (ACF)

y autocorrelación parcial (PACF) para el cuadrado de los residuos de cada una de las series

bajo interés. En la Figura 9.5 se observa que el cuadrado de los residuos de todas las series

bajo estudio presentan dependencia serial consistente con el efecto ARCH. Adicionalmente,

la prueba de Ljung-Box confirma que las series de los residuos al cuadrado no son indepen-

dientes a partir del primer rezago.
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Figura 9.5: Función de autocorrelación (ACF) y autocorrelación parcial (PACF) de los resi-
duos al cuadrado

(a) DAX

(b) DJ

(c) Oro

(d) US Bonos
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Especificación de modelos EGARCH

Se plantea utilizar un modelo EGARCH(1,1) en las tres series bajo estudio, ya que en

la práctica se ha visto que este tipo de modelos funcionan bastante bien para modelar las

carcaterísticas empíricas de los datos financieros ([Tsay, 2012]). Adicionalmente, para ca-

da serie, se debe evaluar la distribución de las innovaciones a utilizar dentro de cada mo-

delo EGARCH(1,1). Entre las opciones a utilizar se encuentran las distribuciones normal,

t-Student y t-Student Sesgada.

Al respecto, el Cuadro 9.3 contiene los resultados de los principales criterios de informa-

ción para los modelos EGARCH(1,1) utilizando diversas distribuciones para las innovacio-

nes. Se observa que, en general, hay una mejora en los ajustes de los modelos al pasar de

innovaciones normales a innovaciones t-Student. La mejora observada en los ajustes al pasar

de distribuciones t-Student a distribuciones t-Student-Sesgadas no es notoria. Acorde con lo

observado, se decide utilizar innovaciones t-Student en las tres series de datos bajo estudio.

De esta forma, se mejora el ajuste en comparación con el suspuesto de normalidad y se evita

la estimación del parámetro adicional asociado al sesgo en la distribución t-Student Sesgada.

Cuadro 9.3: Criterios de Información Modelo EGARCH(1,1)

Criterio Normal t-Student t-Student Sesgada
DAX

Akaike -6.20 -6.23 -6.24
Bayes -6.19 -6.22 -6.23

Shibata -6.20 -6.23 -6.24
Hannan-Quinn -6.19 -6.23 -6.24

DJ
Akaike -6.77 -6.82 -6.83
Bayes -6.76 -6.80 -6.81

Shibata -6.77 -6.82 -6.83
Hannan-Quinn -6.77 -6.81 -6.82

Oro
Akaike -6.32 -6.41 -6.41
Bayes -6.31 -6.40 -6.40

Shibata -6.32 -6.41 -6.41
Hannan-Quinn -6.32 -6.41 -6.41

US Bonos
Akaike -11.80 -11.85 -11.85
Bayes -11.79 -11.84 -11.83

Shibata -11.80 -11.85 -11.85
Hannan-Quinn -11.80 -11.85 -11.84

Con base en las especificaciones propuestas para el comportamiento de la media con-
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dicional (Cuadro 9.2), se estiman los modelos EGARCH(1,1) utilizando innovaciones t-

Student. Los resultados se pueden observar en el Cuadro 9.4. De acuerdo con lo expuesto

en [Ghalanos, 2015], el efecto apalancamiento del modelo EGARCH se determina conjunta-

mente entre los coeficientes alpha y gamma (alpha debe ser negativo). Específicamente, se in-

dica que el signo es capturado por alpha y la magnitud por gamma. Se observa que únicamen-

te en los índices DAX y DJ se encuentra la presencia significativa del efecto apalancamiento.

En el caso del precio del Oro y US Bonos, se mantiene la especificación EGARCH(1,1) a

pesar de la ausencia de un efecto apalancamiento, con el objetivo de comparabilidad meto-

dológica4.

4Por la misma razón, se mantiene el coeficiente alpha1 no significativo de la especificación EGARCH(1,1)
en la serie US Bonos.
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Cuadro 9.4: Resultado de Estimación del Modelo EGARCH(1,1)

Parámetro Estimación Valor p
DAX

mu 0.00 0.00
omega -0.25 0.00
alpha1 -0.16 0.00
beta1 0.97 0.00

gamma1 0.14 0.00
shape 6.34 0.00

DJ
mu 0.00 0.00
ar1 0.37 0.00
ar2 -0.87 0.00
ma1 -0.40 0.00
ma2 0.89 0.00

omega -0.27 0.00
alpha1 -0.17 0.00
beta1 0.97 0.00

gamma1 0.17 0.00
shape 5.87 0.00

Oro
mu 0.00 0.00

omega -0.04 0.00
alpha1 0.02 0.02
beta1 1.00 0.00

gamma1 0.09 0.00
shape 4.74 0.00

US Bonos
mu 0.00 0.00
ar1 0.27 0.00
ma1 -0.38 0.00

omega -0.05 0.00
alpha1 0.01 0.13
beta1 1.00 0.00

gamma1 0.11 0.00
shape 7.03 0.00

Finalmente, mediante el análisis de la prueba Ljung-Box y ARCH LM Ponderada para

los residuos y residuos al cuadrado, se comprueba que la especificación de los modelos para

la media y varianza condicional permite tanto modelar la correlacion serial en los datos como

la dependencia en la volatidad de las series.
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9.4. Obtención de los invariantes

Utilizando los residuos estandarizados de las especificaciones ARMA-EGARCH, para

cada una de las series bajo estudio, se cuenta con 4 nuevas variables que representan los

verdaderos invariantes. Al construir estas 4 nuevas variables, se minimiza la presencia de

características como la reversión a la media y agrupamientos de volatilidad (ver Figura 9.6).

Con estas 4 series de invariantes, es posible elaborar el análisis de la dependencia conjunta a

través del uso de los modelos cópula propuestos: Gaussiana, t-Student y t-Student Sesgada.

Figura 9.6: Invariantes de los índices accionarios DAX, DJ, el precio del Oro y US Bonos
(2005-2019)
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Capítulo 10

Estudio del comportamiento conjunto

Los residuos estandarizados de las especificaciones ARMA-EGARCH de cada una de las

series bajo estudio, representan los verdaderos invariantes. Es a partir de los invariantes que

se analiza el comportamiento conjunto, específicamente, la dependencia. Para el análisis de la

dependencia, se relacionan los índices accionarios Deutscher Aktienindex (DAX) y el Dow

Jones Industrial Average (DJ), ambos generalmente con una asociación positiva, el índice

Dow Jones Industrial Average (DJ) y el precio del precio del Oro (G), ambos generalmente

con una asociación baja entre sí y, el índice Dow Jones Industrial Average (DJ) y el precio

del fondo de bonos del Tesoro (US Bonos), ambos generalmente con una asociación negativa

entre sí. Las parejas mencionadas constituyen los portafolios 1, 2 y 3, respectivamente.

10.1. Características de la dependencia

Un primer paso en el análisis del comportamiento conjunto de los portafolios mencio-

nados, corresponde al análisis gráfico de cada uno de los pares de invariantes. Para esto, se

construye la Figura 10.1 que muestra la nube de puntos o de dispersión del DAX y DJ (pa-

nel a)), del DJ y el Oro (panel b)) y del DJ y el US Bonos (panel c)). Se observa que los

invariantes del DAX y DJ (panel a)) presentan una asociación generalmente positiva, aproxi-

madamente elíptica pero con la presencia de valores extremos conjuntos especialmente en el

cuadrante inferior izquierdo. Sobrepuesto a la nube de dispersión, se presentan los contornos

de una distribución normal bivariada equivalente1. Es claro que, en comparación con el su-

puesto de normalidad, los invariantes presentan mayor densidad en los extremos. Se utiliza

la prueba de Mardia, para evaluar el supuesto de normalidad conjunta, encontrándose evi-

dencia suficiente como para rechazar la hipótesis de normalidad multivariable2. Además, se

1Utilizando la media, desviación estándar y correlación observada entre las variables de interés.
2Para mayores detalles ver [Mardia, 1974].
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muestran los resultados del coeficientes de correlación lineal r y la Tau de Kendall t.

Por su parte, al analizar el comportamiento de los invariantes del DJ y el Oro (panel

b)), se observa que la asociación entre ambas variables es baja (ver r y t), aproximadamente

elíptica pero con la presencia de extremos conjuntos especialmente en el cuadrante superior

izquierdo de la distribución. De la misma forma que con los invariantes del DAX y DJ, los

contornos de la distribución normal bivariada equivalente, no representan adecuadamente el

comportamiento observado. Asimismo, la prueba de Mardia encuentra evidencia suficiente

como para rechazar la hipótesis de normalidad multivariable.

Por último, el panel c) refleja el comportamiento de los invariantes del DJ y US Bonos,

se observa que la asociación entre ambas variables es negativa (ver r y t), aproximadamente

elíptica pero con la presencia de extremos conjuntos especialmente en el cuadrante superior

izquierdo de la distribución. Se aprecia también que los contornos de la distribución normal

bivariada equivalente, no representan adecuadamente el comportamiento observado. La prue-

ba de Mardia encuentra evidencia suficiente como para rechazar la hipótesis de normalidad

multivariable.

Figura 10.1: Dependencia entre los invariantes

(a) DAX vrs DJ (b) DJ vrs Oro

(c) DJ vrs US Bonos
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Adicionalmente, se muestran algunas métricas sobre la asociación que existe entre los

invariantes de las variables bajo estudio. Específicamente, se calcula el coeficiente de corre-

lación lineal de Pearson r, el coeficiente de correlación de Spearman ρ y la Tau de Kendall

τ (ver el Cuadro 10.1). De esta forma, se confirma parcialmente el análisis anterior, donde se

mencionaba que los invariantes del DAX y DJ, presentan una asociación positiva considera-

ble, que los invariantes del DJ y el Oro, presentan una asociación cercana a cero. Finalmente

se observa que los invariantes del DJ y US Bonos presentan una asociación negativa.

Cuadro 10.1: Matrices de correlaciones

(a) Correlación lineal (r)

DAX DJ Oro US Bonos
DAX 1.000 0.596 -0.013 -0.267

DJ 0.596 1.000 -0.004 -0.302
Oro -0.013 -0.004 1.000 0.190

US Bonos -0.267 -0.302 0.190 1.000

(b) Spearman (ρ)

DAX DJ Oro US Bonos
DAX 1.000 0.560 -0.007 -0.248

DJ 0.560 1.000 -0.016 -0.293
Oro -0.007 -0.016 1.000 0.192

US Bonos -0.248 -0.293 0.192 1.000

(c) Tau de Kendall (τ)

DAX DJ Oro US Bonos
DAX 1.000 0.398 -0.005 -0.167

DJ 0.398 1.000 -0.011 -0.201
Oro -0.005 -0.011 1.000 0.129

US Bonos -0.167 -0.201 0.129 1.000

Otro punto importante a evaluar sobre el comportamiento conjunto de los invariantes, co-

rresponde a la dependencia en los extremos o colas de las distribuciones. Gráficamente, la

Figura 10.1, puede ayudar a evidenciar que la asociación podría ser distinta entre las observa-

ciones centrales de la nube de dispersión y la realizaciones en los extremos de cada marginal.

Una forma de abordar este aspecto de forma descriptiva, es construyendo la gráfica de exce-

sos de correlación propuesta en [Longin and Solnik, 2001] y en [Patton, 2004]. El exceso de

correlación se define como la siguiente función:
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p̃ =

corr [X ,Y | X ≤ Qx (q)∩Y ≤ Qy (q)] siq≤ 0,5

corr [X ,Y | X > Qx (q)∩Y > Qy (q)] siq≥ 0,5

donde Qx(q) y Qy(q) son los q− ésimos cuantil de X y Y respectivamente y, corr correspon-

de a la correlación lineal de Pearson. [Longin and Solnik, 2001] establece que la forma que

adopte ρ̃ depende de la distribución inherente a los datos, donde incluso para una distribución

normal bivariada, ρ̃ es no lineal.

La Figura 10.2 muestra el comportamiento del exceso de correlación para los invariantes

del DAX y DJ, los invariantes del DJ y el Oro y los invariantes del DJ y US Bonos. En

ambos casos, se incluye el exceso de correlación asociado a una distribución normal bivariada

equivalente3. Para el caso del DAX y DJ (panel a), se observa como la correlación en los

cuantiles inferiores es bastante superior a cualquier otro resultado obtenido en el gráfico.

Esto es evidencia de que la asociación en la cola inferior de la distribución conjunta de los

invariantes, es mucho más intensa que en cualquier otro punto de la distribución. Además, en

comparación con el exceso de correlación de la distribución normal bivariada equivalente, los

datos muestran niveles de asociación no compatibles con el supuesto de normalidad conjunta.

Lo anterior, también sucede, y de forma aún más marcada, para el caso del DJ y el Oro

(panel b). Donde se observa que tanto el exceso de correlación en la cola inferior como

en la cola superior son notoriamente superiores al resultado en cualquier otro punto en la

distribución conjunta. Además, se observan resultados mucho mayores que los esperados

bajo una distribución normal bivariada. Lo mismo sucede con el par de invariantes DJ y US

Bonos (panel c), donde se observan excesos de correlación, especialmente en los cuantiles

superiores.

3Utilizando la media, desviación estándar y correlación observada entre las variables de interés.
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Figura 10.2: Exceso de correlación entre los invariantes

(a) DAX vrs DJ (b) DJ vrs Oro

(c) DJ vrs US Bonos

10.2. Evaluación del ajuste de los modelos de cópula

Luego de evaluar las principales características del comportamiento conjunto de los inva-

riantes, se procede a iniciar con el proceso de estimación de los modelos de cópula propuestos

en el estudio: la cópula Gaussiana, t-Student y t-Student Sesgada. Acorde con lo expuesto en

la sección 5.6, donde se detallan los distintos métodos de estimación de las cópulas, se esti-

man los parámetros de dependencia de las cópulas mediante Máxima Verosimilitud Canónica

(CML).

La estimación CML se ejecuta mediante los siguientes pasos:

1. Primero se estiman las marginales de los invariantes utilizando la función de distribu-

ción acumulada F̂i empírica con i = 1, ...,n.

2. Con cada F̂i se transforman los invariantes (xi1, . . . ,xid)
′ en pseudo-observaciones

(F̂1(xi1), . . . , F̂d(xid)), las cuales tendrán una distribución marginal uniforme en (0,1).
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3. Se estima por MLE el parámetro ψ de la cópula C:

ψ̂CML = argmax
ψ

n

∑
i=1

ln
{

c(F̂1(xi1), . . . , F̂d(xid);ψ)
}

La Figura 10.3 muestra el comportamiento conjunto de las pseudo-observaciones para el

DAX y DJ (panel a), DJ y el Oro (panel b) y DJ y US Bonos (panel c). De forma descriptiva

se observa que la dependencia del DAX y DJ (panel a) y DJ y US Bonos (panel c) tiende a

acentuarse en los extremos de las marginales, lo cual es coherente con el comportamiento ob-

servado de los invariantes. Mientras que para el caso del DJ y el Oro (panel b), la dependencia

es más difusa.

Figura 10.3: Pseudo observaciones de los invariantes

(a) DAX vrs DJ (b) DJ vrs Oro

(c) DJ vrs US Bonos

10.2.1. Prueba de independencia y simetría radial

Antes de ejecutar el proceso de estimación mediante CML, se busca evaluar la pertinen-

cia de algunos supuestos iniciales sobre las familias de cópulas aplicables a los dos pares de

invariantes. El primer supuesto a evaluar es el supuesto de independencia entre los invarian-
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tes. Es decir, se busca evaluar si la cópula C, que representa de mejor forma la dependencia

conjunta de los datos, puede considerarse distinta de la cópula de independencia Π (ver Teo-

rema 6). La prueba de independencia propuesta por [Genest and Rémillard, 2004], basada en

la cópula empírica Ce
n (ver Definición 19), tiene como hipótesis:

H0 : C = Π vrs H1 : C 6= Π

Por otra parte, se busca evaluar también la aplicabilidad del supuesto de simetría radial.

Un vector X tiene simetría radial (para d = 1 se dice que es simétrico) sobre a ∈ Rd si

X−a d
= a−X , es decir, X−a y a−X son iguales en su distribución. Ahora bien, asuma

que X ∼ H con marginales continuas F1, . . . ,Fd y una cópula C. Entonces, para X j que tiene

simetría radial sobre a j, con j ∈ {1, . . . ,d}, se cumple que X tiene simetría radial sobre a

si y solo si C = C̄, es decir, la cópula C es equivalente a la cópula de sobrevivencia C̄ (ver

Definición 20).

La simetría radial es una características que se presenta en ciertas familias de cópulas, y

para el interés de este estudio, es una característica que se presenta en las cópulas elípticas4.

En ese sentido, es posible utilizar la prueba propuesta por [Genest and Nešlehová, 2014] para

detectar simetría radial y tener una primera idea sobre la aplicabilidad de las cópulas elípticas

sobre los datos. La prueba se basa en la cópula empírica y tiene como hipótesis:

H0 : C = C̄ vrs H1 : C 6= C̄

En el Cuadro 10.2 se presentan los resultados de ambas pruebas sobre los invariantes

asociados a los portafolios de interés, utilizando un nivel de significancia de 0.05. Respecto

al supuesto de independencia, se observa que para los portafolios DAX-DJ y DJ-US Bonos

se rechaza la hipótesis que implica que C = Π, mientras que para el portafolio DJ-Oro no se

rechaza. Más adelante se analiza este resultado. Además, respecto a la prueba para evaluar la

simetría radial, solo para el portafolio DJ-US Bonos, se encuentra evidencia en contra de la

hipótesis que implica que C = C̄.

Cuadro 10.2: Resultados prueba independencia y simetría radial

Prueba
Portafolio

DAX-DJ DJ-Oro DJ-US Bonos
Independencia Se rechaza No se rechaza Se rechaza
Simetría Radial No se rechaza No se rechaza Se rechaza

4Estrictamente, se debe cumplir que la cópula sea homogénea. Es decir, que su matriz de correlaciones P sea
simétrica. La simetría radial incluye a las cópulas Π, M, W , Normal, t-Student y casos particulares de la cópula
t-Student Sesgada.
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Para el caso específico de los invariantes DJ-Oro, no se rechaza la hipótesis que indica

que C = Π. Lo anterior quiere decir que la cópula de independencia Π podría representar de

forma adecuada la dependencia entre los invariantes. Para evaluar más profundamente este

resultado, es posible comparar el gráfico de contornos empíricos de probabilidad contra los

contornos de probabilidad teóricos de algunas cópulas de interés.

La Figura 10.4 contiene la comparación mencionada de los contornos teóricos de la cópu-

la de independencia Π y la cópula Gaussiana contra los contornos de probabilidad empíricos.

Se observar que tanto la cópula de independencia Π y la cópula Gaussiana aproximan bastan-

te bien los contornos empíricos de probabilidad. Debido a que los invariantes DJ-Oro tienen

niveles de asociación bajos y cercanos a cero, tanto la cópula de independencia Π como la

Gaussiana (con bajos niveles de asociación) ajustan adecuadamente la dependencia en los

datos. El hecho de que no se rechace la hipótesis de independencia, no invalida el uso de có-

pulas elípticas como la cópula Gaussiana. Es de esperar que las cópulas elípticas ajusten bien

la baja dependencia en los datos, y como resultado, la estimación del parámetro de asociación

obtenga un valor cercano a cero.

Figura 10.4: Comparación de los contornos de probabilidad de los invariantes: DJ vrs Oro

(a) DJ vrs Oro (b) DJ vrs Oro

10.2.2. Prueba de bondad de ajuste

Adicionalmente, para evaluar la pertinencia de las cópulas propuestas, es posible utilizar

pruebas de bondad de ajuste. Estas pruebas, se construyen a partir de comparaciones contra

la cópula empírica Ce
n (Definición 19) y permiten decidir si la cópula de interés C pertenece

a una familia de cópulas paramétricas específica Cθ . Es decir, decidir entre H0 : C ∈ {Cθ} y

H1 : C /∈ {Cθ}.
Basados en experimentos con simulaciones Monte Carlo [Berg, 2009] y [Genest et al., 2009]
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concluyen que dentro del rango posible de comparaciones, el estadístico:

Sn =
n

∑
i=1

{
Ce

n(Û i)−C
θ̂
(Û i)

}2 conÛ i = F̂d(xid)

presenta los mejores resultados. Utilizando los procedimientos propuestos por

[Genest and Remillard, 2008] (bootstrap paramétrico) y [Kojadinovic et al., 2011] (basado

en los teoremas de límite central multiplicativo) se obtienen el valores p aproximados para

Sn. En el Cuadro 10.3 se muestran los resultados obtenidos utilizando ambos procedimientos

y un nivel de significancia de 0.05. Se observa que para el caso de los invariantes DAX-DJ

y DJ-US Bonos, se rechaza siempre la hipótesis de bondad de ajuste con todas las cópulas

propuestas. Para el caso de los invariantes DJ-Oro, se encuentra evidencia de un buen ajuste

para las cópulas de la familia t-Student o t-Student Sesgada.

Encontrar que para los invariantes DAX-DJ y DJ-US Bonos se rechace siempre la hipó-

tesis nula, es decir, no se encuentra evidencia de un buen ajuste con ninguna de las cópulas

propuestas, se puede asociar a una potencia demasiado alta en la prueba para tamaños de

muestra grandes ([Hofert et al., 2018]). Lo anterior indica que para el tamaño de muestra del

estudio (aproximadamente 3 774 observaciones), es posible que efectos relativamente peque-

ños en Sn, podrían parecer significativos.

Cuadro 10.3: Resultados prueba de bondad de ajuste

Familia de Cópula
Portafolio

DAX-DJ DJ-Oro DJ-US Bonos
Gaussiana Se rechaza No se rechaza Se rechaza
t-Student Se rechaza No se rechaza Se rechaza

t-Student Sesgada Se rechaza No se rechaza Se rechaza

10.2.3. Identificación de la cópula de mejor ajuste

Mientras que las pruebas de bondad de ajuste permiten evaluar si una familia de cópulas

paramétricas puede asumirse como adecuada para modelar los datos bajo estudio, utilizando

criterios de información como el AIC y BIC, es posible ordenar las familias de cópulas de

forma que se identifique cuál es la que mejor se ajusta a la información de interés. Tal como

se menciona en [Hofert et al., 2018], idealmente no se desea utilizar una familia de cópulas

para la cual se ha rechazado las pruebas de bondad de ajuste, sin embargo, es algo que sucede

en las aplicaciones con datos de la vida real.

El Cuadro 10.4 contiene métricas de ajuste AIC y BIC para la estimación por CML. Para

los invariantes DAX-DJ, se observa que la cópula de mejor ajuste corresponde a la cópula t-
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Student. Para los invariantes DJ-Oro, así como para los invariantes DJ-US Bonos, se observa

que la cópula de mejor ajuste corresponde a la cópula t-Student Sesgada.

De acuerdo con los resultados observados, es posible indicar descriptivamente que la

dependencia entre los invariantes bajo estudio podría ser modelada de mejor manera por la

cópula t-Student o t-Student Sesgada, en comparación con la cópula Gaussiana.

Cuadro 10.4: Resultados Indicadores de Ajuste

Cópula
Portafolio

DAX-DJ DJ-Oro DJ-US Bonos
AIC BIC AIC BIC AIC BIC

Gaussiana -1,615 -1,609 1.4 7.6 -354 -348
t-Student -1,645 -1,632 -36.2 -23.7 -415 -402

t-Student Sesgada -1,599 -1,580 -47.0 -28.4 -430 -412

Por su parte, el Cuadro 10.5 muestra los parámetros estimados para cada una de las cópu-

las de interés: se muestra el coeficiente de correlación lineal de Pearson (r), los coeficientes de

dependencia de colas (λi y λd), los grados de la libertad de las cópulas t-Student o t-Student

Sesgada (ω) y el vector de sesgo (α), parámetro específico de la cópula t-Student-Sesgada.

Es importante señalar que si α < 0, la dependencia será más acentuada en las colas izquierdas

de las distribuciones marginales, lo cual no se observa claramente en ninguno de los pares de

invariantes. Sin embargo, para el caso del DAX-DJ, se observa una dependencia en las colas

más intensa que en los otros pares de invariantes.

Tal como se menciona en la descripción metodológica del estudio (ver Sección 8.3), cada

uno de los modelos de cópula propuestos representa un escenario distinto de dependencia

sobre el comportamiento de los invariantes. En ese sentido, a pesar de que algunas de las

cópulas propuestas tienen mejor ajuste que otras, se decide mantener las trés cópulas de

interés dentro de los análisis posteriores, ya que se desea estudiar el comportamiento de las

proyecciones conjuntas bajo distintos escenarios de dependencia y evaluar la aplicabilidad de

los supuestos inherentes a cada cópula en comparación con los datos observados del valor de

los activos (ver Sección 8.2).
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Cuadro 10.5: Parámetros Estimados de los Modelos de Cópula

Cópula
Portafolio
DAX-DJ

r λi λd ω α

Gaussiana 0.5915 0.0000 0.0000 na na
t-Student 0.5914 0.1026 0.1026 11.1375 na

t-Student Sesgada 0.6156 0.5127 0.7837 6.8488 (0.41, 0.87)

Cópula
DJ-Oro

r λi λd ω α

Gaussiana -0.0123 0.0000 0.0000 na na
t-Student -0.0158 0.0086 0.0086 9.2072 na

t-Student Sesgada -0.0696 0.0094 0.0189 9.0776 (-0.77, 0.12)

Cópula
DJ-US Bonos

r λi λd ω α

Gaussiana -0.3011 0.0000 0.0000 na na
t-Student -0.3085 0.0034 0.0034 7.4975 na

t-Student Sesgada -0.4230 0.0026 0.0085 7.5592 (-0.66, 0.43)

10.3. Simulación de los log retornos

Finalmente, tras haber completado los pasos asociados al modelado de las marginales (a

través del uso de modelos ARMA-EGARCH) y el comportamiento conjunto de los invarian-

tes (a través del uso de los modelos de cópula), es posible unir los resultados obtenidos para

generar simulaciones conjuntas de los log retornos para las variables de interés.

Según lo descrito en la Sección 8.2 y la Sección 8.4 (específicamente la Figura 8.3), se

crearán simulaciones conjuntas para los log retornos de los portafolios DAX-DAJ, DJ-Oro

y DJ-US Bonos bajo un proceso de Monte Carlo con m = 10,000 repeticiones. Luego las

simulaciones se utilizan repetidamente dentro de una optimización estilo Mean-Variance para

obtener el portafolio con menor riesgo5 y otra optimización mediante un método robusto6.

A manera de ejemplo, la Figura 10.5 contrasta las simulaciones obtenidas utilizando los

modelos ARMA-EGARCH de cada log retorno y cada una de las cópulas de interés, contra

los valores observados, para una iteración (m = 1).

En el panel a) de la Figura 10.5 se contrastan los valores observados de los log retornos

del portafolio DAX-DAJ contra los valores simulados. Se observa que las tres cópulas de

interés replican de forma adecuada la dependencia observada, pero que en especial, la cópula

t-Student y t-Student Sesgada, parecen replicar de mejor manera los valores extremos con-

5Medido a partir de la desviación estándar del portafolio.
6Cuyo objetivo es obtener el portafolio con la menor dependencia en la cola izquierda.
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juntos. Por su parte, el panel b) contiene las simulaciones de la cópula Gaussiana y la cópula

Benchmark para el mismo portafolio. La diferencia entre ambas es que la cópula Gaussia-

na utiliza en la especificación ARMA-EGARCH innovaciones distribuidas como variables

t-Student, mientras que la cópula Benchmark, es una cópula Gaussiana que utiliza en la espe-

cificación ARMA-EGARCH innovaciones distribuidas como variables normales. Se observa

de manera general, que para la simulación obtenida, las diferencias entre ambas son leves.

El panel c) contrasta los valores observados de los log retornos del portafolio DAJ-Oro

contra los valores simulados. En este caso, debido al bajo nivel de asociación entre las varia-

bles, las cópulas elípticas propuestas tienden a reflejar comportamientos muy similares entre

sí. Adicionalmente, se incluyen simulaciones utilizando la cópula de Independencia, la cual

también genera resultados similares a las cópulas elípticas. El panel d) contrasta las cópu-

las Gaussiana y Benchmark. En este último caso, se observa que la simulación de la cópula

Benchmark tiende a concentrar mayor cantidad de observaciones en la parte central de la

distribución, lo cual no concuerda con los datos observados para el portafolio DAJ-Oro.

El panel e) contrasta los valores observados de los log retornos del portafolio DAJ-US

Bonos contra los valores simulados. En este caso, la asociación entre las variables es negativa.

Al respecto, parece ser que la cópula Gaussiana es la que mejor refleja el comportamiento

observado de los datos. Finalmente, el panel d) contrasta las cópulas Gaussiana y Benchmark.

En este último caso, se observa también que la cópula Gaussiana es la que mejor refleja el

comportamiento observado de los datos observados para el portafolio DAJ-US Bonos.
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Figura 10.5: Simulación de los log retornos mediante las cópulas de interés

(a) DAX vrs DJ: cópulas de interés (b) DAX vrs DJ: cópula Gaussiana y Benchmark

(c) DJ vrs Oro: cópulas de interés (d) DJ vrs Oro: cópula Gaussiana y Benchmark

(e) DJ vrs US Bonos: cópulas de interés (f) DJ vrs US Bonos: cópula Gaussiana y Benchmark
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Capítulo 11

Resultados del proceso de optimización
de portafolios

En este capítulo, se presentan los resultados de los distintos procesos de optimización de

portafolio para las simulaciones conjuntas de los log retornos de los pares: DAX-DAJ, DJ-

Oro y DJ-US Bonos. Se utiliza un proceso de Monte Carlo con m = 10,000 repeticiones. El

objetivo es comparar el comportamiento de los resultados de optimización bajo cada uno de

los escenarios de dependencia representado por las cópulas de interés.

Adicionalmente, se presentan los resultados de optimización de un portafolio denominado

como Observado, el cual utiliza la información observada de los índices DAX, DJ, el precio

del Oro y el valor del fondo de los bonos del Tesoro de los Estados Unidos (US Bonos)

durante el año 2020.

11.1. Portafolio de inversión 1: DAX-DJ

El primer portafolio está constituido por el par DAX-DJ, y está caracterizado por una

asociación positiva entre ambos log retornos. Además, se observó que existe una dependencia

positiva en las colas. Luego de simular conjuntamente los log retornos con cada una de las

cópulas de interés y optimizar m = 10,000 veces el portafolio, se analiza el comportamiento

del peso asignado al activo DAX, que podría considerarse como el activo más riesgoso entre

ambos (según los resultados del Cuadro 9.1).

En la Figura 11.1 se muestra el comportamiento del peso asignado al activo DAX, según

el método de optimización, para cada una de las cópulas de interés: Benchmark (B), Gaus-

siana (G), t-Student (T) y t-Student Sesgada (TS). Se observa que en general, los resultados

para cada una de las cópulas son similares en ambos métodos de optimización. Con el pri-
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mer método (Mean-Variance) se obtienen tanto pesos cercanos a 0% como pesos cercanos

a 100%. Utilizando la mediana como punto de comparación, se observa que cada proceso

generador de datos, presenta resultados muy similares. Con el segundo método (dependencia

de cola izquierda) se observa una menor volatilidad en los resultados. De la misma forma, si

se utiliza la mediana como punto de comparación, cada proceso generador de datos presenta

resultados muy similares.

Figura 11.1: Portafolio 1: peso asignado al activo DAX (%)

(a) Optimización Método 1 (b) Optimización Método 2

El Cuadro 11.1 contiene mayor detalle sobre el comportamiento del peso asignado al

activo DAX (%) según el método de optimización. Tal como se mencionaba anteriormente,

con el método 1 se obtienen valores mínimos muy cercanos a 0% y valores máximos cercanos

al 100%. El comportamiento promedio y mediano, es muy similar entre todas las cópulas de

interés y, de forma general, la cópula Benchmark genera los resultados menos volátiles en

comparación con el resto de cópulas. Por su parte, con el método 2, se obtienen resultados

con una menor volatilidad. El rango de asignación para el activo DAX (%) se encuentra entre

un 17% como mínimo y un 75% como máximo. De la misma forma, el comportamiento

promedio y mediano son muy similares entre todas las cópulas de interés.
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En el Cuadro 11.2 se resumen los resultados observados para los pesos asignados a los

activos DAX y DJ. Lo anterior se logra al utilizar la mediana de los resultados de las optimi-

zaciones realizadas con cada cópula. Además, se incluyen los pesos resultantes del proceso de

optimización utilizando los datos observados para los distintos activos durante el año 2020.

Se observa que con el método de optimización 1, todas las cópulas asignan un peso mucho

menor al activo DAX que el resultante con el proceso que utiliza los datos observados. Lo

mismo sucede con los resultados obtenidos bajo el método de optimización 2. Sin embargo,

con este último método la diferencia es menor.

Cuadro 11.2: Pesos a utilizar portafolio DAX-DJ

Portafolio
Optimización Método 1
DAX DJ

Observado 67.562 32.438
Cópula Benchmark 21.064 78.936
Cópula Gaussiana 20.684 79.316
Cópula t-Student 20.020 79.980

Cópula t-Student Sesgada 21.203 78.797

Portafolio
Optimización Método 2
DAX DJ

Observado 52.817 47.183
Cópula Benchmark 43.028 56.972
Cópula Gaussiana 42.294 57.706
Cópula t-Student 42.234 57.766

Cópula t-Student Sesgada 42.299 57.701

Los pesos contenidos en el Cuadro 11.2 se utilizan para construir y evaluar el perfil riesgo-

retorno de 5 portafolios, los cuales corresponden a los procesos de generación de datos: Ob-

servado, cópula Benchmark, cópula Gaussiana, cópula t-Student y cópula t-Student Sesgada.

A partir de los pesos asignados en el Cuadro 11.2 y utilizando la trayectoria observada de los

distintos activos durante el año 2020, se calculan los log retornos que un inversionista hubiera

recibido bajo cada uno de los procesos de generación de datos. Utilizando dichos log retornos,

se calculan diversas métricas que caracterizan el perfil riesgo-retorno de los portafolios.

Al respecto, el Cuadro 11.3 contiene los resultados de los estadísticos de riesgo y retorno.

Entre las principales métricas de riesgo se encuentra el Valor en Riesgo (VaR) y el Valor el

Riesgo Condicional (CVaR). El primero se puede entender como la pérdida máxima que pue-

de experimentar el portafolio de forma diaria (con un nivel de confianza del 95%). Mientras

que el CVaR, corresponde a la pérdida promedio observada, una vez que se haya superado el

VaR ([Tsay, 2012]). Con el método de optimización 1, se observa el portafolio Observado el

VaR obtiene un resultado de -360 puntos base. Es decir, la pérdida máxima observada duran-
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te el periodo de interés, corresponde aproximadamente a un retorno de -3.60% (con un nivel

de confianza del 95%). Por su parte, el CVaR para el mismo proceso obtiene un resultado

de aproximadamente -911 puntos base. Es decir, el promedio de pérdidas observadas, que

son superiores al VaR (-3.60%), corresponde aproximadamente a un retorno de -9.11%. En

general, estas dos métricas son muy similares entre los portafolios asociados a las cópulas de

interés y, son levemente superiores al portafolio Observado.

Adicionalmente, se presenta el resultado del Máximo Draw Down (MDD), el cual corres-

ponde a la máxima caída observada en el portafolio en el periodo comprendido desde que se

registra un máximo, hasta que dicho máximo vuelve a ser superado. Podría entenderse tam-

bién como la máxima pérdida continua de valor del portafolio durante un periodo de interés

([Pfaff, 2013]). Con el método de optimización 1, el portafolio Observado obtiene un MDD

de -3,955 puntos base. Es decir, la máxima pérdida de valor observada en el portafolio duran-

te el periodo fue de aproximadamente -39.55%. El resultado del MDD para los portafolios

asociados a las distintas cópulas es muy similar, aproximadamente igual a -41%.

Por su parte, la razón de Sharpe, se calcula como la división entre el retorno del portafolio

menos el rendimiento de referencia1 (o libre de riesgo) entre la volatilidad o desviación es-

tándar del retorno del portafolio durante el mismo periodo. Cuanto mayor es el Sharpe Ratio,

mejor es la rentabilidad del portafolio en relación a la cantidad de riesgo que se ha tomado

en el portafolio ([Pfaff, 2013]). Con el método de optimización 1, en todos los portafolios

la razón de Sharpe es negativa, debido a que el retorno promedio de todos los portafolios es

negativo. Sin embargo, al comparar los resultados, se observa que los portafolios asociados

a las cópulas de interés obtienen una razón de Sharpe mayor que la correspondiente al por-

tafolio Observado. Lo anterior quiere decir que, en términos del riesgo tomado, el portafolio

Observado es el menos eficiente.

Al considerar los resultados del perfil riesgo-retorno bajo el método de optimización 2, se

observa que los resultados de los estadísticos de riesgo VaR, CVaR, MDD y Sharpe son más

parecidos entre el portafolio Observado y los portafolios asociados a las cópulas de interés.

Esto resulta como consecuencia lógica de la menor diferencia en los pesos asignados a los

diferentes activos entre los portafolios. Sin embargo, se mantiene la conclusión anterior que

brindó el análisis de la razón de Sharpe. Respecto al riesgo tomado por un inversionista, el

portafolio Observado es el menos eficiente.

1Como rendimiento de referencia se utiliza el retorno promedio que hubiera recibido un inversionista si
invirtiera en bonos cero cupón del Tesoro de los Estados Unidos, durante el año 2020. La información se obtuvo
de Yahoo Finance, utilizando el identificador ^IRX. El retorno promedio calculado es de aproximadamente 9
puntos base.
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Cuadro 11.3: Portafolio 1: estadísticos riesgo-retorno (en puntos base)

Estadístico
Optimización Método 1

Observado Benchmark Gaussiana t-Student t-Student Sesgada
Mínimo -1,304.919 -1,286.802 -1,290.435 -1,296.777 -1,285.479

Promedio -0.396 -0.143 -0.144 -0.145 -0.143
Mediana 7.812 12.950 13.093 13.735 13.065

Media Geométrica -2.510 -2.610 -2.616 -2.628 -2.608
Máximo 1,000.972 1,015.687 1,015.807 1,016.017 1,015.643

Desviación 203.978 220.234 220.486 220.931 220.142
VaR -360.481 -388.255 -388.663 -389.381 -388.107

CVaR -911.038 -963.360 -964.316 -966.006 -963.015
MDD -3,955.066 -4,087.264 -4,088.783 -4,091.450 -4,086.712
Sharpe -63.512 -47.368 -47.342 -47.302 -47.378

Estadístico
Optimización Método 2

Observado Benchmark Gaussiana t-Student t-Student Sesgada
Mínimo -1,262.478 -1,234.399 -1,232.299 -1,232.126 -1,232.311

Promedio -0.245 -0.181 -0.177 -0.177 -0.177
Mediana 6.293 9.575 10.006 10.129 9.998

Media Geométrica -2.398 -2.397 -2.399 -2.399 -2.399
Máximo 1,005.640 1,008.739 1,008.971 1,008.990 1,008.970

Desviación 205.819 208.796 209.074 209.097 209.072
VaR -364.133 -369.354 -369.829 -369.869 -369.827

CVaR -915.883 -924.179 -925.005 -925.075 -925.000
MDD -3,983.890 -4,010.806 -4,013.001 -4,013.183 -4,012.988
Sharpe -55.623 -51.773 -51.531 -51.512 -51.533

En términos de las distintas cópulas utilizadas para simular los log retornos y obtener

los pesos asignados a los distintos activos, se observa que, para el periodo de referencia (año

2020), no hay diferencias marcadas entre los resultados al utilizar la cópula Benchmark2 y las

cópulas que permiten modelar de mejor forma características tales como: las colas pesadas,

dependencia en las colas y dependencias asimétricas.

Finalmente, la Figura 11.2 contiene la comparación de las trayectorias de valor de los

distintos portafolios DAX-DJ: Observado, cópula Benchmark, cópula Gaussiana, cópula t-

Student y cópula t-Student Sesgada. Se observa que tanto bajo el método de optimización 1

como bajo el método de optimización 2, el portafolio Observado y los portafolios asociados

a las copulas, son muy similares.

2Equivalente a una especificación ARMA-EGARCH con innovaciones generadas con una distribución nor-
mal multivariada.
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Figura 11.2: Portafolio 1: trayectoria de valor

(a) Optimización Método 1 (b) Optimización Método 2

11.2. Portafolio de inversión 2: DJ-Oro

El segundo portafolio está constituido por el par DJ-Oro, y está caracterizado por una

asociación baja entre ambos log retornos. En este caso, se observa que la dependencia en las

colas es baja. Luego de simular conjuntamente los log retornos con cada una de las cópulas

de interés y optimizar m = 10,000 veces el portafolio, se analiza el comportamiento del peso

asignado al activo DJ, que podría considerarse como el activo más riesgoso entre ambos

(acorde con los resultados del Cuadro 9.1).

En la Figura 11.3 se muestra el comportamiento del peso asignado al activo DJ, según

el método de optimización, para cada una de las cópulas de interés: Benchmark (B), Gaus-

siana (G), t-Student (T) y t-Student Sesgada (TS). Se observa que en general, si se utiliza la

mediana como punto de comparación, la cópula Benchmark tiene a asignar un mayor peso

del portafolio en el activo más riesgoso DJ. Esto sucede en ambos métodos de optimización.

Además, se observa que con el primer método (Mean-Variance), se obtienen pesos con una

mayor volatilidad que con el segundo método (dependencia de cola izquierda).
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Figura 11.3: Portafolio 2: peso asignado al activo DJ (%)

(a) Caja P2M1 (b) Caja P2M2

El Cuadro 11.4 contiene mayor detalle sobre el comportamiento del peso asignado al ac-

tivo DJ (%) según el método de optimización. Con el método de optimización 1, se obtienen

valores para el peso del DJ (%) en un rango de 4% hasta 95%. El comportamiento prome-

dio y mediano, es superior para el caso de la cópula Benchmark, asignando mayor peso al

activo más riesgoso, en comparación con el resto de cópulas. Por su parte, con el método

de optimización 2, se obtienen resultados con una menor volatilidad. El rango de asignación

para el activo DJ (%) se encuentra entre 14% y 82%. De la misma forma, el comportamiento

promedio y mediano es superior para el caso de la cópula Benchmark, en comparación con

el resto de cópulas.
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En el Cuadro 11.5 se resumen los resultados observados para los pesos asignados a los

activos DJ y Oro. Lo anterior se logra al utilizar la mediana de los resultados de las optimiza-

ciones realizadas con cada cópula. Además, se incluyen los pesos resultantes del proceso de

optimización utilizando los datos observados para los distintos activos durante el año 2020.

Se observa que con el método de optimización 1, todas las cópulas asignan un peso mucho

mayor al activo DJ que el resultante con el proceso que utiliza los datos observados. Lo mis-

mo sucede con los resultados obtenidos bajo el método de optimización 2. Sin embargo, con

este último método la diferencia es menor.

Cuadro 11.5: Pesos a utilizar portafolio DJ-Oro

Portafolio
Optimización Método 1

DJ Oro
Observado 21.087 78.913

Cópula Benchmark 70.296 29.704
Cópula Gaussiana 57.099 42.901
Cópula t-Student 57.159 42.841

Cópula t-Student Sesgada 57.450 42.550

Portafolio
Optimización Método 2

DJ Oro
Observado 36.655 63.345

Cópula Benchmark 60.931 39.069
Cópula Gaussiana 53.754 46.246
Cópula t-Student 53.791 46.209

Cópula t-Student Sesgada 53.951 46.049

Los pesos contenidos en el Cuadro 11.5 se utilizan para construir y evaluar el perfil riesgo-

retorno de 5 portafolios, los cuales corresponden a los procesos de generación de datos: Ob-

servado, Cópula Benchmark, Cópula Gaussiana, Cópula t-Student y Cópula t-Student Sesga-

da. A partir de los pesos asignados en el Cuadro 11.5 y utilizando la trayectoria observada

de los distintos activos durante el año 2020, se calculan los log retornos que un inversionista

hubiera recibido bajo cada uno de los procesos de generación de datos. Utilizando dichos

log retornos, se calculan diversas métricas que caracterizan el perfil riesgo-retorno de los

portafolios.

El Cuadro 11.6 contiene los resultados de los estadísticos de riesgo y retorno. Para el caso

del Valor en Riesgo (VaR), con el método de optimización 1, se observa que el portafolio Ob-

servado obtiene un VaR de -188 puntos base. Es decir, la pérdida máxima observada durante

el periodo de interés, corresponde aproximadamente a un retorno de -1.88% (con un nivel

de confianza del 95%). Por su parte, el CVaR para el mismo proceso obtiene un resultado de

aproximadamente -307 puntos base. Es decir, el promedio de pérdidas observadas, que son
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superiores al VaR (-1.88%), corresponde aproximadamente a un retorno de -3.107%. En las

cópulas propuestas, se observa que las versiones Gaussiana, t-Student y t-Student Sesgada

presentan mejores resultados en comparación con la cópula Benchmark.

El resultado del Máximo Draw Down (MDD), con el método de optimización 1, para el

portafolio Observado, es de -1,690 puntos base. Es decir, la máxima pérdida de valor obser-

vada en el portafolio durante el periodo fue de aproximadamente -16.90%. En las cópulas

propuestas, se observa que las versiones Gaussiana, t-Student y t-Student Sesgada presentan

mejores resultados en comparación con la cópula Benchmark.

Por su parte, la razón de Sharpe, con el método de optimización 1, obtiene resultados po-

sitivos en todos los portafolios. Presentando el mejor resultado bajo el portafolio Observado.

Sin embargo, al comparar los resultados de las cópulas de interés, se observa que las versio-

nes Gaussiana, t-Student y t-Student Sesgada presentan mejores resultados en comparación

con la cópula Benchmark.

Al considerar los resultados del perfil riesgo-retorno bajo el método de optimización 2, se

observa que los resultados de los estadísticos de riesgo VaR, CVaR, MDD y Sharpe son más

parecidos entre el portafolio Observado y los portafolios asociados a las cópulas de interés.

Esto resulta como consecuencia lógica de la menor diferencia en los pesos asignados a los

diferentes activos entre los portafolios. De la misma forma que con el método de optimización

1, al comparar los resultados de las cópulas de interés, se observa que las versiones Gaussiana,

t-Student y t-Student Sesgada presentan mejores resultados en comparación con la cópula

Benchmark.
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Cuadro 11.6: Portafolio 2: estadísticos riesgo-retorno (en puntos base)

Estadístico
Optimización Método 1

Observado Benchmark Gaussiana t-Student t-Student Sesgada
Mínimo -488.171 -1,089.234 -916.270 -917.045 -920.825

Promedio 6.604 2.799 3.970 3.965 3.941
Mediana 13.394 14.966 15.884 15.923 16.393

Media Geométrica 5.829 1.218 2.762 2.756 2.724
Máximo 660.602 887.712 827.310 827.584 828.918

Desviación 124.700 176.927 154.962 155.052 155.491
VaR -188.097 -299.639 -254.546 -254.736 -255.664

CVaR -307.153 -746.783 -605.425 -606.092 -609.341
MDD -1,690.634 -3,087.257 -2,660.537 -2,662.237 -2,670.517
Sharpe 457.400 107.342 198.145 197.705 195.562

Estadístico
Optimización Método 2

Observado Benchmark Gaussiana t-Student t-Student Sesgada
Mínimo -654.082 -966.177 -872.896 -873.369 -875.443

Promedio 5.566 3.642 4.250 4.247 4.234
Mediana 11.411 16.905 15.927 15.906 15.814

Media Geométrica 4.709 2.337 3.118 3.114 3.097
Máximo 733.007 844.883 811.940 812.108 812.845

Desviación 131.000 160.926 150.077 150.129 150.356
VaR -201.859 -267.037 -244.150 -244.261 -244.747

CVaR -386.718 -647.813 -567.746 -568.160 -569.974
MDD -2,080.450 -2,769.656 -2,565.312 -2,566.352 -2,570.913
Sharpe 356.213 170.380 223.205 222.927 221.711

En términos de las distintas cópulas utilizadas para simular los log retornos y obtener los

pesos asignados a los distintos activos, se observa que, para el periodo de referencia (año

2020), si hay diferencias marcadas entre los resultados al utilizar la cópula Benchmark y las

cópulas que permiten modelar de mejor forma características como las colas pesadas, depen-

dencia en las colas y dependencias asimétricas. Sin embargo, pareciera no haber ganancias al

pasar de un modelaje que utiliza la cópula Gaussiana3 a un modelaje que utilice cópulas más

complejas como las correspondientes a las versiones t-Student y t-Student Sesgada.

Finalmente, la Figura 11.4 contiene la comparación de las trayectorias de valor de los

distintos portafolios DJ-Oro: Observado, cópula Benchmark, cópula Gaussiana, cópula t-

Student y cópula t-Student Sesgada. Se observa que tanto bajo el método de optimización 1

como bajo el método de optimización 2, el portafolio asociado a la cópula Gaussiana, cópula

t-Student y cópula t-Student Sesgada presentan un mejor desempeño que el portafolio aso-

3Equivalente a una especificación ARMA-EGARCH con innovaciones distribuidas t-Student y conjuntadas
con una cópula Gaussiana.
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ciado a la cópula Benchmark. Sin embargo, todos los anteriores son inferiores al desempeño

del portafolio Observado. La diferencia disminuye al utilizar el método de optimización 2.

Figura 11.4: Portafolio 2: trayectoria de valor

(a) Caja P1M1 (b) Caja P1M2

11.3. Portafolio de inversión 3: DJ-US Bonos

El tercer portafolio está constituido por el par DJ-US Bonos, y está caracterizado por una

asociación negativa entre ambos log retornos. En este caso, se observó que la dependencia

en las colas es baja. Luego de simular conjuntamente los log retornos con cada una de las

cópulas de interés y optimizar m = 10,000 veces el portafolio, se analiza el comportamiento

del peso asignado al activo DJ, que podría considerarse como el activo más riesgoso entre

ambos (acorde con los resultados del Cuadro 9.1).

La Figura 11.5 muestra el comportamiento del peso asignado al activo DJ, según el méto-

do de optimización, para cada una de las cópulas de interés: Benchmark (B), Gaussiana (G),

t-Student (T) y t-Student Sesgada (TS). Con el método de optimización 1 (Mean-Variance),

si se utiliza la mediana como punto de comparación, los pesos asignados por cada cópula

son muy similares, mientras que bajo el método de optimización 2 (Dependencia de cola iz-

quierda), la cópula Benchmark tiene a asignar un mayor peso del portafolio en el activo más

riesgoso DJ. Además, se observa que con el primer método (Mean-Variance), se obtienen

pesos con una leve menor volatilidad que con el segundo método.
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Figura 11.5: Portafolio 3: peso asignado al activo DJ (%)

(a) Caja P3M1 (b) Caja P3M2

El Cuadro 11.7 contiene mayor detalle sobre el comportamiento del peso asignado al ac-

tivo DJ (%) según el método de optimización. Con el método de optimización 1, se obtienen

valores para el peso del DJ (%) entre el rango aproximado del 1% hasta 27%. El comporta-

miento promedio y mediano, es muy similar entre todas cópulas. Por su parte, con el método

de optimización 2, se obtienen resultados con una leve mayor volatilidad acorde con el coefi-

ciente de variación (C.V.). En este caso, el comportamiento promedio y mediano indica una

mayor asignación de recursos al activo riesgoso DJ para el caso de la cópula Benchmark, en

comparación con el resto de cópulas.
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En el Cuadro 11.8 se resumen los resultados observados para los pesos asignados a los

activos DJ y US Bonos. Lo anterior se logra al utilizar la mediana de los resultados de las

optimizaciones realizadas con cada cópula. Además, se incluyen los pesos resultantes del

proceso de optimización utilizando los datos observados para los distintos activos durante el

año 2020. Se observa que con el método de optimización 1, todas las cópulas asignan un peso

mucho mayor al activo DJ que el resultante con el proceso que utiliza los datos observados. Lo

mismo sucede con los resultados obtenidos bajo el método de optimización 2. Sin embargo,

con este último método la diferencia es menor, excepto para el caso de la cópula Benchmark.

Cuadro 11.8: Pesos a utilizar portafolio DJ-US Bonos

Portafolio
Optimización Método 1

DJ US Bonos
Observado 2.998 97.002

Cópula Benchmark 9.452 90.548
Cópula Gaussiana 9.117 90.883
Cópula t-Student 9.114 90.886

Cópula t-Student Sesgada 9.097 90.903

Portafolio
Optimización Método 2

DJ US Bonos
Observado 3.111 96.889

Cópula Benchmark 10.344 89.656
Cópula Gaussiana 6.812 93.188
Cópula t-Student 6.752 93.248

Cópula t-Student Sesgada 6.734 93.266

Los pesos contenidos en el Cuadro 11.8 se utilizan para construir y evaluar el perfil riesgo-

retorno de 5 portafolios, los cuales corresponden a los procesos de generación de datos: Ob-

servado, Cópula Benchmark, Cópula Gaussiana, Cópula t-Student y Cópula t-Student Sesga-

da. A partir de los pesos asignados en el Cuadro 11.8 y utilizando la trayectoria observada

de los distintos activos durante el año 2020, se calculan los log retornos que un inversionista

hubiera recibido bajo cada uno de los procesos de generación de datos. Utilizando dichos

log retornos, se calculan diversas métricas que caracterizan el perfil riesgo-retorno de los

portafolios.

Al respecto, el Cuadro 11.9 contiene los resultados de los estadísticos de riesgo y retorno.

Para el caso del Valor en Riesgo (VaR), con el método de optimización 1, se observa que

el portafolio Observado obtiene un VaR de -11 puntos base. Es decir, la pérdida máxima

observada durante el periodo de interés, corresponde aproximadamente a un retorno de -

0.11% (con un nivel de confianza del 95%). Por su parte, el CVaR para el mismo proceso

obtiene un resultado de aproximadamente -19 puntos base. Es decir, el promedio de pérdidas
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observadas, que son superiores al VaR (-0.11%), corresponde aproximadamente a un retorno

de -0.19%. En las cópulas propuestas, se observa que las versiones Gaussiana, t-Student

y t-Student Sesgada presentan resultados levemente mejores en comparación con la cópula

Benchmark.

El resultado del Máximo Draw Down (MDD), con el método de optimización 1, para

el portafolio Observado, es de -117 puntos base. Es decir, la máxima pérdida de valor ob-

servada en el portafolio durante el periodo fue de aproximadamente -1.17%. En las cópulas

propuestas, se observa que las versiones Gaussiana, t-Student y t-Student Sesgada presentan

resultados levemente mejores en comparación con la cópula Benchmark.

Por su parte, la razón de Sharpe, con el método de optimización 1, obtiene resultados po-

sitivos en todos los portafolios. Presentando el mejor resultado bajo el portafolio Observado.

Al comparar los resultados de las cópulas de interés, se observa que las versiones Gaussiana,

t-Student y t-Student Sesgada presentan resultados levemente mejores en comparación con la

cópula Benchmark.

Considerando los resultados del perfil riesgo-retorno bajo el método de optimización 2, se

observa que los resultados de los estadísticos de riesgo VaR, CVaR, MDD y Sharpe son más

parecidos entre el portafolio Observado y los portafolios asociados a las cópulas Gaussiana,

t-Student y t-Student Sesgada. Esto resulta como consecuencia lógica de la menor diferencia

en los pesos asignados a los diferentes activos entre los portafolios. Además, los resultados

asociados a las cópulas Gaussiana, t-Student y t-Student Sesgada son mejores a los que se

obtienen utilizando la cópula Benchmark.
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Cuadro 11.9: Portafolio 3: estadísticos riesgo-retorno (en puntos base)

Estadístico
Optimización Método 1

Observado Benchmark Gaussiana t-Student t-Student Sesgada
Mínimo -33.865 -116.828 -112.084 -112.044 -111.806

Promedio 1.227 1.295 1.292 1.292 1.292
Mediana 1.218 1.937 1.885 1.885 1.887

Media Geométrica 1.224 1.274 1.272 1.272 1.272
Máximo 39.135 95.687 92.760 92.735 92.589

Desviación 8.106 20.683 19.938 19.931 19.894
VaR -11.226 -33.152 -31.900 -31.890 -31.827

CVaR -19.477 -78.505 -75.548 -75.523 -75.375
MDD -117.117 -285.959 -273.124 -273.015 -272.373
Sharpe 403.667 190.955 196.621 196.671 196.964

Estadístico
Optimización Método 2

Observado Benchmark Gaussiana t-Student t-Student Sesgada
Mínimo -35.048 -129.485 -79.503 -78.645 -78.400

Promedio 1.229 1.303 1.270 1.269 1.269
Mediana 1.242 2.075 1.627 1.602 1.595

Media Geométrica 1.225 1.277 1.259 1.259 1.258
Máximo 40.122 103.485 72.597 72.064 71.912

Desviación 8.247 22.687 14.941 14.814 14.777
VaR -11.570 -36.521 -23.536 -23.323 -23.263

CVaR -20.809 -86.430 -55.410 -54.882 -54.731
MDD -119.084 -320.154 -190.099 -188.207 -187.666
Sharpe 398.428 177.412 247.680 249.392 249.885

En términos de las distintas cópulas utilizadas para simular los log retornos y obtener los

pesos asignados a los distintos activos, se observa que, para el periodo de referencia (año

2020), si hay diferencias marcadas entre los resultados al utilizar la cópula Benchmark y las

cópulas que permiten modelar de mejor forma características como las colas pesadas, de-

pendencia en las colas y dependencias asimétricas. Sin embargo, pareciera no existir grandes

ganancias al pasar de un modelaje que utiliza la cópula Gaussiana a un modelaje que utili-

ce cópulas más complejas como las correspondientes a las versiones t-Student y t-Student

Sesgada.

Finalmente, la Figura 11.6 contiene la comparación de las trayectorias de valor de los

distintos portafolios DJ-US Bonos: Observado, Cópula Benchmark, Cópula Gaussiana, Có-

pula t-Student y Cópula t-Student Sesgada. Se observa que especialmente bajo el método

de optimización 2, el portafolio asociado a la Cópula Gaussiana, Cópula t-Student y Cópu-

la t-Student Sesgada presentan un mejor desempeño que el portafolio asociado a la Cópula

Benchmark. Sin embargo, todos los anteriores son inferiores al desempeño del portafolio
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Observado.

Figura 11.6: Portafolio 3: trayectoria de valor

(a) Caja P3M1 (b) Caja P3M2
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Capítulo 12

Conclusiones

Al iniciar esta investigación, se planteó la siguiente pregunta: £Pueden los modelos de

cópula capturar las características empíricas de los datos financieros de mejor manera que

una distribución normal multivariada, de forma que permitan generar proyecciones conjuntas

más realistas para la creación de escenarios? Acorde con los resultados presentados en los

capítulos anteriores, bajo el contexto de la optimización de portafolios, la respuesta pareciera

ser que sí.

La teoría moderna de portafolio ([Markowitz, 1952]), se basa en el supuesto de que los

rendimientos de cada activo financiero se distribuyen conjuntamente como una distribución

normal multivariada. Por lo tanto, el comportamiento individual o marginal de cada retorno

sigue una distribución normal. Es por esto que la estructura de dependencia entre los retornos

se puede representar plenamente a través del coeficiente de correlación lineal.

La evidencia muestra que el supuesto anterior tiende a ser falso para la mayoría de las

variables financieras, pues este tipo de variables presentan importantes sesgos negativos, va-

lores de curtosis altos, ocurrencia de eventos extremos, volatilidad no constante y estructuras

de dependencia asimétricas ([Cont, 2001]).

El uso de los modelos de cópula ayuda a sobrepasar dichas dificultades, puesto que al

separar el modelaje marginal del modelaje de la dependencia conjunta, se permite utilizar

distribuciones de probabilidad con colas pesas y curtosis altas; además, se permite mode-

lar la dependencia tanto con las métricas tradicionales (correlación de Pearson, Spearman

y Kendall) como con métricas asociadas a la dependencia en las colas (con simetría y asi-

metría). Adicionalmente, al utilizar el abordaje propuesto por [Meucci, 2011b], se permite

filtrar las variables de interés de características probabilísticamente menos relevantes como

la correlación serial y los agrupamientos de volatilidad ([Meucci, 2007] y [Meucci, 2011b]).

A partir de especificaciones ARMA-EGARCH, y el uso de modelos de cópula Gaussiana,

t-Student y t-Student Sesgada para las innovaciones, se logra simular el comportamiento de
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los log retornos observados de tres tipos de portafolios:

el primer portafolio constituido por dos activos riesgosos con dependencia positiva: los

índices accionarios DAX y DJ

el segundo portafolio constituido por un activo riesgoso y un activo seguro, con una

dependencia baja entre sí: el índice accionario DJ y el precio del Oro

el tercer portafolio constituido por un activo riesgoso y un activo seguro, con una de-

pendencia negativa entre sí: el índice accionario DJ y el precio de los Bonos del Tesoro

(US Bonos)1

Lo anterior, con el objetivo de evaluar el efecto del modelado de la dependencia conjunta

cuando se trata de dos activos con diversos niveles de asociación entre sí. Adicionalmente,

se utilizaron dos métodos de optimización, el método tradicional (Mean-Variance) y un mé-

todo robusto (Dependencia de cola izquierda), de forma que se evalúe si los resultados son

sensibles por método de optimización.

El conjunto de datos para el análisis se dividió en dos: una muestra de estimación y una

muestra de prueba. La primera contiene las observaciones desde el año 2005 al año 2019. Es

un periodo amplio que contiene tanto contracciones como expansiones de los mercados. Por

su parte, la muestra de prueba está constituida por las observaciones del año 2020, el cuál

contiene la contracción de los mercados asociada a la crisis del COVID-19. Si bien es un

periodo convulso en los mercados, permite evaluar los resultados de las simulaciones en un

contexto de posibles pérdidas conjuntas entre los activos.

Resultados observados para cada portafolio

Respecto al portafolio 1 (DAX-DJ), como primer punto se observa una marcada sensi-

bilidad en los resultados por método de optimización. La optimización por Mean-Variance

tiende a generar resultados más volátiles que los observados bajo la alternativa robusta. Sin

embargo, esta volatilidad se manifiesta de forma similar en todos los procesos generadores de

datos: la cópula Benchmark, la cópula Gaussiana, la cópula t-Student y la cópula t-Student

Sesgada. Así que dicha característica no se debe atribuir a la violación del supuesto de norma-

lidad sino a las diferencias metodológicas de cada proceso. Por su parte, el análisis del perfil

riesgo-rendimiento de cada proceso de simulación mostró que si bien las métricas de riesgo

1Específicamente un fondo ETF asociado a los bonos del Tesoro de los Estados Unidos (US Bonos) con
vencimiento entre 1 y 3 años.
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son levemente mayores que las correspondientes al proceso Observado, la eficiencia expre-

sada en la razón de Sharpe es mejor en los portafolios asociados a las cópulas. Sin embargo,

no se observa que las cópulas Gaussiana, t-Student ni t-Student Sesgada presenten mejores

resultados que la cópula Benchmark (tanto el método de optimización tradicional como en el

método robusto).

Para el portafolio 2 (DJ-Oro), también se observa una marcada sensibilidad en los re-

sultados por método de optimización. La optimización por Mean-Variance tiende a generar

resultados más volátiles que los observados bajo la alternativa robusta. En este caso, la vola-

tilidad se manifiesta con mayor intensidad en los procesos generadores de datos asociados a

la cópula Gaussiana, la cópula t-Student y la cópula t-Student Sesgada. Por lo que se podría

sospechar que ésta característica está asociada a la violación del supuesto de normalidad. Por

su parte, el análisis del perfil riesgo-rendimiento de cada proceso de simulación mostró que

la eficiencia expresada en la razón de Sharpe es mejor en el portafolio Observado que en sus

contrapartes asociados a las cópulas. En este portafolio se observa que las cópulas Gaussia-

na, t-Student ni t-Student Sesgada presentan mejores resultados que la cópula Benchmark.

Sin embargo, no se observan mejoras sustantivas en los indicadores al pasar de la cópula

Gaussiana a cópulas más complejas como la cópula t-Student y t-Student Sesgada.

Finalmente, en el portafolio 3 (DJ-US Bonos), no se observa la sensibilidad en los re-

sultados por método de optimización. La optimización por Mean-Variance tiende a generar

resultados similares para cada una de las cópulas bajo estudio. Mientras que la optimización

por dependencia de cola izquierda, muestra que con las cópula Benchmark se tiene a asignar

mayor peso en comparación con el resto de los procesos de simulación. El análisis del perfil

riesgo-rendimiento de cada proceso de simulación mostró que la eficiencia expresada en la

razón de Sharpe es mejor en el portafolio Observado que en sus contrapartes asociados a

las cópulas. En este portafolio se observa que las cópulas Gaussiana, t-Student ni t-Student

Sesgada presentan mejores resultados que la cópula Benchmark. Sin embargo, no se obser-

van mejoras sustantivas en los indicadores al pasar de la cópula Gaussiana a cópulas más

complejas como la cópula t-Student y t-Student Sesgada.

De forma general, se puede concluir que:

Para el periodo de estudio, los modelos de cópula permiten capturar de mejor forma las

características empíricas de los datos financieros, en comparación con el proceso aso-

ciado a una distribución normal multivariada (cópula Benchmark), además, presentan

mejores indicadores de riesgo y de eficiencia (razón de Sharpe)

Lo anterior se manifiesta especialmente en portafolios con mayores grados de diversi-

ficación, es decir, con niveles bajos o negativos de dependencia
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Sin embargo, la complejidad de la cópula, al menos en el periodo de estudio, parece

no aportar grandes ganancias en los resultados de optimización. Se observa que en

comparación con la cópula Gaussiana2, las cópulas t-Student y t-Student Sesgada3, no

aportan grandes ganancias en los resultados de optimización de los portafolios, bajo

ninguno de los dos métodos de optimización utilizados

Retos para futuras investigaciones

En esta investigación se presentan algunos resultados favorables para quienes consideren

utilizar los modelos de cópula en el modelaje multivariado de fenómenos financieros y está

lejos de presentar una mirada exhaustiva bajo el contexto de la optimización de portafolios.

Por ello es importante destacar los retos a considerar en futuras investigaciones:

El primero de ellos corresponde a la evaluación de la dependencia dinámica en el tiem-

po. Lo anterior se refiere a la posibilidad de que en periodos cortos de estimación, la

dependencia cambie sustancialmente. Lo anterior implica que no solo el modelo de có-

pula que mejor ajuste pueda cambiar según el periodo de estimación, sino el parámetro

de dependencia. Una posible solución es utilizar mayor cantidad de ventanas de esti-

mación con tamaños de muestra recomendables, para lo cual la Sección 13.2, podría

constituir una buena opción. Además, es posible que existan mejoras en los resultados

al utilizar copulas más complejas como t-Student y t-Student Sesgada, al incorporar de

forma más oportuna la dinámica de los mercados (es decir, la dinámica de la depen-

dencia) al utilizar mayor cantidad de ventanas de estimación.

Estudiar el comportamiento de los resultados de las optimizaciones de portafolio con un

número mayor de dimensiones. Bajo el contexto de asignación estrategica de activos,

es usual incluir índices de referencia asociados a cada tipo de activo o factor de riesgo

que se desea incluir en los portafolios. Por ejemplo, en [Patton, 2004], [Patton, 2006],

[Riccetti, 2010] y [Riccetti, 2013] la cantidad de dimensiones es d < 5.

La evaluación de los resultados se efectúa bajo un contexto de crisis. Lo anterior se

asocia al hecho de que la muestra de prueba está constituida por las observaciones

del año 2020, el cual fue afectado por la crisis del COVID-19. Es posible estudiar

el comportamiento de las proyecciones y los resultados de las optimizaciones en una

muestra de prueba que no corresponda a un periodo de crisis.

2El proceso asociado a la cópula Gaussiana contempla la especificación de innovaciones distribuidas t-
Student en los modelos ARMA-EGARCH, que se conjuntan con una cópula Gaussiana.

3Ambas con innovaciones distribuidas t-Student en los modelos ARMA-EGARCH.
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Adicionalmente, podría ser oportuno evaluar la aplicabilidad de otras familias de copu-

las que se dejaron fuera de este estudio. Como por ejemplo las cópulas arquimedianas y

las construcciones multivariadas utilizando procesos C-Vine o D-Vine ([Hofert et al., 2018])
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Capítulo 13

Anexos

13.1. Cópulas: Extensión al caso multivariado

En esta sección, se presentan algunas de las definiciones y teoremas estudiados de manera

generalizada al caso d− dimensional, donde d > 2. Conceptos como el H− volumen, el de

una función d−creciente y f i jada son extensiones directas del caso bivariado. Para mayores

detalles se recomienda al lector revisar las referencias antes mencionadas.

En primera instancia se muestran las definiciones equivalentes al caso bivariado de una

función de distribución d−dimensional, una d− subcópula y una d− cópula.

Definición 26. (Función de distribución d−dimensional) Sea d ∈ {2,3, . . .}, una función

de distribución d−dimensional (denotada como d− f .d.) es una función real H que satisface

las siguientes condiciones:

1. DomH = Rd .

2. H es d− creciente y se encuentra fijada en cero.

3. H(∞,∞, . . . ,∞) = 1.

Una función de distribución conjunta ( f .d.− con junta) es una función H para la cual existe

d ∈ {2,3, . . .} tal que H es una d− f .d.

Además, se tiene que cada marginal unidimensional de una f .d.− con junta es una fun-

ción de distribución univariada (ver Definición 6). Se denotan estas marginales unidimensio-

nales de una d− f .d. H como F1, . . . ,Fd .

Definición 27. (d−Subcópula) Sea d ∈ {2,3, . . .}, entonces una subcópula d−dimensional

(o alternativamente una d− subcópula) es una función C′ que satisface las siguientes condi-

ciones:
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1. DomC′ = S1×·· ·×Sd , donde {0,1} ⊂ Sk ⊂ I, con k ∈ {1, . . . ,d}.

2. C′ es d− creciente y f i jada.

3. C′tiene marginales (unidimensionales) {C′k}d
k=1 tales que

C′k(u) = u, para todo u ∈ Sk.

Definición 28. (d−Cópula) Una cópula d−dimensional (o alternativamente una d−cópula)

es una d− subcópula C tal que el DomC = Id , es decir, una función C : Id → I tal que :

1. Para todo u = (u1, . . . ,u2) ∈ Id

C(u) = 0, si existe i ∈ {1, . . . ,d} tal que ui = 0.

2. Si u = (1, . . . ,1,u j,1, . . . ,1) entonces C(u) = u j.

3. Para todo u, v ∈ Id tal que u� v1 se cumple que VC[u,v]≥ 02.

Teorema 12. Sea H una d− f .d. con marginales F1, . . . ,Fd . Entonces existe una única d−
subcópula C′ con dominio DomC′ = RanF1×·· ·×RanFd tal que:

H(x1, . . . ,xd) =C′(F1(x1), . . . ,Fd(d)), ∀(x1, . . . ,xd) ∈ Rd

La d− subcópula esta dada por:

C′(y1, . . . ,yd) = H(F−1
1 (y1), . . . ,F−1

d (yd)), ∀(y1, . . . ,yd) ∈ DomC′

donde F−1
k es la cuasi− inversa de Fk (ver Definición 8). Si las funciones F1, . . . ,Fd son

continuas entonces C′ es una d− cópula.

En sentido inverso, sean F1, . . . ,Fd funciones de distribución y sea C′ cualquier d −
subcópula tal que su dominio DomC′ ⊃ RanF1×·· ·×RanFd y sea H una función definida

por:

H(x1, . . . ,xd) =C′(F1(x1), . . . ,Fd(d)), ∀(x1, . . . ,xd) ∈ Rd

entonces H es una d− f .d. con marginales F1, . . . ,Fd ([Nelsen, 2006]).

Teorema 13. Toda d− subcópula puede ser extendida a una d− cópula, es decir, dada una

d− subcópula C′ existe una d− cópula C tal que:

C(y) =C′(y), ∀y ∈ DomC′

1Se tiene que si u� v entonces uk ≤ vk para todo k ∈ {1, . . . ,d} y viceversa.
2Esto quiere decir que el volumen que acumula la función C dentro del d− rectángulo definido por u y v es

mayor o igual a cero.
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Teorema 14. (Sklar) Sea H una d − f .d. con marginales F1, . . . ,Fd . Entonces existe una

d− cópula C tal que:

H(x1, . . . ,xn) =C(F1(x1), . . . ,Fd(d)), ∀(x1, . . . ,xd) ∈ Rd

Si F1, . . . ,Fd son continuas entonces C es única, de lo contrario está determinada de manera

única sólo en ∏
d
k=1 RanFk. Además la cópula esta dada por:

C(u1, . . . ,ud) = H(F−1
1 (u1), . . . ,F−1

d (ud)), ∀(u1, . . . ,ud) ∈ Id

En sentido inverso, si Ces una d−cópula y F1, . . . ,Fd son funciones de distribución entonces

la función H definida por:

H(x1, . . . ,xd) =C′(F1(x1), . . . ,Fd(d)), ∀(x1, . . . ,xd) ∈ Rd

es una d− f .d. con marginales F1, . . . ,Fd ([Nelsen, 2006]).

La Definición 29 es de gran importancia para la estimación de los modelos de cópula (ver la

Subsección 5.6), ya que a partir de la representación canónica, es posible construir la función

de verosimilitud de una cópula.

Definición 29. (Densidad c) La densidad de una cópula d−cópula C denotada como c(u1, . . . ,ud)

corresponde a:

c(u1, . . . ,ud) =
∂ nC(u1, . . . ,ud)

∂u1 . . .∂ud

y existe en casi todo el interior de Id y es no negativa.

Si F1, . . . ,Fd son funciones de distribución continuas entonces la densidad c se relaciona

a la densidad de la distribución conjunta H:

c(F1(x1), . . . ,Fd(xd)) =
h(x1, . . . ,xd)

∏
n
j=1 f j(x j)

, con f j(x j) =
dFj(x j)

dx j

Dado lo anterior, se construye la conocida representación canónica ([Cherubini et al., 2004]):

h(x1, . . . ,xd) = c(F1(x1), . . . ,Fd(xd))
n

∏
j=1

f j(x j)

La versión d−dimensional del Teorema 14 (Sklar) para variables aleatorias es inmediata

para los siguientes resultados:

Teorema 15. Sean X1, . . . ,Xd variables aleatorias con funciones de distribución F1, . . . ,Fd y
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con función de distribución conjunta H. Entonces existe una d− cópula C tal que para todo

x ∈ Rd:

H(x1, . . . ,xd) =C(F1(x1), . . . ,Fd(d))

Si F1, . . . ,Fd son todas continuas entonces C es única, de otra forma C está determinada de

manera única en RanF1×·· ·×RanFd .

Teorema 16. Para d > 2 sean X1, . . . ,Xd variables aleatorias continuas con funciones de

distribución F1, . . . ,Fd , con función de distribución conjunta H y cópula C. Sean α1, . . . ,αd

funciones estrictamente crecientes αk : R→ R. Entonces α1(X1), . . . ,αd(Xd) son variables

aleatorias (que se encuentran dentro del mismo espacio de probabilidad que X1, . . . ,Xd)

con cópula C. Es decir, C es invariante ante transformaciones estrictamente crecientes de

X1, . . . ,Xd .

Definición 30. (Cópula de Gaussiana Multivariada) Sea R una matriz simétrica y definida

positiva con diagonal diag(R) = (1, . . . ,1)′3 y sea ΦR la distribución normal estándar multi-

variada con matriz de correlaciones R. La cópula Gaussiana multivariada se define como:

CGa
R (u1, . . . ,ud) = ΦR(Φ

−1(u1), . . . ,Φ
−1(ud))

donde Φ−1 es la función inversa de la distribución normal estándar. Así como en el caso

bivariado, cuando las marginales son distribuciones normales estándar, la cópula Gaussiana

multivariada CGa genera la distribución conjunta normal estándar d−dimensional.

A partir de la Definición 30 se puede determinar la densidad cGa
R de CGa

R . Utilizando la

representación canónica (ver Definición 29) se tiene que:

1

(2π)
d
2 | R | 12

exp
(
−1

2
x′R−1x

)
= cGa

R (Φ(x1), . . . ,Φ(xd))×
d

∏
j=1

(
1√
2π

exp
(
−1

2
x2

j

))

donde | R | es el determinante de la matriz R. Se deduce entonces que:

cGa
R (Φ(x1), . . . ,Φ(xd)) =

1

(2π)
d
2 |R|

1
2

exp
(
−1

2x′R−1x
)

d
∏
j=1

(
1√
2π

exp
(
−1

2x2
j

))
3Una matriz Ap×p es simétrica si se cumple que A = A′. Es decir, los elementos arriba de la diagonal son

iguales a los elementos debajo de la diagonal. Por otra parte, una matriz Ap×p es definida positiva si es simétrica

y si y′Ay > 0 para todo y 6= 0, con y′ = (y1, . . . ,yp). La expresión y′Ay =
p
∑

i=1

p
∑
j=1

ai jyiy j se conoce como una forma

cuadrática.
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Si se permite que u j =Φ(x j), de forma que x j =Φ−1(u j). La densidad se puede reescribir

de la siguiente forma:

cGa
R (u1, . . . ,ud) =

1

| R | 12
exp
(
−1

2
ζ
′(R−1−1)ζ

)

donde ζ = (Φ−1(u1), . . . ,Φ
−1(ud))

′.

Definición 31. (Cópula de t-Student Multivariada) Sea R una matriz simétrica y definida

positiva con diagonal diag(R) = (1, . . . ,1)′ y sea TR,w la distribución t-Student multivariada

con matriz de correlaciones R y w grados de libertad:

TR,w(x1, . . . ,xd) =
∫ x1

−∞

· · ·
∫ xd

−∞

Γ
(w+d

2

)
| R |− 1

2

Γ
(w

2

)
(wπ)

d
2

(
1+

1
w

x′R−1x
)−w+d

2

dx1 . . .dxd

Entonces la cópula t-Student Multivariada se define como:

CT
R,w(u1, . . . ,ud) = TR,w(t−1

w (u1), . . . , t−1
w (ud))

=
∫ t−1

w (u1)

−∞

· · ·
∫ t−1

w (ud)

−∞

Γ
(w+d

2

)
| R |− 1

2

Γ
(w

2

)
(wπ)

n
2

(
1+

1
w

x′R−1x
)−w+d

2

dx1 . . .dxd

donde t−1
w es la función inversa de la distribución t-Student univariada con w grados de liber-

tad. Utilizando la representación canónica (ver Definición 29) se puede determinar la densi-

dad cT
R de CT

R :

cT
R,w(u1, . . . ,ud) =| R |−

1
2

Γ
(w+d

2

)
Γ
(w

2

) ( Γ
(w

2

)
Γ
(w+1

2

))d (
1+ 1

wζ
′R−1ζ

)−w+d
2

d
∏
j=1

(
1+

ζ 2
j

w

)−w+1
2

donde ζ j = t−1
w (u j).

13.2. Análisis del tamaño de muestra

Para tener una idea del tamaño de muestra adecuado para el proceso de estimación, se

realiza un breve ejercicio de simulación donde se replica el proceso que permite estimar los

parámetros de un modelo de cópula mediante máxima verosimilitud canónica (CML).

Dadas las cópulas de interés (Gaussiana, t-Student y t-Student Sesgada), se asume una

serie de parámetros de dependencia iniciales, a partir de los cuales, se simulan n observacio-
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nes conjuntas utilizando las distribuciones FC construidas con las cópulas antes mencionadas.

Luego, por medio de máxima verosimilitud canónica (CML), se estiman nuevamente los pa-

rámetros de dependencia de cada cópula a partir de los n valores simulados conjuntamente en

un proceso Monte Carlo con m=1000 repeticiones. Los parámetros de dependencia estimados

se comparan con sus contrapartes teóricos y se selecciona un valor de n que permita obtener

estimadores confiables.

El Algoritmo 13.1 describe de manera intuitiva el proceso de simulación mencionado.

En general las distribuciones marginales Fj corresponden a distribuciones estandarizadas:

normal, t-Student y t-Student Sesgada.

Algoritmo 13.1 Selección del tamaño de muestra n

Sea C una cópula d − dimensional, Fj una distribución marginal univariada y sea F̂ una
función de distribución acumulada empírica. Para n entero y positivo, se tiene el siguiente
esquema:

(1) Se define el vector de parámetros βi de cada distribución Fj, con j = 1, . . . ,d
(2) Se define el vector de parámetros ψ de la cópula C
(3) Se simulan conjuntamente n observaciones xs

j con la distribución FC,que corres-
ponde a la distribución multivariada obtenida a partir de la cópula C y las marginales prees-
tablecidas Fj

(4) Se construyen d vectores u j de tamaño n, con u j = F̂j(xs
j) (“pseudo observaciones”)

(5) Utilizando U = (u1, . . . ,ud)
′ se estima el vector ψ̂ de parámetros de C por MLE

(6) Se repite el proceso m = 1000 veces y se toma el percentil 50 de la distribución
de cada parámetro ψ̂P50

(7) Se compara el vector ψ contra su versión estimada ψ̂P50

El Cuadro 13.1 presenta los resultados obtenidos de aplicar el Algoritmo 13.1 con C =

CGaussiana, C =Ct−Student y C =Ct−Student Sesgada. Se asume que en promedio un año laboral

se compone de 252 días y se permite que n adopte valores múltiplos de 63 días (lo que

corresponde al número aproximado de días laborales en un trimestre). Para el proceso de

selección del tamaño de muestra, se identifican las magnitudes de la diferencia entre los

coeficientes de dependencia teóricos y sus contrapartes estimadas. En ese sentido, se fija

como objetivo una diferencia absoluta máxima entre los valores teóricos y sus estimadores

igual o inferior 0,01. Se observa que, la condición anterior se cumple generalmente para

tamaños de muestra superiores a 252 días bajo todas las cópulas.
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