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4. Descripcion del problema

Con el auge del internet de las cosas (IoT) y la revolucién industrial 4.0, se procura
automatizar en mayor medida la recoleccién de datos de campo y la forma en la que se
dan las operaciones en la industria [1]. Dentro de cuartos de control en las industrias
de petrdleo, energia y manufactura es comun ver a usuarios operadores interactuando
con un SCADA (supervisory control and data acquistion) o HMI (human machine interface)
en el que se recopila todo tipo de informacién para realizar procesos de control, anélisis
de datos y mejora en la toma de decisiones.

Desde el punto de vista de mantenimiento industrial, se ha tratado de
automatizar el monitoreo de mdquinas para implementar un mantenimiento
preventivo con base en datos. Este tipo de mantenimiento se conoce como CBM
(conditioned based monitoring). Su objetivo es no depender de tiempos estimados de
vida ttil o mantenimiento correctivo de elementos que ya fallaron, lo que logra reducir
el costo de mantenimiento, al prevenir incluso averias, y aumenta la produccién de la
industria al mantener la disponibilidad de los equipos para continuar operando [2]. Se
estima que usar un enfoque de mantenimiento preventivo puede ahorrar entre un
18 % y un 98 % en costos, donde se calcula que, solamente en 2016, este gasto ascendia
a los 50 billones de ddélares [3].

Existen al menos tres tipos de metodologias utilizadas para diagnosticar maquinas
hidrdulicas: el modelado fisico, el modelado con base en datos y los sistemas expertos
(con base en reglas). Especificamente, en el modelado con base en datos, el uso de
sefales de vibraciones y sonido para la extraccion de caracteristicas ha proporcionado
informacién valiosa del estado de salud de una méquina rotatoria [4, 5], por lo que
distintos autores las han utilizado en multiples contextos y con muchas variantes con
el fin de mejorar su efectividad.

Las bombas hidraulicas son mdquinas presentes en todo tipo de industria, por lo
que también en los ultimos afios se ha dado un incremento en este tipo de
investigaciones aplicadas a este contexto para determinar qué tipo de metodologia es
viable para monitorear y diagnosticar problemas. Por lo tanto, se plantea la siguiente
pregunta de investigacion: jcomo registrar sefiales de vibraciones, procesarlas y

generar modelos de aprendizaje automatico para reconocer una anomalia, como lo



es la cavitacién, en bombas hidraulicas? El fin es aprovechar las técnicas de ciencias

de la computacién para resolver problemas en este tipo de industrias.

5. Marco conceptual

Esta seccion presenta los conceptos y la terminologia necesaria para entender el
contexto de la propuesta. Los conceptos se dividen en tres temas: bombas hidraulicas,
procesamiento digital de sefiales (DSP, por sus siglas en inglés) y aprendizaje

automatico.

5.1. Bombas hidraulicas

Las bombas hidrdulicas son maquinas que se utilizan para impulsar un fluido a
través de un sistema de tuberias. Este fluido en estado liquido podria ser agua, aceite,
petroleo, lubricante o refrigerante, entre otros. Estas maquinas se dividen en dos grandes
grupos: bombas cinéticas y bombas de desplazamiento positivo [6]. En la Figura[I] se
resumen los tipos de bombas hidraulicas y su clasificaciéon. Las bombas cinéticas se
caracterizan por tener un impulsor radial que rota y descarga el fluido por medio
de sus aspas. Por otro lado, las de desplazamiento positivo, conocidas como bombas
volumétricas, desplazan un volumen fijo de fluido en cada una de sus pulsaciones.
Estas dos clases de bombas hidrdulicas tienen casos de uso distintos, por lo que su
comportamiento y curvas de desempefio también lo son.

Las bombas cinéticas y las de desplazamiento positivo tienen elementos en
comun, cabe mencionar por ejemplo cojinetes, eje, acoples y carcasa, entre otros. Por
esto, los modos de fallo pueden ser compartidos y afectar a ambos tipos de bomba
hidraulica. Algunos ejemplos de problemas con los que se enfrenta la industria son los
desalineamientos, la fatiga, las fugas, la corrosién, la sobrepresiéon y la cavitacién.
Existen estudios que categorizan hasta 19 tipos de fallas que podrian ocurrir en una
bomba [7]. Especificamente la cavitacién es un estado en el que la presién de succién es
tan baja que se forman burbujas y estas implosionan al pasar a etapas posteriores con

cambios abruptos de presién. A continuacion se detalla en que consiste este fendmeno.
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Figura 1: Clasificacién de bombas. Las bombas hidrdulicas se clasifican con base en su modo de operar: las bombas de

desplazamiento positivo donde pueden ser de movimiento rotatorio o reciprocante y las bombas cinéticas. Adaptado de [6].

5.1.1. Cavitacion

La cavitacion es la apariciéon de cavidades de vapor en un liquido inicialmente
homogéneo [8]]. Este fendmeno puede ocurrir en liquidos estdticos o en movimiento, lo
que se conoce como cavitaciéon hidrodindmica. Las vélvulas, los impulsores de las
bombas, las turbinas y los elementos con orificios angostos son algunos de los
ejemplos de elementos que tienen contacto con fluido en movimiento y que podrian
verse afectados por el fenémeno. Las cavidades o burbujas de vapor se generan
cuando la presion del liquido decrece al punto de equilibrio donde ocurre el cambio de
estado de liquido a gas. Este punto de equilibrio se conoce como presién de vapor y es
dependiente del tipo de fluido y su temperatura. La Figura 2 muestra un ejemplo de
las curvas en un diagrama de fases (s6lido, liquido y gaseoso). El punto F de la figura
se encuentra en estado liquido en su totalidad. Si se asume una temperatura constante,
al decrecer la presion se acerca el punto al limite de cambio de estado de liquido a
gaseoso. En este momento se pueden empezar a producir burbujas de gas que ante un
aumento abrupto de presién implosionan y producen el fendmeno de la cavitacién.

La cavitacion se puede clasificar en dos regimenes: un inicio de cavitacién, que
representa el umbral entre un fluido homogéneo y el estado de cavitacion, y la
cavitacién desarrollada, que implica la permanencia prolongada en este estado. Un

método para estimar el estado de cavitaciéon en un fluido es por medio del valor
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Figura 2: Diagrama de fase. Este diagrama muestra tres estados de la materia y sus cambios en funcién de la presion y la temperatura.

Adaptado de [8].

adimensional conocido como nimero de cavitacién. El nimero de cavitacién tiene
variaciones dependiendo del tipo de méquina en la que se esté calculando, pero
independiente del contexto, el ntiimero de cavitacién es una relacién entre las
presiones involucradas y las propiedades del fluido e indica el potencial de cavitacion
bajo esas condiciones. El nimero adimensional se define como

ca=PPe (1)

pv?

donde p; es la presion en la entrada de la bomba, p, es la presién de vapor, p es la
densidad del fluido y v es la velocidad del fluido en la succién de la bombea.

La cavitacion tiene un efecto indeseado en la operacién de una maquina hidrdulica,
la cual estd disefiada para trabajar con un fluido en estado liquido y completamente
homogéneo. Debido al movimiento que ocurre en estas maquinas, existen aumentos de
presion abruptos que implosionan estas burbujas de vapor. Dentro de las consecuencias
mas comunes de este fendmeno se pueden listar las siguientes: una baja eficiencia
mecdnica, un aumento de las vibraciones, un aumento del ruido, la erosion de las
paredes en las maquinas y la falla mecanica de los elementos. En la Figura[3|se muestra

un ejemplo de los efectos de la cavitacion.



A \
M7 g 2ny

— 2 . 2 RN
5182 8 84 55 s Z“‘ 521\ 222 pn "

162 63 64 g5

Figura 3: Dafio ocasionado por la cavitacién en una turbina tipo Francis horizontal. Como se evidencia en la figura, la cavitacién
ha ocasionado un desgaste significativo en casi todos los dlabes de esta turbina y como consecuencia, esta maquina requiere

mantenimiento correctivo. Fotografia proporcionada por AV Ingenieria. Sitio web https://www.avingenieria.net/

5.1.2. Estimacién de cavitacién en bombas centrifugas

Los fabricantes de bombas hidrdulicas miden la presién absoluta requerida en
la succién de una bomba con el fin de ayudar a los ingenieros en el disefio de las
tuberfas y asi minimizar el riesgo de que ocurra cavitacion una vez instalada. Este
valor se denomina carga de succién positiva neta requerida (NPSHr, por sus siglas en
inglés), algunos fabricantes usualmente la proveen usando como unidades el metro de
columna de liquido equivalente de presion (o pies en el sistema Imperial de unidades).
Durante la seleccién de una bomba, el disefiador debe tomar el punto de operaciéon y
calcular que su carga de succién positiva neta disponible (NPSHa, por sus siglas en inglés)
sea mayor que la NPSHr indicada por la curva de la bomba. La Figura ] muestra un
ejemplo del NPSHr en una curva real proporcionada por un fabricante.

El valor de NPSHa se calcula como

NPSHa = hp % hy — by — hy, 2)

donde h;, es la carga de presion estatica sobre el fluido en almacenamiento, i es la
carga por diferencia de elevacion entre el depésito de almacenamiento y la entrada de
succion de la bomba, /¢ es la carga por pérdida de presién debido a friccion y h,, es la
carga por presioén de vapor. Es posible forzar la cavitacion en la succiéon de una bomba
alterando cualquiera de estas cargas de presion, pero resulta usualmente mas practico
cerrar parcialmente las valvulas ubicadas antes de la succién de una bomba. De esta
forma aumenta el valor por carga en pérdidas por friccién /iy y asi el NPSHa disminuye.

En la seccién siguiente se introducen algunos conceptos sobre sefiales que van a



wv
o
!

—— Curva de operacion de la bomba | 1.4

Y
V]
L
T
=
N

w s

& S

! "
- -
o =
© o

Carga total (pies)
W
o
NPSHTr (pies)

N N
o w
L L

=
(%]
L

—— Curva NPSHr

T T T T 0.0
0 5 10 15 20 25 30

Flujo (gal/min)

Figura 4: NPSHr de una bomba centrifuga. Este es un ejemplo de una curva de funcionamiento de una bomba centrifuga. Es

importante notar que conforme aumenta el flujo disminuye la presién y aumenta el NPSHr. Adaptado de [6].

permitir entender los tipos de datos que se esperan analizar en este trabajo.

5.2. Procesamiento digital de sefiales

Una sefial es una descripciéon de como un pardmetro depende de otro. El tipo de
seflal mds comun es el voltaje que varia en el tiempo [9]. Se dice que una sefial es
continua cuando representa una funcién continua (con un ambito de valores
continuos). Mediante un proceso conocido como conversiéon andlogo-digital, se
discretizan las sefiales continuas en elementos individuales, lo que da como resultado
una sefial discreta que puede ser analizada numéricamente. En la naturaleza todas las
sefiales son continuas, mientras que en el procesamiento computacional se trabaja solo
con sefiales discretas. La Figura [5 muestra un ejemplo de una sefial continua y una
discreta.

Otro concepto importante es el dominio de una sefial. El dominio indica el tipo
de pardmetro utilizado por la variable independiente (eje X o abscisa). Por lo que para
sefiales medidas en tiempo, se dice que pertenecen al dominio del tiempo. Otro tipo
de dominio utilizado en esta 4rea de estudio es el dominio en frecuencia, que es una
representacion de las mediciones (eje Y u ordenadas) en términos de su repeticion.

Dentro del drea de procesamiento digital de una sefial existen diversos algoritmos
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Figura 5: Sefial continua y sefial discreta.

utilizados con distintos propésitos. Por ejemplo, algunas herramientas de uso
extendido son la convolucién, la ventana de Hamming y la transformada de Fourier
discreta, por mencionar algunas. De igual forma, el uso de estas herramientas esta
muy extendido a diversas areas y es comtn encontrarlos en aplicaciones de multiples
industrias: telecomunicaciones, militares y cientificas.

En la seccién siguiente se explica detalles en la transformada de Fourier discreta.
Se elige este método para convertir una sefial al dominio de la frecuencia, ya que
existe un algoritmo computacionalmente eficiente, preciso y frecuentemente utilizado

en aplicaciones de DSP para calcularlo.

5.2.1. Transformada de Fourier discreta

La transformada de Fourier discreta (DFT, por sus siglas en inglés) pertenece una
familia de técnicas matematicas para descomponer una sefial en sinusoides. En la
seccién se mencioné que una seflal puede ser considerada continua o discreta. Estas
sefiales también pueden ser clasificadas como periddicas o aperiddicas, asi como una
combinacién de ambas caracteristicas que resultan en cuatro categorias para sefales:
aperiddica-continua, periddica-continua, aperidédica-discreta y periédica-discreta. La
DEFT es la técnica que permite descomponer una sefial periédica-discreta.

En la teorfa, ninguna de las transformadas de Fourier permite descomponer una
sefal finita, ya que por definicién, se extiende hacia el infinito en ambos sentidos
negativo y positivo. La forma préctica de aplicar este concepto en una sefial con una
aplicacion real es definir una ventana con una cantidad finita de muestras, usualmente

una potencia de dos y asumir que esta ventana se repite con en el mismo patrén



infinitamente en ambos sentidos. Con esta aclaracion, es posible calcular la DFT en una

sefial como

N-

X, = Z x,e N 3)

n=

—_

donde x, es la muestra en el indice n y N es el total de muestras. El resultado de la DFT
es una secuencia de nimeros complejos X con indice k. Una forma alternativa de ver
esta ecuacion y separarla en su componente real e imaginario, es recordando la formula

de Euler, definida como

¢ = cos(¢) + isen(q). 4)

Por lo tanto, sustituyendo obtenemos el método de calcular DFT por medio de

correlacién [9]:

“ 2mtkn
ReXk:nZ:;‘xncos( N ) (5)
e
N-1
27tkn
Ika:—;:xnsen( N ) (6)

A pesar de que es mds usual representar niimeros complejos con coordenadas
rectangulares, en la practica resulta también ttil analizar los resultados en
coordenadas polares con una magnitud y un dngulo de desfase entre su componente
real e imaginario. Usando notaciéon polar, las ecuaciones [5| y [f| toman la forma

siguiente:

Nl

MagX; = (ReX? + ImX?) (7)
y
_ Ika
FaseX) = arctan (ReXk ) . (8)

La Figura [f| muestra una sefial con un tinico componente senusoidal a 30 Hz en el

dominio de la frecuencia, resultado de la transformacién DFT. Asimismo, se muestra
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Figura 6: Se muestra una sefal simple con un tinico componente sinusoidal (arriba) y otra con multiples componentes sinusoidales
(abajo). En la columna de la izquierda se muestran estan sefiales en el dominio del tiempo y en la columna de la derecha en
el dominio de la frecuencia. El dominio de la frecuencia proporciona informacién ttil para el andlisis de datos de secuencia,
por ejemplo en este caso, muestra de forma visual los componentes sinusoidales que conforman la sefial y todo su espectro de

frecuencias.

un ejemplo de este mismo cdlculo, pero con una sefial con muchos méds componentes
sinusoidales y, por lo tanto, similar a una aplicacion real como las que se ven en ciencia
de datos. En términos de desempefio y notacién Big-O, las ecuaciones 5|y [6|tienen una
complejidad cuadrética N2. Por esta razon, para aplicaciones reales es mas usual usar
un algoritmo mucho mas eficiente. La versiéon mas eficiente del algoritmo se conoce
como transformada rdpida de Fourier [10] (FFT, por sus siglas en inglés) y trabaja
descomponiendo una sefial del dominio del tiempo con N muestras en N sefiales con
una sola muestra. Este abordaje, en conjunto con operaciones en los arreglos permite
reducir la complejidad a Nlog, N y resulta en una alternativa muy conveniente

conforme aumenta la cantidad de muestras en una sefial.

5.2.2. Frecuencia fundamental y arménicos

En este trabajo de investigacion se usardn los armonicos para el analisis

exploratorio de datos y asi entender la naturaleza del fenémeno. Por esta razon, es
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Figura 7: En la figura de la izquierda se muestra una sefial en el dominio del tiempo. En la figura de la derecha, se muestra su
espectro en el dominio de la frecuencia. La frecuencia fundamental se encuentra en 30 Hz, mientras que sus armoénicos en 60 Hz,

90 Hz y 120 Hz.

importante entender el concepto de un armoénico para interpretar adecuadamente la
informacién que provee el dominio de la frecuencia. Todas las ondas se componen por
una combinacién de una frecuencia fundamental y armoénicos [11]. Para ilustrar el
concepto de la frecuencia fundamental, si se toma una sefial periédica con un tnico
componente sinusoidal de frecuencia f y se convierte al dominio de la frecuencia, el
espectro resultante mostrara el inico componente principal que compone a esta onda
y que se conoce como frecuencia fundamental. Por otro lado, si adicionalmente se
distorsiona esta onda con nuevos componentes sinusoidales, aquellos que sean
multiplos enteros de la frecuencia fundamental se conocen como armoénicos. En la
Figura [7]se muestra un ejemplo de un espectro que muestra la frecuencia fundamental
y otros arménicos. En la Seccién [I0.1]se le dard una explicacién a los arménicos que se
encuentren en los datos. Por dltimo, es importante mencionar que adicionalmente se
harad uso de la relacién sefial a ruido (SNR, por sus siglas en inglés) para entender
cuando los arménicos y, en general, cualquier otro elemento con informacién se ubican
en relacién con respecto al ruido que es esperado en las sefiales. El SNR se define como
la relaciéon de la media con la desviacién estdndar de la secuencia que se estd
analizando. Eso significa que entre mas pequefio sea el valor SNR, los elementos con
informacion se pierden entre el ruido y son dificiles de distinguir, incluso para un
algoritmo como el que se desea implementar. Idealmente se procura mantener una
relaciéon SNR por encima de la unidad que facilite el reconocimiento de la informacién

de interés.
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Figura 8: Ejemplo de la operacién convolucién.

5.2.3. Convolucién

La convolucién es una operacién matematica que toma dos sefiales y produce una
tercera sefial. Estos tres elementos son la sefial de entrada, la sefial de salida y la sefial
impulso. Dependiendo del tipo de aplicacion o de literatura, la sefial impulso puede
tomar distintos nombres. En este trabajo se usa el término kernel para referirse a este
elemento. Para describir el concepto simplificadamente, se descompone la sefial de

entrada, pasa por el kernel y se produce una sefial de salida. Formalmente

yln] = x[n] * h[n], )
donde x[n] es la sefial de entrada, h[n] es el kernel, y[n] es la sefial de salida y # el indice.
Formalmente de define como

M-1

ylil = Y hljlxdi - jl, (10)

j=0
donde M es el tamafio del kernel, el indice j representa el punto del kernel y el indice i
representa el punto de la sefial de entrada. Esta ecuaciéon da como resultado una sefial
de salida cuyo tamafio equivale a la sumatoria del tamafio de la sefial de entrada y
el tamafio del kernel menos la unidad. En la Figura [8/ se muestra un ejemplo de una

operacioén convolucion.

5.3. Inteligencia artificial y aprendizaje automatico

El reconocimiento de patrones en el contexto de deteccion de fallas en maquinas
sigue un proceso de al menos cinco etapas definidas [12]: la adquisicién de los datos,
el procesamiento de la sefial, la extraccion de caracteristicas, la fusién o reduccién de

caracteristicas y el reconocimiento de patrones.
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El aprendizaje automdtico es una rama de la inteligencia artificial cuyo objetivo
es lograr que un modelo aprenda de los ejemplos. Existen tres instancias en la que
el aprendizaje se puede dar a partir de datos: de forma no supervisada, de forma
supervisada y por refuerzo. En el aprendizaje no supervisado, un agente aprende de
las sefiales existentes sin que un agente externo proporcione informacién sobre estos. El
método mas comun en este tipo de aprendizaje es por agrupamiento en cliisteres, siendo
la técnica de K-medias muy utilizada en estos modelos. En el aprendizaje supervisado
un agente analiza el par entrada-salida, su relacién y aprende una funcién que vincule
ambas variables. Algunas de las técnicas utilizadas en el aprendizaje supervisado son
la regresion lineal, la regresion logistica, las redes neuronales y las maquinas de soporte
vectorial (SVM, por sus siglas en inglés). Por dltimo, el aprendizaje por refuerzo es aquel
donde un agente aprende por medio de una serie de recompensas y penalizaciones que
le indican si una accién fue correcta o no. Un ejemplo de este tipo de aprendizaje es el
proceso de decisién de Markov (MDP, por sus siglas en inglés). De los tres métodos de
aprendizaje, el no supervisado y el supervisado representan una mejor alternativa para
resolver un problema como el planteado en la pregunta de investigacion, por lo que el
enfoque de este trabajo es experimentar con estos dos aprendizajes.

La meta del aprendizaje supervisado es que de un conjunto de ejemplos N de
prueba, que relacionan entradas y salidas de la forma (x1, 1), (x2, ¥2), ...(xn, yn) y donde
existe una funcioén y = f(x) desconocida que relaciona cada salida y, lograr estimar una
hipétesis h que aproxime la funcién f descrita [13]. Para poner a prueba la exactitud de
esta hipétesis, es usual preparar dos conjuntos de ejemplos y que no han sido usados
para el entrenamiento: un conjunto de validacién cruzada y un conjunto de pruebas.
Idealmente, estos conjuntos deben mantener una misma distribucién de los ejemplos
disponibles. El objetivo de estos conjuntos de ejemplos es que la hipodtesis sea tan
generalizada como sea posible, de tal forma que también tenga un buen desempefio
con ejemplos nuevos. Existen dos tipos de problemas comunes que el aprendizaje
supervisado resuelve. Cuando la salida y representa un ntimero y el problema es
predecir un valor con base en atributos, entonces se dice que es un problema de
regresion. Por otro lado, cuando la salida y es un conjunto finito de posibles valores

(por ejemplo, estado normal o de falla), se dice que es un problema de clasificacion.
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Figura 9: Para resolver el problema de clasificacién se puede recurrir a un modelo muchos a uno. Esto significa que se tienen
multiples valores de x en secuencia cambiando con el tiempo, luego estas entradas introducen datos nuevos con cada paso de
tiempo a un nodo que acumula y procesa esta informacién (representado con u). Finalmente, la salida consiste en una sola etiqueta

y (no necesariamente binaria). Adaptado de [14].

5.3.1. Modelos de secuencia

Los datos que se analizardn en esta investigacion son de naturaleza secuencial. A
diferencia de otros modelos donde existe una relacién de un par (x,y), los datos de
entrenamiento consisten en secuencias de pares (x, y). Estas secuencias podrian ser de
varias formas, como por ejemplo, uno a uno, uno a muchos, muchos a uno o muchos a
muchos. Para el contexto de este trabajo es esperado trabajar con modelos de muchos a
uno donde se espera una cadena de datos de entrada (xi, xy, ..., x7), en donde cada dato
de entrada x comparte una relacién con su vecino y el objetivo es una tinica etiqueta de
clasificacion y. En la Figura [J]se muestra un ejemplo de un diagrama conceptual de un
modelo muchos a uno, similar al que se propone construir en este ejercicio. Es también
esperado recurrir a modelos muchos a muchos para reduccién de la dimensionalidad
de los datos de entrada, generacién de datos sintéticos y aprendizaje no supervisado,
para deteccion de anomalias. En la Figura 10| se muestra un ejemplo con el diagrama
conceptual de otro modelo, muchos a muchos, que también se pretender en este trabajo.

Las series de tiempo son una secuencia temporal. En la literatura se encuentran
distintos métodos de aprendizaje automdtico para abordar el andlisis con series de
tiempo [15]. Los primeros métodos implicaban crear una ventana deslizante que ajusta
la secuencia en forma de un par (x, y), tal que podria ser analizado por medio técnicas

como una SVM. Otra técnica es usar modelos ocultos de Markov, en donde se calculan
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Figura 10: Para construir un detector de anomalias se puede recurrir a un modelo muchos a muchos. En este caso, ingresan datos
en forma de secuencia y a la salida del modelo, la prediccién es otra secuencia de datos. La nueva secuencia puede ser del mismo

tamaro que la original o podria ser distinta y esto depende del problema que se desee resolver. Adaptado de [14].

dos modelos de probabilidad: la probabilidad P(y;, tly;, t — 1), que relaciona los valores
adyacentes de y conla probabilidad de P(x|y), que relaciona todos los valores de x con los
valores ocultos de y. Unos métodos de aprendizaje profundo usualmente usados para
abordar el problema de secuencias son las redes neuronales recurrentes (RNN, por sus
siglas en inglés) en donde se hace uso del algoritmo conocido como retropropagaciéon
a través del tiempo [16]. Dentro de las RNN existen variantes mds modernas que
logran solventar algunos problemas muy estudiados de la retropropagacién a través
del tiempo, como por ejemplo, el desvanecimiento de gradiente. Una de estas variaciones
es long short-term memory [17]. Una LSTM es una red neuronal recurrente cuyos nodos
siguen un proceso interno mas complejo con la transformacién de los datos de entrada.
Dentro de estos nodos ocurren distintas etapas, conocidas como compuertas, en donde
con un juego de pesos el nodo es capaz de olvidar cierta informacién, decidir qué datos

actualizar en la secuencia y filtrar qué datos deben salir del nodo.

5.3.2. Reduccion de la dimensionalidad y seleccién de caracteristicas

Una de las técnicas para reducir la dimensionalidad se conoce como anélisis de
componentes principales (PCA, por sus siglas en inglés). E1 PCA es un andlisis no
paramétrico que permite reducir la dimensionalidad de un conjunto de datos para
encontrar informacién dificil de descifrar con los datos crudos solamente. Es ademas
uno de los métodos mds usados de algebra lineal aplicada [18]. PCA es un método que

asume linealidad y trabaja reduciendo las dimensiones en componentes principales,
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los cuales son ortogonales entre si. Una alternativa a lineal a PCA es el andlisis
discriminante lineal (LDA, por sus siglas en inglés). LDA es un método que se clasifica
tanto como un mecanismo para reducir dimensionalidad, como una técnica de
aprendizaje automadtico supervisado. A diferencia de PCA en donde se reduce la
dimensionalidad con proyecciones, en LDA se reduce la dimensionalidad
maximizando la tasa de varianza entre las clases, lo que trata de maximizar una
separabilidad de dichas clases [19]. El algoritmo se compone de tres etapas. En la
primera se calcula la distancia entre medias de las clases, en la segunda etapa la
distancia entre la media y la muestra de cada clase y en la tercera se construye el
espacio de dimensiones reducida que maximiza la varianza entre clases y minimiza la
varianza por clase. Por otro lado, una reduccién de la dimensionalidad no lineal, se
conoce como incrustaciéon de vecinos estocdsticos distribuidos en ¢t (T-SNE, por sus
siglas en inglés) [20]. Este algoritmo toma la incrustacién de vecinos estocésticos (SNE)
y calcula distancias entre puntos con similaridades usando la distribucién t de Student.
Este abordaje permite calcular la optimizacién por medio de gradientes y resolver
problemas que la implementacién original del algoritmo enfrenta. Es importante
aclarar que T-SNE es una herramienta que sirve solo para visualizar datos con alta
dimensionalidad en dos o tres dimensiones. No se recomienda como herramienta de
proposito general, pero brinda una buena idea del comportamiento que se busca con
una reduccién no lineal. Para efectos de este trabajo, se busca hacer una reduccién no
lineal por medio de redes neuronales.

Existen multiples técnicas estadisticas para determinar correlaciéon entre las
entradas y salidas. Estas dependen del tipo de datos de entrada y salida, ya sean
categbricos o numéricos. Para este trabajo se planea seleccionar las caracteristicas de
interés por medio de la prueba F para andlisis de varianza (ANOVA, por sus siglas en
inglés). Esta prueba estadistica permite determinar si la media de dos o mas muestras
proviene de una misma distribucién o no. Es una prueba adecuada para la selecciéon
de caracteristicas cuando las variables de entrada son valores numéricos y se desea
poner a prueba su dependencia con respecto a variables categéricas. Asimismo, es una
prueba que permite calcular para dos o mds categorias, lo que resulta conveniente

para poner a prueba un caso de clasificacién binario y mdltiple.
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En la siguiente seccién se muestran los articulos de investigaciéon encontrados
que relacionan las maquinas hidraulicas, el procesamiento digital de las sefiales y la

inteligencia artificial.

6. Estado del arte

Para realizar esta propuesta, se realizaron dos revisiones la literatura. La primera
es mds general sobre el tema, se realiza en mayo del 2020 y relaciona el tema de bombas
hidrdulicas, su diagnéstico y prognosis utilizando inteligencia artificial. Esta revision
consistié en extraer articulos de investigacién, conferencias y libros de las bases de datos
ACM, IEEE ScienceDirect y Springer. Dentro de los resultados obtenidos, se encuentran
revistas con prestigio en el tema que se desea desarrollar, por ejemplo: Mechanical Systems
and Signal Processing y Measurement, ambas de la editorial Elsevier, que tiene articulos
de cuartil Q1 y Q2 en temas de instrumentacién, ingenieria electrénica, ingenieria
mecdanica, procesamiento de sefiales y computacion aplicada [21, 22]. En esta primera
revision se encuentran 64 articulos relacionados. La segunda revision es maés especifica,
se realiza en marzo de 2021 y utiliza las mismas revistas antes consultadas, pero el
andlisis del estado del arte se enfoca en aprendizaje automaético y el reconocimiento
de cavitaciéon en bombas hidrdulicas con estas técnicas. En esta segunda revision se

encuentran 13 articulos relacionados.

6.1. Inteligencia artificial y diagnéstico de mdquinas hidraulicas

Uno de los experimentos encontrados como resultado de la busqueda descrita es
la investigacion del 2005, que es a su vez una de las primeras encontradas en este tipo
de estudios [23]. Los autores usaron una SVM para encontrar patrones ante una serie
de fallas en una turbo bomba y compararon caracteristicas de forma uno a uno y uno a
muchos. Por altimo, muestran la separacion de los diferentes clisteres asociados a cada
tipo de falla en este caso.

En el 2006 se propone usar redes neuronales artificiales para seleccionar
caracteristicas de vibraciones y deteccion de maualtiples fallas en bombas de

lubricacién [24]. Este aporte demuestra como esta metodologia permite obtener
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conclusiones sin ser experto en andlisis de vibraciones. En un caso de estudio de 2007,
se propone una variacion al modelo estadistico de Markov para realizar una deteccién
temprana en fallas [25]. El modelo propuesto se diferencia del tradicional modelo de
Markov en que se segmentan las observaciones. Puesto en practica con una bomba
hidraulica, se logra estimar un remaining useful life (RUL, por sus siglas en inglés) de
elementos mecdnicos como consecuencia de su desgaste. Este caso de estudio tiene
resultados con una precision del 96 %.

En el 2009 se realiza un experimento para diagnosticar fallas en elementos
mecanicos por medio de reglas con légica difusa [26]. En el experimento usaron
bombas centrifugas en dos escenarios: uno de laboratorio y uno en campo. Los
resultados obtenidos en el laboratorio, dependiendo de si era desbalance o
desalineamiento, tuvieron precisién variable entre 54 % y 100 %. Por otro lado, con los
datos obtenidos en campo la variacién se redujo, pero también lo hizo la precisién
maxima, de 71 % a 90 %.

Un experimento en una linea de investigacién similar, pero enfocado no en fallas,
sino en evaluar consumo energético, es propuesto en el 2014 [27]. Este experimento,
mediante uso de vibraciones y presiéon del fluido, propone estimar el consumo
energético de una bomba de desplazamiento positivo, mediante tres tipos distintos de

redes neuronales. Sus resultados oscilaron entre 80 % y 99 % de precision.

Cuadro 1: Distribucién de los articulos encontrados, de la primera revisién de literatura general, por tipo de mdquina o elemento

con N = 64.

Tipo de maquina o elemento  Distribucién

Bombas (General) 45,3 %
Madquinas rotatorias (General) 3,1%
Engranes 9,4 %
Motor 18,8 %
Cojinetes 23,4 %

En el 2017 se propone una herramienta llamada SpotCheck, la cual se compara contra
una SVM [28]]. Este experimento es novedoso, ya que utilizan un campo magnético en

vez de otras sefiales tradicionales para monitorear los estados operativos (no falla). Con
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Cuadro 2: Distribucién de los articulos encontrados, de la primera revisién de literatura general por tipo de falla con N=64.

Estado Distribucion
Normal 3,1%
Cavitacion 12,5 %
Desalineamiento 15,6 %
Falla en elemento 68,8 %

esta metodologia logran obtener precision de entre 84 % y 97 %. Por ultimo, Siano et
al. [29], muestran que una bomba de desplazamiento positivo cambia su respuesta en el
dominio de la frecuencia ante cavitaciéon en la maquina. Los resultados de este estudio
son principalmente cualitativos, ya que no se hace una comparacioén o un andlisis de
precision de técnicas de reconocimiento de patrones.

Ademés de los articulos de investigacion, se encuentran dos articulos de revision
de literatura relacionados con el &rea de estudio, que proporcionan una guia
metodolégica de como distintos autores han llevado a cabo este tipo de experimentos
y qué trabajo futuro relacionado es sugerido [12, 30]. En la revisién de diagnoéstico y
prognosis en bombas centrifugas, los autores agrupan sus resultados sobre el estado
del arte en tres categorias: métodos de modelado fisico, modelado por datos y
modelos basados en conocimiento. De ellas, el modelado por datos corresponde al
monitoreo por medio de andlisis estadistico y técnicas de aprendizaje, donde
principalmente se analizan redes neuronales y sus variantes. En la revisiéon de sefiales
para el diagnoéstico de fallas hidrdulicas, los autores de igual forma distribuyen las
metodologias en las mismas tres categorias, con la diferencia de que al modelo basado
por datos se le llama métodos basados en sefiales. Este articulo detalla los pasos
conceptuales a seguir que han usado distintos autores para extraer datos, procesar
sefiales y tomar decisiones con base en técnicas de inteligencia artificial. Esta revision
de literatura analiza un 4drea mds grande de estudio: sistemas hidrdulicos como
bombeas, cilindros, vélvulas y motores. Finalmente, proponen un listado de problemas
claves a resolver en el monitoreo de sistemas hidraulicos, en los que casos operativos
particulares presentan problemas en el reconocimiento de patrones, por lo que

sugieren técnicas usadas en otras aplicaciones, como reconocimiento de imégenes,
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Figura 11: Distribucion de las investigaciones encontradas en la segunda revisién de literatura mas especifica y que relacionan las
palabras claves aprendizaje automdtico, bomba y cavitacién. Se encuentra un total de trece investigaciones dentro de los repositorios
usados desde el afio 2000 hasta marzo de 2021. Se ve un incremento en este tipo de investigaciéon en afios recientes. Estos estudios

fueron usados para establecer el trabajo futuro de este proyecto de investigacién.

para indagar posibles soluciones.

Del ejercicio de revision de literatura se encuentran 64 articulos relacionados con
el monitoreo de bombas hidrdulicas y técnicas de inteligencia artificial. Estas
investigaciones se dividen en articulos de monitoreo de elementos mecédnicos que
podrian ser parte de una bomba y articulos exclusivamente de bombas hidréulicas. La
distribucién de estos experimentos por tipo de médquina o elemento se muestra en
detalle en el Cuadro(I]y por tipo de falla en el Cuadro[2] Por tltimo, dentro de algunos
de los desafios mencionados en los estudios anteriores destacan la complejidad que
existe en clasificar fendmenos hidrdulicos y extraer la informacién de interés de las
sefiales. Para ello, se han propuesto diversos métodos para optimizar la extracciéon de
caracteristicas, algoritmos de clasificacion, uso de técnicas combinadas y la

exploracion de técnicas utilizadas en otros contextos.

6.2. Aprendizaje automatico y reconocimiento de cavitaciéon

Se encuentran estudios que relacionan cavitaciéon con aprendizaje automatico. Un
mismo equipo de investigacion realizé dos experimentos relacionados con una bomba
centrifuga: reconocimiento por medio de una SVM [31] y comparacion entre la SVM y
la técnica de K-vecinos mds proximos [32]. En ambos trabajos se utilizan caracteristicas

tradicionales en ingenieria como lo son velocidad, presién y flujo, para el entrenamiento
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supervisado de los modelos. De estos trabajos los autores concluyen que la SVM es una
mejor solucioén, incluso con pocos datos disponibles.

Otro equipo de investigacion también realiz6é dos experimentos con cavitacion. El
primero en el 2012, se realiza una comparacién del algoritmo genético Gene Expression
Programming (GEP, por sus siglas en inglés) con una SVM y una variante 1lamada
Proximal SVM [33]. Esta comparacion utiliza caracteristicas estadisticas para entrenar
los modelos: promedio, desviacion estdndar, curtosis y asimetria. En el 2014 realizan
otra comparacién, pero esta vez poniendo a prueba diferentes técnicas de reduccién
de la dimensionalidad con la intencién de medir su efecto en la exactitud de modelos
tradicionales como los &rboles de decision, el clasificador bayesiano, las redes bayesianas
y los K-vecinos mds préximos [34].

Un experimento propone una alternativa con un modelo no supervisado [35]. Este
experimento realiza primeramente etapas de convolucién 2D para procesar los
espectrogramas resultantes de las vibraciones como imdagenes, luego se realiza una
reducciéon de la dimensionalidad hasta dos dimensiones y concluye con un
agrupamiento K-medias para las distintas anomalias (incluyendo cavitacién). Este

experimento muestra de forma visual los distintos cltsteres formados por el algoritmo.

Cuadro 3: Distribucién de los articulos revisados por tipo de aprendizaje con N = 19.

Técnica Aprendizaje Distribucién
SVM Supervisado 42,0 %
ANN (General) Supervisado 26,3 %
K Vecinos mds cercanos Supervisado 10,5 %
CNN (1D) Supervisado 5,3 %
Arboles de decisiéon Supervisado 5,3 %
Random forest Supervisado 5,3%
K-Medias No supervisado 5,3 %

Tres experimentos se enfocan en abordar la clasificacion de dos problemas
concretos: el bloqueo de la bomba y cavitacion. Estos experimentos fueron realizados
en el mismo banco de pruebas por diversos autores [36,37,138] y se analizaron distintas

caracteristicas, entre las que destacan las siguientes: velocidad, presién y vibraciones.
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Estas mediciones fueron analizadas y entrenadas en el dominio del tiempo por medio
del promedio, la desviaciéon estdndar y la kurtosis. Por dltimo, entre los modelos
utilizados se encuentran las redes neuronales simples y algunas variantes de las SVM.

En resumen, del segundo ejercicio y actualizacién de revision de literatura, se
encuentra un total de trece investigaciones donde los autores realizaron reconocimiento
de cavitaciéon. En dos casos el estudio se desarrollé con una bomba de desplazamiento
positivo, mientras que el resto fueron usando bombas centrifugas. La distribucién de
estas investigaciones se muestra en la Figura [11| para las tltimas dos décadas. Del
total, se encuentra que tres estudios utilizaron DFT para la conversiéon al dominio de la
frecuencia, mientras que solamente en un estudio se utiliza transformada wavelet (CWT,
por sus siglas en inglés). El resto de los estudios se enfocaron en utilizar caracteristicas
basadas en estadistica descriptiva o variables propias de ingenieria: flujo, presién o
corriente eléctrica. En cuanto al tipo de aprendizaje utilizado, se encuentra que doce
investigaciones utilizaron aprendizaje supervisado y solo una investigacién uso no
supervisado para detectar anomalias por medio de agrupamiento. En el Cuadro [3| se
muestran todas las técnicas encontradas en los trece articulos y la distribucién sobre su
uso en los mismos.

Con base en las revisiones de literatura, las conclusiones y la direccién del trabajo

futuro propuesto, se indica a continuacién la motivacion para realizar este trabajo.

7. Justificaciéon

Este trabajo de investigacion propone una metodologia para recolectar sefiales de
vibracién de bombas hidraulicas, extraer informacién, realizar un diagnéstico sobre el
estado de la mdquina y encontrar anomalias. En este contexto, sigue la linea que se
muestra en los experimentos vistos en las revisiones de literatura, donde se evidencia
el auge de la inteligencia artificial en el monitoreo de elementos mecanicos, en su gran
mayoria elementos rotatorios como cojinetes y ejes.

Especificamente, en el drea de aprendizaje automatico y el reconocimiento de
cavitacion se encuentra que los distintos experimentos mencionados en la Seccién

consiguen en su mayoria buena exactitud en la clasificacién, aunque se omiten otras
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métricas para el anédlisis del error como la precisién y la exhaustividad. También, no en
todos se indica la naturaleza de las caracteristicas usadas en detalle, principalmente
cuando son en el dominio de la frecuencia y se encuentra que aproximadamente la
mitad de los experimentos utilizaron caracteristicas propias de la estadistica
descriptiva. Por otro lado, entre los modelos encontrados cabe recalcar las redes
neuronales, algunas variantes como el perceptrén multicapa o redes convolucionales y
mayoritariamente las SVM. Sin embargo, no se encuentran estudios detallados sobre el
abordaje del problema como modelo de secuencia y con técnicas cémo las redes
neuronales recurrentes. Tampoco se encuentran estudios implementando
autocodificadores para deteccién de anomalias. Por lo tanto, se propone usar sefiales
de vibracion como series de tiempo en el entrenamiento de redes neuronales
recurrentes con sus variantes mas modernas, como las LSTM, para asi generar datos y
conocimiento sobre la aplicaciéon de estas técnicas en el contexto de mdéquinas
hidrdulicas, siendo asi un estudio multidisciplinario. Otros autores ya han demostrado
que la cavitacién cambia la forma de las sefiales de vibracién en el dominio de la
frecuencia, por lo que resulta conveniente usar este hecho como punto de partida y
enfocar el trabajo de investigacion en la experimentacién con los algoritmos a usar en
el procesamiento de las sefiales, la implementaciéon de diversas arquitecturas en los
modelos y el procesamiento de las caracteristicas. De igual forma serd valioso
experimentar con técnicas de reducciéon de la dimensionalidad, lo cual influye en el
costo computacional, con el fin de encontrar soluciones eficientes. Por tltimo, como se
comento en la Seccion [ de este documento, al nacer este trabajo de la necesidad de
bajar costos y al ser la cavitacion un problema con impacto en el mantenimiento
industrial, se presenta una oportunidad para realizar un aporte a las industrias que
usan este tipo de maquinas.

La siguiente seccién describe la intencion de este trabajo de investigacién y los

objetivos especificos necesarios para lograrla.
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8. Objetivo

8.1. Obijetivo general

El objetivo general de este trabajo es desarrollar un modelo para reconocer
cavitacién como una anomalia en bombas hidrdulicas mediante sefiales de vibraciones

y técnicas de aprendizaje automatico.

8.2. Obijetivos especificos

Los objetivos especificos son los siguientes:

1. Disefiar una metodologia para adquirir datos de vibraciones, procesar las sefiales

crudas y reconocer cavitacion a partir de modelos en bombas centrifugas.

2. Disefiar un experimento para simular estados operacionales en un banco de

pruebas con una bomba centrifuga.

3. Construir un modelo de clasificacion binario para el estado de una bomba

centrifuga.
4. Construir un modelo para deteccién de anomalias en una bomba centrifuga.

5. Analizar la precision, la exhaustividad y la generalizaciéon de los modelos en el

contexto de clasificar cavitacién y detectar anomalias en bombas centrifugas.

9. Metodologia

En esta seccion se describe el plan a seguir para realizar este trabajo de investigacién
y cumplir con cada objetivo especifico. Como se indic6 en la seccién de marco tedrico
y en las revisiones de literatura relacionadas, las etapas que se van a desarrollar son

adquirir los datos, procesar las sefiales, reducir las caracteristicas y entrenar los modelos.

9.1. Adquisicién de datos

La adquisicién de datos en campo se realiza con sensores y convertidores analogo-

digital incluidos en tarjetas electrénicas especializadas. De acuerdo con la revisién
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Figura 12: Modulo de adquisicién de vibraciones modelo SAB de la marca ADASH.

de literatura, los sensores mds comuinmente usados son acelerémetros, sensores de
presion, sensores de flujo y micréfonos especializados. Los parametros principales que
permitirdn la seleccién apropiada de una tarjeta electrénica son la resolucién, la tasa
de adquisicién de datos, la cantidad de sensores y el bus de transferencia de datos. La
resolucion del convertidor andlogo-digital habitual en la medicion de sefiales mecanicas
es de 12 o 24 bits. Es importante garantizar una discretizaciéon granular de la sefial
como para medir cambios muy pequefos. Existe evidencia de autores que han podido
recopilar informacién con resultados satisfactorios usando 12 bits [39]. El criterio de
seleccion de la tasa de adquisicién de datos se basa en la teoria descrita por Smith [9],
en donde se indica que la tasa debe ser al menos el doble de las frecuencias de interés.
Por ualtimo, experimentos anteriores muestran que algunos autores han instalado una
cantidad variable desde 1 hasta 5 sensores distribuidos entre la bomba, el motor y la
estructura [39].

En este experimento se usard un médulo de adquisicion de vibraciones modelo
SAB de la marca ADASH, el cual cumple con los requerimientos descritos. La Figura[I2]
muestra una fotografia del médulo. Algunos autores han demostrado que la cavitacién
podria estar presente en dmbitos bajos del espectro como 10-500 Hz [40, 41]. Otros
autores coinciden, pero incluso amplian el &mbito hasta 20 kHz inclusive [42]. Para
efectos de este ejercicio se ajusta la tasa de adquisiciéon de datos a 8192 Hz, ya que es una
potencia de dos lo que facilita su procesamiento en las etapas siguientes y como se vera
en la secci6n[I10.1]de anélisis de datos, es lo suficientemente elevada como para adquirir
el espectro de frecuencias deseado en el banco de pruebas del experimento. El banco

de pruebas a usar es un modelo HM 150.04, de la marca GUNT Hamburg y propiedad
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Figura 13: La bomba centrifuga y el banco de pruebas a usar en la adquisicién de datos. Este equipo es propiedad de la Escuela de

Ingenieria Mecdnica de la Universidad de Costa Rica.

de la escuela de ingenieria mecanica de la Universidad de Costa Rica. Este banco de
pruebas tiene instalada una bomba centrifuga modelo JESX6 de la marca EBARA. Esta
bomba tiene una sola entrada en la succién y una sola salida en la descarga. El motor se
encuentra acoplado al mismo nivel que la bomba, por lo que se considera una bomba
horizontal, el eje que une al rotor del motor es el mismo que estd unido al impulsor,
por lo que no hay acople entre ejes, y el impulsor mide 104 mm con una cantidad de 6
alabes. La Figura [13 muestra una fotografia del sistema completo junto con su bomba.
El fabricante de la bomba centrifuga proporciona una curva de funcionamiento, la cual
se muestra en la Figura[I4]y se convierte al sistema internacional de unidades (SI) para
este documento. Esta curva es el resultado de pruebas de laboratorio realizadas por el
fabricante y solo aplica para una velocidad de giro de 2800 revoluciones por minuto

(rev/min).
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400 = (Curva real de la bomba a 2800 rpm

Flujo volumétrico (m3/h

Figura 14: La bomba centrifuga usada en el experimento es una Ebara JESX 6 con seis dlabes. Su curva de operacién presion-flujo
volumétrico sigue el patrén esperado de una bomba centrifuga. La curva es dependiente de la velocidad de giro. Curva adaptada

de [43].

9.2. Cavitacion de la bomba hidraulica

Para cumplir con el segundo objetivo especifico se debe recolectar datos de labomba
en su estado operativo normal y bajo los efectos de la cavitacién. Se define el estado
normal como un punto en la curva donde el NPSHr es potencialmente bajo y en donde
usualmente las bombas hidraulicas tienen su punto operativo con una alta eficiencia.
Para este ejercicio, este punto se define aproximadamente a 200 kPa y 2 m3/h. Puesto
que es un banco de pruebas, la tuberia no puede ser modificada y por lo tanto el NPSHa
es un valor fijo. Esto nos limita a solo dos mecanismos posibles para potencialmente
aumentar el NPSHr de la bomba y aumentar la probabilidad de que la bomba entre en
cavitacion. La primera alternativa es aumentar la velocidad de giro de la bomba, para
asi desplazar la curva del fabricante “hacia arriba y extendiendo hacia la derecha". El
otro método es abrir més la vélvula de descarga, tal que el flujo volumétrico aumente,
disminuya la presién de descarga y aumente el NPSHr. En la Figura [15) se muestran
los mecanismos concretamente para este banco de pruebas. Asimismo, en la Figura
se ilustra como cambian las curvas y los puntos de operacién con estas alternativas.
Se toma la decision de mantener la velocidad de giro de la bomba como constante en

2800 rev/min y se abre la valvula para inducir cavitacion. El punto elegido como estado
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Figura 15: Los dos mecanismos disponibles para modificar el estado operativo de la bomba hidraulica. En la fotografia de la
izquierda se muestra un variador de frecuencia con el cual es posible aumentar o disminuir la velocidad de giro de la bomba. En

la fotografia de la derecha de muestra la valvula de descarga que regula el flujo de agua a la salida de la bomba.

de cavitacién corresponde aproximadamente a 110 kPa y 2,7 m®/h. En la Figura [17]se
muestran ambos puntos en la curva.

En vista de que la tasa de adquisicion es de 8192 muestras cada segundo, se decide
recolectar durante tramos cortos de tiempo. Los pasos a seguir para la toma de datos

fueron los siguientes:

= Se inicia el banco de pruebas a 2800 rev/min. Se abre la apertura de la valvula al

punto definido como operacién normal.

= Se recolectan datos por 1 minuto. En todas las recolecciones se confirma que la

cantidad de muestras coincida con la tasa de adquisiciéon antes de proceder.
= Se recolectan datos por 1 minuto adicional en estado normal.

= Luego se ajusta la apertura de la vélvula a la posicién definida como operacién

con cavitacion.
= Se recolectan datos por 1 minuto. Se confirman los datos.
= Se recolectan datos por 1 minuto adicional.

= Se ajusta la valvula nuevamente a la posicién normal. Se inicia la recoleccioén por
20 segundos. Luego se abre la vélvula a la posicién de cavitacion por 20 segundos.
Por ultimo, se regresa la valvula a la posicién normal por otros 20 segundos. Esta
prueba se denomina combinada y el tiempo de cada estado es aproximado. El
objetivo es poder visualizar facilmente el cambio de estado en una misma toma

de datos.
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Figura 16: Distintas curvas de operacién. Se muestra la curva operativa de la bomba a distintas revoluciones de giro. El punto A
corresponde al traslado del punto operativo al aumentar la velocidad de giro. El punto B corresponde a abrir més la valvula para

aumentar el flujo. El punto C es la combinacién de ambos mecanismos descritos.
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Figura 17: Puntos de operacién escogidos para este experimento. El punto normal corresponde a 200 kPa y 2 m®/h. El punto de
cavitacién corresponde a 110 kPa y 2,7 m3/h. Estos puntos son vélidos tinicamente para una velocidad de giro de 2800 rev/min.
El fabricante no proporciona una curva exacta de NPSHr, por lo que se estima con fines ilustrativos de como aumenta su valor

requerido.
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En total se realizan cinco tomas de datos en momentos distintos, para un total de
5 minutos y lo que se traduce en 2457600 de muestras por eje. La toma de datos se

distribuy6 de acuerdo con el Cuadro

Cuadro 4: Distribucion de la recoleccion de datos

Estado Tiempo (min) Muestras
1 Normal 1 491520
2 Normal 1 491520
3 Cavitacion 1 491 520
4 Cavitacion 1 491520
5 Combinado 1 491520

9.3. Procesamiento de las sefiales y seleccion de las caracteristicas

Este trabajo de investigacion aborda el problema desde el dominio del tiempo y
el dominio de la frecuencia. Algunos modelos procesaran los datos de una forma u
la otra. Para preparar los datos con el fin de extraer caracteristicas del dominio de la
frecuencia primero se recorre la serie de tiempo con una ventana deslizante de 512
muestras, luego a cada ventana se le aplica un filtro con una ventana de Hamming
para aplanar los extremos, seguido por un filtro de media para centrar con respecto a
cero y por ultimo se transforma al dominio de la frecuencia usando el algoritmo FFT.
Esto da como resultado una matriz de 2048 muestras con 4096 frecuencias discretas
por cada categoria. Como el problema de clasificacién es binario, la matriz resultante
es de 4096x4096. El siguiente paso es seleccionar aquellas frecuencias que aportan
informacién que permita clasificar estas sefiales, por lo que cada frecuencia se somete a
una prueba-F ANOVA. Como regla general en el abordaje de seleccién de caracteristicas
se consideran como las més relevantes para la resolucién del problema aquellas que
tienen un valor-F alto y se descarta el resto. Con el fin de no perder generalidad en el
modelo, se decide continuar con al menos mil caracteristicas, lo que permite conservar
informacién de las frecuencias ubicadas a lo largo de varios d&mbitos de interés del

espectro. Esta herramienta es de gran ayuda para descartar componentes sinusoidales
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Figura 18: El resultado del anélisis de varianza le asigna un valor-F alto a aquellas frecuencias del espectro que permiten diferenciar

si una bomba se encuentra en estado de cavitaciéon o no.

cuyas frecuencias se encuentran presentes en ambos estados y que no proporcionan
informacién para separar una categoria de la otra. De igual forma permite reducir el
costo computacional al eliminar cientos de frecuencias innecesarias para este anélisis. La
Figura [I§ muestra el resultado del proceso de seleccién de caracteristicas. El resultado
de este procedimiento es una matriz de 4096 x 1000. Con el fin de visualizar este
procedimiento se presenta un diagrama de concepto en la Figura[19]

El procesamiento de la sefial en el dominio del tiempo se realiza de forma distinta.
Se tienen tres sefiales de entrada, una por cada eje x, y, z. Cada una de estas sefales
podria pasar o no por una capa de convolucién 1D, para luego pasar por una red LSTM.
El objetivo es conseguir una reduccién de la dimensionalidad hasta obtener un vector
reducido que representa cada categoria. Seguidamente este vector de caracteristicas
podria ser usado en un modelo de clasificacion con LSTM o un decodificador para
el caso de los modelos para deteccién de anomalias. En la Figura 20| se ilustra este
procedimiento en detalle.

En las siguientes dos subsecciones se detallan las arquitecturas, los parametros y

los hiperpardmetros elegidos para los modelos.
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Figura 19: Metodologia para la preparacién de datos en el dominio de la frecuencia. En el primer paso, una ventana deslizante
recorre la totalidad de los datos y los separa. En el segundo paso se aplica un filtro con una ventana de Hamming y un filtro de
media. En el tercer paso se muestra el resultado de los pasos anteriores. En el cuarto paso se agrupan para someter los datos a una
prueba-F ANOVA. El quinto paso muestra el resultado de la prueba. En el sexto paso se toman las mil frecuencias més relevantes

de cada muestra para formar el conjunto de datos de entrenamiento y validacién cruzada.
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Figura 20: Metodologia para la preparacion de datos en el dominio del tiempo. En el primer paso los datos de los tres ejes se
fraccionan en muestras de 4096 pasos cada una. En el segundo paso, para algunos modelos se aplica una ventana deslizante con
un Kernel para convolucién. En el tercer paso se reduce la dimensionalidad hasta obtener un vector de caracteristicas. En el cuarto
paso se reconstruye las sefiales originales. Finalmente, en el quinto paso se usa el mismo vector de caracteristicas obtenido en el

tercer paso y se suministran a una red neuronal como clasificador.



33

9.4. Modelos de clasificacion

Para cumplir el tercer objetivo especifico, se construyeron cuatro modelos para
clasificacién: dos modelos que procesan datos en el dominio de la frecuencia y dos
modelos que procesan datos en el dominio del tiempo.

El primer modelo que se construye es una SVM (maquina de soporte vectorial)
para analizar los datos en el dominio de la frecuencia resultado de la prueba-F ANOVA.
Este modelo se elige principalmente para realizar el ejercicio encontrado en la revisién
de literatura, donde hay extensa documentacién del uso de SVM para maquinas en
general. Como pardmetro se elige un kernel lineal y como hiperpardmetro el factor
de regularizacion se conserva por defecto igual a la unidad. En la Seccién con el
analisis exploratorio, se encuentran indicios de que el problema de clasificacién binaria
puede ser resuelto con la separacion del hiperplano.

El segundo modelo es un LDA (analisis discriminante lineal) y también recibe como
datos de entrada las frecuencias procesadas. En el caso de clasificacién binaria, el LDA
requiere de un solo discriminante para separar las clases y, por lo tanto, la proyeccién
final es de una dimensién. En este caso, el tnico parametro de entrada es la cantidad
de caracteristicas para el entrenamiento del modelo. A diferencia del primer modelo, se
encuentra que la proyecciéon LDA se beneficia de una mayor cantidad de caracteristicas
provenientes del paso anterior con la prueba-F de ANOVA, por lo que se aumenta a
3000 caracteristicas, distinto de las 1000 caracteristicas mencionadas en la Seccién 9.3
sobre la seleccién de frecuencias.

El tercer modelo corresponde a una red neuronal recurrente. Este modelo recibe
como entrada los datos en el dominio del tiempo de los tres ejes, por lo que es
multivariante. Primeramente, inicia con capas de convolucién 1D de las secuencias
originales. La cantidad de filtros para el kernel y su tamafio son respectivamente de 64
y 32 en la primera capa y 32 y 16 en la segunda capa. Estos pardmetros se eligen con
base en buenas practicas exploradas por otros autores [44], en donde se indica que los
valores deben ser proporcionales a la tasa de adquisiciéon de datos y no menor que 10
cuando Af es igual a 1 Hz. Se mantienen valores con potencias de dos por consistencia
con otros valores elegidos. El paso de la ventana deslizante (en este caso refiriéndose al

pardmetro conocido como stride) se mantiene fijo en cada capa e igual a 2. Esto permite
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que, a la salida de cada capa, el nuevo vector resultante se reduzca a la mitad. El vector
resultante ingresa a una capa LSTM para resolver el problema de clasificacién donde y
cuya salida es una capa densa con un solo nodo con funcién sigmoide para
clasificacion binaria. Se elige como funcién de pérdida entropia cruzada binaria por
recomendaciéon de la biblioteca usada para este tipo de problemas. Entre los
hiperparametros mas destacados, se afiade una capa de dropout igual a 0,5 que permite
regularizacion y que obliga a la red a solo retener el 50 % de la capa anterior. Este paso
tiene como objetivo disminuir la probabilidad de tener un modelo con alta varianza.
Se introduce un mecanismo para detener el entrenamiento temprano, por lo que si el
aprendizaje no produce una mejoria en la exactitud por al menos 10 iteraciones,
entonces se detendra. Esta estrategia no solo reduce el tiempo de entrenamiento, sino
que ademads se considera como otro mecanismo de regularizacion [45]. Por tltimo, la
tasa de aprendizaje se conserva con el valor por defecto de la biblioteca e igual a 0,001,
ya que resulta un paso adecuado para la optimizacién. En la Figura [21{se muestra esta
arquitectura.

El cuarto modelo es similar al tercer modelo, pero en las primeras capas se
reemplaza una capa de convolucién por una capa LSTM que reduce la salida hasta un
vector de tan solo 64 pasos. Las siguientes capas profundas son igualmente LSTM
anidados, los cuales mejoran el aprendizaje durante el entrenamiento. Todos los
demds pardmetros e hiperpardmetros se conservan igual al del segundo modelo,
exceptuando la tasa de aprendizaje, ya que después de prueba y error, el valor por
defecto impide que la optimizacién alcance el minimo local, por lo que se elige un

valor diez veces menor: 0,0001. En la Figura 22| se muestra esta arquitectura.

9.5. Modelos de deteccion de anomalias

Para cumplir con el cuarto objetivo especifico se entrenaron un total de dos modelos
para detecciéon de anomalias. Ambos modelos son autocodificadores con una etapa de
reduccién de la dimensionalidad hasta un vector de caracteristicas y una etapa de
reconstruccién de la sefial.

El primer modelo, en la Figura inicia con dos capas de convolucién 1D

exactamente igual que el primer modelo de clasificacion hasta la capa con el vector de
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Figura 21: Arquitectura del modelo de clasificacién usando convoluciéon 1D. En las primeras capas se procesa por medio de

convoluciones y una ventana deslizante. Luego es seguido por una red LSTM que se encarga de resolver el problema de clasificacién.
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Figura 22: Arquitectura del modelo de clasificacién usando convolucién 1D y LSTM anidados. En las primeras capas se procesan

las secuencias por medio de una convolucién 1D y luego una red LSTM anidados hasta culminar en una capa densa para la

clasificacion.
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caracteristicas. Luego, en la etapa de reconstruccion, se invierten las convoluciones por
medio de convoluciones transpuestas 1D hasta llegar al tamafio original de la serie.
Los pardmetros de kernel y tamafio de kernel se eligen con los mismos criterios antes
expuestos. Considerando que este problema no es una de clasificacioén, si no que de
regresion, entonces se elige como funcién de pérdida el error absoluto medio (MAE,
por sus siglas en inglés) y es quien mide el error entre lo que entra y sale del
autodecodificador.

El segundo modelo de deteccién de anomalias se muestra en la Figura [24] Tiene
etapas de reduccién de la dimensionalidad exclusivamente con redes LSTM anidadas y
reduciendo con potencias de dos. Finalizada la salida del codificador, por particularidad
de la biblioteca, se requiere de una capa intermedia que una ambos LSTM con una
funcién RepeatVector. Esto permite que la entrada del decodificador inicie con una
matriz de 3 dimensiones. Luego, la etapa de reconstruccién corresponde nuevamente a
redes LSTM anidadas, pero con la cantidad de nodos en orden inverso, lo que da como
salida series de tiempo con la misma cantidad de datos que los originales. Nuevamente
se elige MAE como funcién de pérdida. Todos los demds pardmetros e hiperparametros
se mantienen como los modelos anteriormente descritos.

Cualquier pardmetro o hiperpardmetro no explicitamente mencionado en esta
seccién, se elige su valor por defecto de acuerdo con las bibliotecas de Keras y

TensorFlow en sus versiones 2.9.0 y 2.7.0 respectivamente.

9.6. Modelo con simulaciones

Una estrategia recomendada por algunos autores es preparar el conjunto de datos
para que reflejen los escenarios que esperamos ver en el futuro y en los que se busca
que los modelos vayan a tener un buen desemperio [45]. Por esta razén se trata de
simular otros problemas no vistos en nuestra recolecciéon de datos, pero que se
describen en la literatura [46] y usando como base los datos normales recolectados en
campo. Para simular el problema de desalineamiento, se le agrega a la sefial original
un componente sinusoidal a exactamente 2x la frecuencia fundamental, lo que resulta
en un armonico en esta frecuencia. También se simula el problema de soltura entre

distintos elementos, por lo que se afiaden otros componentes sinusoidales de 3x a 9x
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Figura 23: Arquitectura del modelo de deteccién de anomalias con reduccién usando convolucién 1D. En las capas del codificador
se reduce la dimensionalidad hasta el vector de caracteristicas. Luego en las capas del decodificacién se intenta reproducir las series

de tiempo originales con las convoluciones transpuestas.

de la frecuencia fundamental vista en los datos reales. Una vez introducidos estos
nuevos problemas al conjunto de datos, el problema deja de ser un problema de
clasificacién binaria y pasa a ser un problema de clasificaciéon multiple, por lo que el
modelo debe adaptarse para esta situacién. Para hacer esta demostracion se entrena
un tnico modelo de un autocodificador variacional adaptado de la literatura de la
biblioteca [47]. Este modelo, similar a otros autodecodificadores mencionados
previamente tiene una etapa de reduccién de la dimensionalidad con el codificador y
una de reconstruccién con el decodificador. La principal diferencia yace en que a la
salida del decodificador se afiade una capa compuesta de un elemento de media y otro
de varianza, que busca ubicar cada categoria de datos dentro de una distribucién
normal. Esto resulta conveniente para mostrar el vector de caracteristicas y poder
compararlo con otras reducciones mencionadas en este documento. Por tltimo, este
vector de caracteristicas es usado como entrada para un clasificador como el que
muestra la Figura La capa de salida de esta red usa una funcion softmax para

estimar la probabilidad de cada una de las cuatro categorias.
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Figura 24: Arquitectura del modelo de deteccién de anomalias con reduccién de la dimensionalidad usando LSTM. En las capas

del codificador se reduce la dimensionalidad con redes LSTM anidadas. Luego se une a un decodificador con redes LSTM anidadas

que intentan reproducir las series de tiempo originales.
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Figura 25: Arquitectura del modelo clasificador para multiples categorias. Esta red tiene como entrada un vector de caracteristicas

y como salida una capa softmax para clasificar cuatro categorias.
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9.7. Validacién y andlisis de error

El quinto y tltimo objetivo especifico de este trabajo de investigacion requiere de
un analisis del error en cada modelo construido. Este anédlisis permite entender que tan
efectiva resulta una hipodtesis H en estimar la funcién f. La métrica més intuitiva es la
exactitud, donde se mide la relacién entre las predicciones que son correctas (verdaderos
positivos mds verdaderos negativos) y la totalidad de ejemplos. La exactitud se define
como

VP+VN

Exactitud = G AN (D

donde VP representa los verdaderos positivos, VN los verdaderos negativos, FP los

falsos positivos y FN los falsos negativos. Esta métrica es util, pero es dependiente de
un buen balance entre verdaderos positivos y verdaderos negativos, por lo que, por si
misma podria no ser suficiente para juzgar el verdadero desempefio de un modelo [48].
Por lo tanto, se definen otras dos métricas que ayudardn a evaluar el desempefio de
forma mas general: precisién y exhaustividad. Se define la precisién como la relaciéon entre

los verdaderos positivos y la cantidad total clasificada como positivo:

VP
VP+FP’

Enpalabras més simples, la precision indica una tasa de cuantos verdaderos positivos en

Precisién = (12)

realidad resultaron ser ciertos. Por otro lado, se define exhaustividad como la relacion
de los clasificados como verdaderos positivos y la cantidad total que en realidad es

positiva:

VP
VP+FN’

En otras palabras, la exhaustividad es un indicador de que tan bueno serd un modelo

Exhaustividad = (13)

encontrando esos verdaderos positivos. El desempefio de un modelo sera mejor cuando
mayor y cercano al valor de 1 sean tanto la precisiéon como la exhaustividad. En la
literatura algunos autores combinan estas dos métricas en una sola y es asi como se
define el Valor F1. Solamente conforme la precisién y la exhaustividad se acerquen

ambas a la unidad, entonces asi lo hara el valor F1. Se define el valor F1 como
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Figura 26: Ejemplo de distintos ajustes usando una curva de aprendizaje.

Precisién x Exhaustividad
Valor F1 =2 % . 14
alor Precisién + Exhaustividad (14)

Se calcula la precisién y la exhaustividad para cada modelo de clasificaciéon
construido. Asimismo, estas métricas son usadas como ayuda para ajustar los modelos
y asi encontrar los pardmetros e hiperpardmetros que permiten resolver el problema.
Ademads, para demostrar que estos modelos implementados no presentan sesgo ni alta
varianza, se construyen las curvas de aprendizaje de las funciones de pérdida para los
datos de entrenamiento y los datos de validaciéon cruzada. El comportamiento
esperado de un modelo sin sesgo, sin alta varianza y por ende con buen ajuste es aquel
donde ambas curvas de aprendizaje decrecen, donde en cada iteracion el algoritmo se
acerca a un valor minimo local y en donde una curva sigue de cerca a la otra. Finalizar
este entrenamiento tempranamente podria generar sesgo en el modelo. Por otro lado,
sobreentrenar el modelo con muchas iteraciones podria inducir a un sobreajuste, lo
que se veria reflejado en una separacién entre ambas curvas (usualmente siendo la
curva de validacion cruzada la que crece). La Figura 26/ muestra un ejemplo de estos
escenarios.

Por altimo, en el caso de los detectores de anomalias, se estim6 su umbral de
sensibilidad usando la distribucién del error esperado en estado normal. El objetivo
fue identificar cudl es el porcentaje de error minimo que pueden detectar sin generar

falsos positivos. En la siguiente seccién se discuten los resultados de esta metodologia
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propuesta.

10. Resultados y discusion

A continuacion se presentan los resultados. Se inicia con un analisis exploratorio
de los datos para entender la naturaleza del problema. Seguidamente se muestran los
resultados obtenidos en los modelos de clasificacién, empezando por sus curvas de
entrenamiento y seguido por un cuadro resumen con las métricas propuestas para el
andlisis del error. Luego con los modelos de detecciéon de anomalias también se muestran
las curvas de entrenamiento, seguidos por la distribucion del error esperado para cada
modelo y, por tiltimo, una curva con cada detector de anomalias sometido a datos reales

de cavitacion.

10.1. Analisis exploratorio de datos

Los datos crudos corresponden a series de tiempo de las vibraciones en tres
coordenadas distintas (x, y, z). Debido a que la tasa de adquisicion es de 8192 Hz,
existen exactamente 8192 puntos cada segundo. En la Figura [27|se muestra un ejemplo
de los datos. Se recolectaron datos tanto para el estado normal como para el de
cavitacion. En la Figura [28/ se comparan estas dos series de tiempo, una seguida de la
otra y se evidencia que tienen un comportamiento similar, con la tnica diferencia
cuando la bomba se encuentra en cavitacién, donde sus vibraciones parecen aumentar
en amplitud. Sin embargo, esto no es criterio suficiente como para clasificar el estado
de la bomba. Por esta razon, se trasladan estas senales al dominio de la frecuencia
usando el algoritmo FFT. Esta conversién da como resultado un espectro con los
componentes sinusoidales distribuidos en 4096 frecuencias distintas, tanto para
seflales correspondientes al estado normal, como para sefiales correspondientes al
estado de cavitacion.

La Figura 29 muestra un ejemplo del resultado de la transformacién por medio de
FFT. Como se evidencia en dicha figura, la mayor parte de la informacién se encuentra
dentro de un dmbito entre los 0-800 Hz aproximadamente, por lo que se expande el

grafico en esta zona en la Figura |30, para los datos en estado normal y con el fin de
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Figura 27: Un segundo de datos de vibraciones en las tres coordenadas. La unidad de vibracién usada en este trabajo corresponde
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Figura 28: Se comparan las sefiales normales y las de cavitacién usando los datos de una tinica coordenada. La tnica diferencia

notoria a simple vista es la magnitud de la amplitud de las vibraciones.
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Figura 29: Comparacion del espectro normal y del de cavitacién. Ambos espectros siguen una tendencia similar, pero hay diferencias

en las magnitudes en distintos &mbitos de frecuencia.
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Figura 30: Frecuencia fundamental y arménicos esperados. En la parte posterior se muestra un isométrico de ensamble con los
elementos mds usuales que componen una bomba. El arménico a 6 veces la frecuencia fundamental corresponde a la cantidad de
dlabes del impulsor, mientras que el arménico a 12 veces coincide con el abanico del motor eléctrico. Imagen CAD de uso libre

obtenida de https://grabcad.com/library/self-priming-pump-1 y adaptada para propdsitos ilustrativos.
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visualizar mejor los elementos del espectro que se consideran esperados. Se define
el primer pico de interés como la frecuencia fundamental de este sistema, se ubica
a 47 Hz y coincide con la velocidad de giro del motor a 2800 rev/min. Los elementos
subsecuentes son los armoénicos, los cuales son multiplos de esta frecuencia fundamental
y por conveniencia se sefialan con las etiquetas de 2x, 3x, 4x, etc. Algunos arménicos
tienen su explicaciéon en el elemento mecdnico que las origina, por ejemplo, en este
caso el impulsor de la bomba tiene 6 dlabes y da como resultado un armoénico en 6x. Lo
mismo ocurre con el abanico del motor eléctrico, que tiene 12 dlabes y da como resultado
otro armoénico, pero en 12x. La teoria muestra que a veces se presenta de igual forma
armonicos a 2 veces la cantidad de alabes del impulsor, los cuales también pueden
coincidir con una frecuencia natural del sistema, lo que podria explicar también la
magnitud del mismo en este caso [46]. Puesto que ninguna toma de datos es perfecta, es
de esperar que aparezcan elementos no esperados en las sefiales, los cuales se consideran
factores de ruido en este ejercicio. En la Figura [31] se sefialan los arménicos que son
indicios de otros problemas no relacionados con la cavitacién y que hay que tomar
en consideracién en este ejercicio. La mayoria de los arménicos (3.°, 4.°, 5.°, 7.°, 8.°,
9.°,10.° y 11.°) se pueden explicar por una soltura entre los elementos mecanicos, los
cuales no se encuentran perfectamente unidos o amortiguados y vibran en proporcién
con la velocidad de giro durante la operacion de la mdquina. Otro elemento de interés
es el ruido generalizado a lo largo del espectro, el cual podria ser normal durante la
conversion andlogo-digital electrénica, pero principalmente resulta interesante el ruido
localizado entre los arménicos 9.° y 10.°. Se considera que el andlisis de frecuencias
naturales y resonancia esté fuera del alcance de este trabajo de investigacion, pero es
importante mencionar que algunos de los aumentos en el ruido, a raiz de las vibraciones,
podrian estar explicados por las distintas frecuencias naturales que posea este sistema.

Por otro lado, cuando analizamos el espectro con cavitacién en la Figura se
evidencia un aumento generalizado del ruido a lo largo de la mayoria de las frecuencias
hasta los 800 Hz. Esto da como resultado que incluso algunos arménicos que con
anterioridad eran claros (por ejemplo 11.° y 12.°) desaparezcan entre el ruido. Como
prueba del aumento del ruido, se estima que la relacién de sefial a ruido decrece de

1,4 a 1,2 para el &mbito de frecuencias de 250-500 Hz. Es importante mencionar que la
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Figura 31: Un factor de ruido es la soltura que existe entre los elementos mecénicos, los cuales también vibran y generan picos en
el espectro. Otro factor de ruido es la posible presencia de frecuencias naturales que intensifican las magnitudes por resonancia.

Asimismo, no se descarta que la turbulencia del flujo del agua ocasione parcialmente ruido localizado.
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Figura 32: Se evidencia un aumento del ruido aleatorio a lo largo de la mayoria de frecuencias. Muchos de los arménicos que eran
visibles en estado normal, ahora se mezclan con el ruido. La informacién a baja frecuencia, como la frecuencia fundamental y 2.° se

mantienen casi que inalterados. El aumento mads significativo del ruido se ubica entre 9.° y 10.° arménico.
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Figura 33: Hay evidencia de ruido aleatorio en altas frecuencias, entre 2000 Hz y 3200 Hz. Se asocia estas frecuencias con el
fenémeno de cavitacién, ya que se solo se visualizan claramente bajo esta condicién. De igual forma, no se descarta que este &mbito

de frecuencias no se esté amplificando por la presencia de alguna frecuencia natural y resonancia.

frecuencia fundamental permanece muy similar al ejemplo con el espectro normal, lo
cual es esperado, ya que es un elemento sinusoidal que esta presente en todo momento y
ademads que el fenémeno de la cavitacion se espera en &mbitos de frecuencia usualmente
maés altos. Nuevamente, después de ampliar todo el espectro de frecuencias como se
muestra en la Figura 33} se puede apreciar también un aumento de ruido aleatorio a lo
largo del &mbito de frecuencias entre los 2000-3200 Hz aproximadamente. Este patréon
también se considera como un indicio de la presencia del fenémeno de cavitacion. Las
diferencias vistas en los espectros representan informacioén ttil para ser usadas como
caracteristicas en modelos de aprendizaje automaético.

En la siguiente seccion se usa la informacién vista en esta seccioén y la metodologia

propuesta para entrenar modelos de aprendizaje supervisado y no supervisado.

10.2. Modelos de clasificacion

Con el modelo SVM se reduce la dimensionalidad por medio de PCA, como se
muestra en la Figura 34} lo que permite que clasificar ambas categorias por medio de
un hiperplano sea una tarea sencilla. Sin embargo, una consideracién importante es la
que se muestra en la Figura 35, donde se grafica el porcentaje de retencién de la

informacién original en funcién de los distintos tamafios en los que se ha reducido la
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Figura 34: Reduccién de la dimensionalidad por medio de PCA. Con dos componentes principales es facilmente diferenciable el

estado normal con respecto al estado de cavitacion. Se aprecia ademas la aleatoriedad de la cavitacion.

dimensionalidad. Aqui se evidencia que el minimo al que se puede reducir la
dimensionalidad de las caracteristicas de entrenamiento, con el fin de mantener al
menos un 99 % de la informacion original, es con 63 dimensiones.

El modelo LDA es un algoritmo de aprendizaje automdtico que maximiza la
distancia entre las medias de las categorias. Esto lo hace mediante una proyeccién a
una dimension reducida. Como se menciond con anterioridad, en el caso binario, solo
se requiere de una dimensién para separar una clase de la otra. Con el fin de visualizar
este concepto mejor, la Figura 36| muestra la distribucién de las muestras en cada
categoria. Es importante aclarar que este ejercicio es posible ya se dispone de un buen
balance de datos, con una buena representaciéon del estado normal y de cavitacion. De
lo contrario, al ser LDA un modelo supervisado, podria generarse un sesgo. Por otro
lado, se encontré que reducir en gran medida la seleccién de caracteristicas para el
entrenamiento del modelo no beneficia al modelo. En la Figura [37] se muestra que a
menos de 3000 frecuencias de entrenamiento, el desempefio del modelo cae y su
tendencia se torna incluso impredecible.

El modelo de clasificacién con convolucién 1D y ventana deslizante muestra un
entrenamiento esperado donde la funcién de pérdida avanza hacia un minimo local,

como se muestra en la Figura 38| El detenimiento prematuro hace que el entrenamiento
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Figura 36: Reduccién de la dimensionalidad y clasificacién por medio de LDA. Distribucién de las muestras de entrenamiento y

su clasificacion. El algoritmo de LDA maximiza la distancia entre las medias de cada categoria.
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Figura 37: Relacion entre el desempefio del modelo LDA y la cantidad de caracteristicas de entrada. Con menos de 3000

caracteristicas la tendencia del desempefio es impredecible.

tinalice en tan solo la épocﬂ 14. Por otro lado, el modelo con la arquitectura que adiciona
capas LSTM se muestra en la Figura 39, Este entrenamiento también muestra un avance
hacia un minimo local con avance lento en las primeras iteraciones solamente. La
funcién de detenimiento prematuro hace que el entrenamiento concluya con en la
época 23, donde ya las métricas no muestran cambios significativos. En ambos casos, la
similitud y cercania de la curva de entrenamiento y validacién cruzada evidencian un
buen ajuste y generalizacion del modelo.

Finalmente, los resultados de clasificar con el conjunto de pruebas se muestra en
el Cuadro |5 La cantidad de muestras de prueba varia entre los modelos debido al
tamafio de la ventana de datos usada para fraccionar los datos, donde particularmente
la SVM y el LDA se vieron beneficiados de tener una ventana mds pequefa y por lo
tanto una mayor cantidad de datos de entrenamiento. Todos los modelos son capaces
de clasificar correctamente todos los ejemplos de prueba: ya sea catalogarlos como
cavitacién (verdadero positivo) o como estado normal (verdadero negativo). Este
resultado no es de sorprenderse, ya que como se evidenci6 durante el anélisis
exploratorio de datos y la reduccién de la dimensionalidad, hay informacién suficiente

para que el preprocesamiento de los datos y la estadistica ayuden a separar las

1Una época es una iteracién y representa un paso completo del conjunto de datos de entrenamiento

por el algoritmo.
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Figura 38: Entrenamiento del modelo de clasificacién con convolucién 1D. Conforme avanza el entrenamiento el algoritmo avanza
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Figura 39: Entrenamiento del modelo de clasificacién con convolucién 1D y LSTM.
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Cuadro 5: Resultados con modelos de clasificacién binaria: estado normal y estado de cavitacién

L Verdaderos  Verdaderos Falsos Falsos . o
Modelo Dominio Muestras Precision  Exhaustividad
positivos negativos  positivos  negativos
SVM Frecuencia 250 52,0 % 48,0 % 0% 0% 100 % 100 %
LDA Frecuencia 250 52,0 % 48,0 % 0% 0% 100 % 100 %
Conv1D Tiempo 103 50,5 % 49,5% 0% 0% 100 % 100 %
ConvlDLSTM Tiempo 103 50,5 % 49,5% 0% 0% 100 % 100 %

categorias. De igual forma, procesar las series de tiempo con convoluciones 1D
permite extraer informacién de distintas perspectivas, lo que facilita también su
clasificacién, tal y como lo indica la teorfa. A raiz de estos resultados, la tarea de
clasificaciéon binaria con cavitacion recae en mayor medida en el correcto
procesamiento de la sefial y de una adecuada seleccién de frecuencias, ya sea con
métodos estadisticos o con otras herramientas. Por lo tanto, el ejercicio sugiere que no
es necesario recurrir a modelos complejos y potencialmente costosos, como lo son las

redes neuronales, para diagnosticar que una bomba centrifuga se encuentra cavitando.

10.3. Modelos de deteccion de anomalias

En los modelos de deteccién de anomalias se muestra primero el modelo con
convolucién 1D. La Figura 0] muestra en entrenamiento con la funcién de pérdida
MAE vy evidencia un decrecimiento en busca de un minimo local. Este minimo se
alcanza aproximadamente en la época 60. Nuevamente, la similitud entre ambas curvas
evidencia un buen ajuste del modelo y por lo tanto generalizacion. Por otro lado, cuando
se grafica la distribucién del error como se aprecia en la Figura 41, se muestra que el
error esperado entre la entrada y la sefial reconstruida es menor de 0,005 o, en otras
palabras, 0,5 %. Por dltimo, la Figura 42/ muestra el escenario del detector de anomalias
ante la presencia de cavitacion. En aumento abrupto del error MAE marca el inicio de la
cavitacién, donde muy facilmente supera el umbral del 1 % potencialmente sin riesgo
de falsas alarmas.

El siguiente modelo para detecciéon de anomalias es el LSTM. En la Figura 43| se
muestra como similar a todos los otros modelos vistos la funcién de pérdida decrece,
sin embargo conforme avanza el entrenamiento, la validacion cruzada tiende a alejarse

y subir levemente con respecto al entrenamiento. Esto quiere decir, que de continuar
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Figura 40: Entrenamiento del modelo de deteccién de anomalias con convolucién 1D.
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Figura 41: Distribucién del error esperado con el modelo con convolucién 1D. La distribucién muestra que el error (MAE) es menor

a0,5%
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Figura 42: Detector de anomalfas con convolucién 1D detectando cavitacién. Se agrega un umbral a 1% para ejemplificar que por

encima de este valor las anomalias son detectables.

entrenando este modelo por muchas maés iteraciones, se podria caer en un caso de alta
varianza y poca generalidad. Potencialmente, este modelo se podria ver beneficiado
aun més de un detenimiento prematuro mds agresivo o alguna técnica adicional de
regularizacién. En la Figura 44| la distribucién del error esperado estd por debajo de
0,06 0 6% y sigue una distribucién normal con sesgo a valores ain mas pequefios,
en su mayoria cercanos al 1% aproximadamente. De igual forma, en la Figura 45| se
ilustra como se comportaria el detector de anomalias ante un escenario con cavitacion.
Nuevamente existe un incremento abrupto del error MAE, sin embargo habria que
elevar el umbral hasta un 10 % o se correria riesgo de algunas falsas alarmas. En este
sentido, parece que iniciar el autocodificador con una capa de convolucién 1D ayuda a

ajustar la sensibilidad de estos modelos.
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Figura 44: Distribucién del error esperado con el modelo con LSTM. La distribucién muestra que el error (MAE) es menor a 6 %.
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Figura 45: Detector de anomalias con LSTM detectando cavitacién. Se agrega un umbral a 10 % para ejemplificar que por encima

de este valor las anomalias son detectables.

10.4. Problemas adicionales simulados

Como se mencioné en la Seccién 0.6] y en preparacion del trabajo futuro, es
importante entender como se comportaria el abordaje planteado frente a un escenario
maés real de la industria, donde podrian existir méds problemas que solo la cavitacion.
La Figura 46| muestra un ejemplo de problemas adicionales simulados en el dominio
del tiempo. Recordando el proceso descrito en la Figura [19} los datos se convierten al
dominio de la frecuencia, luego se someten a un proceso de seleccién con prueba-F
ANOVA vy estos vectores resultantes son los usados en el entrenamiento. Si volvemos a
reducir la dimensionalidad por medio de PCA, el escenario se vuelve mds complejo.
Los espectros de algunos problemas podrian tener mucha similitud, siendo la
diferencia la presencia o ausencia de algunos armoénicos tnicamente. La Figura
muestra un ejemplo de esto, donde PCA no puede separar linealmente por medio de
proyecciones tUnicamente. Alternativamente, en este caso podria usarse LDA, que
sigue siendo una herramienta lineal, pero que al ser supervisada puede maximizar la
separacion entre los clisteres de las categorias. Otra opcién es usar una reduccién no
lineal. El algoritmo T-SNE permite justamente visualizar el comportamiento que se
podria conseguir por medio de una reduccién no lineal usando este mismo conjunto

de datos. Se construye el autocodificador, se reduce la dimensionalidad no linealmente
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Figura 46: Problemas adicionales simulados. La imagen muestra cuatro series de tiempo. Las primeras dos son los datos reales

usados en otras secciones de este trabajo. Las tiltimas dos son datos sintéticos generados a partir de los considerados normales.

y se confirma esta intuicién provista por T-SNE, tal y como se aprecia en la figura. Por
altimo, se someten los datos obtenidos del vector de caracteristicas de este
autocodificador a prueba. Los resultados de la Figura 48| son prometedores para el
caso de clasificacion mdltiple, donde se presenta un ejemplo de como el LDA vy el
autocodificador permitieron reconocer la presencia de armonicos, y por lo tanto,
potencialmente podrian contribuir a clasificar problemas adicionales en una bomba

hidraulica.
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predicciones. La categorfa 0 es normal, 1 es cavitacion, 2 es desalineamiento y 3 soltura.
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11. Conclusiones

Se construyeron modelos capaces de identificar cavitacién y detectar anomalias en
una bomba hidr4ulica. Algunos modelos abordan el problema usando caracteristicas
en el dominio del tiempo y otros en el dominio de la frecuencia. A pesar de que los
modelos muestran buenos valores de precision y exhaustividad durante las pruebas,
estos tienen limitantes que hay que aclarar. Primeramente, el entrenamiento de los
modelos estd estrechamente relacionado con el tipo de bomba usado durante el
experimento, con la velocidad de giro y la frecuencia fundamental del sistema. Por lo
tanto, los modelos construidos son solo generalizables para bombas centrifugas de
una sola descarga que se encuentran operando con la misma velocidad de giro de
2800 rev/min y con caracteristicas similares a las descritas en la Seccién [9] con la
metodologia. Segundo, el andlisis estadistico de ANOVA podria perder relevancia
conforme se aumenta el problema a clasificacion de multiples categorias, ya que hay
una mayor cantidad de frecuencias de interés. En general, se sugiere evaluar todo el
espectro primero antes de reducirlo para no perder generalidad y ya después aplicar
métodos estadisticos para descartar informacién que no aporta al problema
concretamente. Tercero, no hay garantia de que el desempefio sea extrapolable para
tasas de adquisicién menores a las usadas en el entrenamiento de este trabajo, ya que
esto implicaria una reduccién del espectro de frecuencias a analizar y del que los
modelos originales fueron entrenados y puestos a prueba. Las pruebas realizadas
muestran que las caracteristicas en el dominio de la frecuencia facilitan en gran
medida la separacién de las categorias, ya que proporcionan informacién mds
identificable y son mads faciles de simplificar con técnicas estadisticas o reducciones de
la dimensionalidad. Por estas razones, se recomienda este abordaje para modelos
futuros. Este proyecto muestra que el fendmeno de cavitaciéon puede ser identificable
con una combinacién de un adecuado procesamiento de las sefiales, acompafiada de
métodos estadisticos y reducciones de la dimensionalidad. Por ejemplo, la proyeccién
PCA muestra que es posible separar en clisteres excluyentes al estado normal y al de
cavitacién, por lo que un clasificador podria resolver el problema con buen
desempefio. Esto sugiere que no es necesario recurrir a modelos complejos y costosos

para resolver el problema planteado.
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En el caso de los modelos de deteccién de anomalias, usar capas de convoluciéon 1D
permite procesar mejor las sefiales al extraer caracteristicas y asi alcanzar un detector
maés sensible. El detector de anomalias es un complemento a un clasificador, ya que al
ser un modelo no supervisado, frente a una anomalia desconocida no va a brindar una
etiqueta. De usarse el detector de anomalias se sugiere extraer los datos al momento
del evento, analizarlo con la metodologia vista en la seccién del anélisis exploratorio,
someterlo ante la prueba-F ANOVA vy la reduccién de la dimensionalidad no lineal e
idealmente lograr generar un nuevo claster que lo represente. Este apoyo de detector
de anomalias y modelo de clasificacion presenta una buena oportunidad para continuar
generando conocimiento en esta drea de la ingenieria.

Desde el punto de vista de eficiencia, algunas de las estrategias mostradas
permiten reducir el costo computacional, como por ejemplo, el uso de algoritmos
eficientes (FFT), la selecciéon adecuada de frecuencias por medio de ANOVA vy la
reduccién de la dimensionalidad con los distintos algoritmos. En general reducir la
cantidad de caracteristicas conlleva a un problema mds pequefio de resolver, pero es
de suma importancia mantener un balance entre costo y desempefio.

Este trabajo comparte similitudes con otros trabajos vistos en la revisiéon de
literatura, como por ejemplo con el uso de datos de vibracién, la clasificacion mediante
una SVM y redes convolucionales 1D. Sin embargo, a pesar de que sigue un esquema
similar, también es importante mencionar que se diferencia por las técnicas de
reduccién de la dimensionalidad escogidas, como por ejemplo el autocodificador, y
también por la reduccién de frecuencias seleccionadas en vez de caracteristicas de la
estadistica descriptiva.

Como trabajo futuro se sugiere como primer paso ampliar el experimento para
recolectar datos reales de otros problemas adicionales a la cavitacién. Las pruebas
realizadas con datos sintéticos sugieren que una proyecciéon como la obtenida por
medio de PCA podria no ser suficiente para clasificar un problema del otro cuando la
unicamente diferencia es la presencia de un arménico adicional. Idealmente hay que
someter esta hipétesis a prueba con datos reales e identificar si usando otro tipo de
reduccién lineal, pero supervisada, como ocurre con LDA podria efectivamente ser una

mejor alternativa, o si por el contrario se requiere definitivamente una reduccién no
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lineal por medio de autocodificadores. Recolectar datos de desalineamiento o soltura
no es una tarea trivial, ya que implica un ambiente controlado y seguro. También
es parte del trabajo futuro abordar las amenazas contra la validez de este proyecto.
Por ejemplo, en este experimento no se profundizo el impacto de la resonancia del
sistema, por lo que otro experimento seria identificar estos ambitos y su influencia
en las caracteristicas. Asimismo, este experimento idealmente debe repetirse con otros
ambitos de velocidad de giro, con la idea de aumentar los ejemplos y construir un
clasificador mds generalizable al problema. Por tltimo, recordando la Figura [1} este
experimento debe repetirse con otro tipo de bombas hidrdulicas. Se sugiere del tipo
reciprocante, ya que siguen una curva operativa distinta y la cavitacién ocurre bajo

circunstancias distintas a las aqui mostradas.
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Apéndice A
Implementacion de los modelos

import numpy as np

import math

from sklearn import metrics
import seaborn as sns

import tensorflow as tf

ENTRENAMIENTO_BINARIO = "C:\\PATH\\ Binario \\"
ENTRENAMIENTO MULTIPLE = "C:\\PATH\\ Multiple\\"
PRUEBA_BINARIO = "C:\\PATH\\ Binario\\"
PRUEBA_MULTIPLE = "C:\\PATH\\ Multiple\\"

def cargar_entrenamiento_binario ():
return (np.genfromtxt (ENTRENAMIENTO_BINARIO+'Datos.csv’, delimiter=","),
np . genfromtxt (ENTRENAMIENTO_BINARIO+’ Etiquetas.csv’, delimiter=","))

def cargar_entrenamiento_multiple ():
return (np.genfromtxt (ENTRENAMIENTO MULTIPLE+ ' Datos.csv’, delimiter=","),
np . genfromtxt (ENTRENAMIENTO MULTIPLE+ " Etiquetas.csv’, delimiter=","))

def cargar_prueba_binario ():
return (np.genfromtxt (PRUEBA_BINARIO+ Datos.csv’, delimiter=","),
np. genfromtxt (PRUEBA_BINARIO+ ' Etiquetas.csv’, delimiter=","))

def cargar_prueba_multiple ():
return (np.genfromtxt (PRUEBA_MULTIPLE+ Datos.csv’, delimiter=","),
np . genfromtxt (PRUEBA_MULTIPLE+  Etiquetas.csv’, delimiter=","))

def convertir_dominio_frecuencia(serie, promedio=1, tasa=8192, hamming=True):
if (hamming):

serie = seriesnp.hamming(tasa)

serie_fft = abs(np. fft.fft(serie))
kernel = np.ones(promedio)/promedio
serie_fft = np.convolve(serie_fft, kernel, mode="valid ")

serie_fft = serie_fft[0:int(tasa/2)]
return serie_fft

def recortar_multiplo(serie, multiplo=8192):
# Metodo para recortar una secuencia de datos para ser una cantidad multiplo de n
multiplo_cercano = multiplosmath. floor (len(serie )/ multiplo)

particiones = multiplo_cercano/multiplo
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def

def

def

return serie[0: multiplo_cercano], int(particiones)
ventana_deslizante (serie , tamano=512, tasa=8192):
# Metodo para recorrer datos con una ventana deslizante

arreglo = np.empty

for i in range(int(len(serie)/tamano)):

inicio = istamano

if i ==

arreglo serie[inicio:inicio+tasa]
else:

arreglo = np.concatenate ((arreglo, serie[inicio:inicio+tasal]))

return arreglo

generar_desalineamiento (serie , tasa=8192, tiempo_final=128, frecuencia_fundamental=47):
# Metodo para generar datos simulados de soltura

tiempo = np.arange(0, tiempo_final, 1/tasa)

magnitud_aleatoria = 0.03

sinusoide = (magnitud_aleatoria

+ np.sin(2 + np.pi * 2+frecuencia_fundamental + tiempo + 0))

if (serie.ndim > 1):
for i in range(serie.shape[1]):
serie[:,i] = serie[:,i] + sinusoide
else:

serie = serie + sinusoide

return serie

generar_soltura(serie, tasa=8192, tiempo_final=128, frecuencia_fundamental=47):
# Metodo para generar datos simulados de soltura
tiempo = np.arange(0, tiempo_final, 1/tasa)

magnitud_aleatoria = 0.01

if (serie.ndim > 1):
for i in range(serie.shape[1]):
for j in range(3,9):
sinusoide = (magnitud_aleatoria

+ np.sin(2 + np.pi + j + frecuencia_fundamental x tiempo + 0))

serie[:,i] = serie[:,i] + sinusoide
else:
for i in range(3,9):
sinusoide = (magnitud_aleatoria

+ np.sin(2 » np.pi + i + frecuencia_fundamental + tiempo + 0))
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def

def

serie = serie + sinusoide

return serie

matriz_confusion_binario (y_prueba, prediccion):

# Metodo para imprimir una matriz de confusion en clasificacion binaria

exactitud = metrics.accuracy_score(y_prueba , prediccion)
precision = metrics.precision_score(y_prueba , prediccion)
exhaustividad = metrics.recall_score(y_prueba , prediccion)

valor_f1l = metrics.fl_score(y_prueba , prediccion)

resultado_matriz = metrics.confusion_matrix(y_prueba , prediccion)

group_names = [’Verdadero negativo’,
"Falso positivo’,
"Falso negativo’,
"Verdadero positivo’]
group_counts = ["{0:0.0f}".format(valor) for valor in
resultado_matriz. flatten ()]
group_percentages = ["{0:.2%]}".format(valor) for valor in
resultado_matriz. flatten ()/np.sum(resultado_matriz)]
labels = [f"{vl}\n{v2}\n{v3}" for vl, v2, v3 in
zip (group_names, group_counts , group_percentages)]

labels = np.asarray(labels).reshape(2,2)

sns.heatmap (resultado_matriz , annot=labels, fmt="’", cmap='Blues”’)

print(’Clasificador binario”)

print(’Exactitud: “+str("{:.2f}".format(exactitud)))
print(’Precision: ’“+str("{:.2f}".format(precision)))
print(’Exhaustividad: ’+str("{:.2f}".format(exhaustividad)))
print(’Valor F1: “+str("{:.2f}".format(valor_f1)))

matriz_confusion_multiple (y_prueba, prediccion):

# Metodo para imprimir una matriz de confusion en clasificacion multiple

resultado_matriz = metrics.confusion_matrix (y_prueba ,np.argmax(prediccion ,axis=-1))

group_counts = ["{0:0.0f}".format(value) for value in
resultado_matriz. flatten ()]
group_percentages = ["{0:.2%]}".format(value) for value in
resultado_matriz. flatten ()/np.sum(resultado_matriz)]
labels = [f"{vl}\n{v2}" for vl, v2 in
zip (group_counts , group_percentages)]

labels = np.asarray(labels).reshape(4,4)

sns . heatmap (resultado_matriz,

annot=labels ,
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def

def

def

fmt="",

cmap="Blues’).set(xlabel="Predicciones’, ylabel="Categorias’)

guardar_modelo(model, output_path, nombre):
# Metodo para guardar un modelo

model_json = model.to_json ()

with open(output_path+nombre+’.json’,’'w’) as json_file:

json_file . write (model_json)

model.save_weights (output_path+nombre+’.h5")

cargar_modelo (input_path , nombre):

# Metodo para cargar un modelo

json_file = open(input_path+nombre+’.json’, r’)
loaded_model_json = json_file.read()

json_file.close ()

model = tf.keras.models. model_from_json(loaded_model_json)

model.load_weights (input_path+nombre+’.h5")

return model

sampling (distribucion):
# Metodo para forzar la salida de un encoder a una distribucion normal
encoder_media, encoder_varianza = distribucion
epsilon = tf.keras.backend.random_normal(
shape=(tf.keras.backend.shape(encoder_media)[0], 2),
mean=0,

stddev=0.1)

return encoder_media + tf.keras.backend.exp(encoder_varianza) * epsilon
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import tfia_helper as tfia

import os

import math

import matplotlib.pyplot as plt

import numpy as np

import tensorflow as tf

import pandas as pd

from keras.models import Sequential

from keras.layers import Dense

from keras.layers import LSTM

from keras.layers import ConvliD

from keras.layers import ConvlDTranspose

from keras.layers import TimeDistributed

from keras.layers import RepeatVector

from keras.layers import Dropout

from sklearn.model_selection import train_test_split
from sklearn. feature_selection import SelectKBest
from sklearn.feature_selection import f_classif

from sklearn.preprocessing import MinMaxScaler

from sklearn.discriminant_analysis import LinearDiscriminantAnalysis

from sklearn.svm import SVC

from sklearn import metrics

# Usar el CPU en vez del GPU
os.environ [ "CUDA_VISIBLE_DEVICES"] = "-1"
print (tf.config.list_physical_devices (’'GPU"))

# Estilo
plt.style.use(’ggplot”)

# Constantes

tasa = 8192 #Hz

top_caracteristicas = 1000

f = 47 #Frecuencia fundamental

output_path = ’C:\\OUTPUT_PATH\\ ’

path_prueba = ’C:\\PATH\\ prueba_completo.csv’

# MODELO CLASIFICACION SVM

normal_data_path = 'C:\\PATH\\normal_x_completo.csv’
cav_data_path = ’'C:\\PATH\\ cavitacion_x_completo.csv’
normal_data = np.genfromtxt(normal_data_path, delimiter=";")

cav_data = np.genfromtxt(cav_data_path, delimiter=";")

# Determinacion de la dependencia de las variables (frecuencias)
# y las respuestas (categorias)
normal = tfia.ventana_deslizante(normal_data[:,1], tamano=2048)

cavitacion = tfia.ventana_deslizante(cav_data[:,1], tamano=2048)

71



48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84
85
86
87
88
89
90
91
92
93
94

x_normal, normal_particiones = tfia.recortar_multiplo (normal)

X_cavitacion

’

cavitacion_particiones = tfia.recortar_multiplo(cavitacion)

x_total = np.concatenate ((x_normal, x_cavitacion))

particiones

normal_particiones+cavitacion_particiones

y_normal = np.zeros(normal_particiones)

y_cavitacion

np.ones(cavitacion_particiones)

y_entrenamiento = np.concatenate ((y_normal,y_cavitacion))

x_tiempo_total

x_tiempo_total

np.concatenate ((x_normal, x_cavitacion))

= x_total.reshape(particiones , tasa)

for i in range(len(x_tiempo_total)):

if i ==

x_frecuencia = tfia.convertir_dominio_frecuencia(x_tiempo_total[i,:], promedio=5)

else:

temp = tfia.convertir_dominio_frecuencia(x_tiempo_total[i,:], promedio=5)

x_frecuencia = np.concatenate ((x_frecuencia ,temp))

x_frecuencia

x_frecuencia.reshape(particiones ,int(tasa/2))

# Prueba—F ANOVA

idx = np.random.permutation(particiones)

seleccion_caracteristicas = SelectKBest(score_func=f_classif , k=top_caracteristicas)

seleccion_caracteristicas. fit (x_frecuencia,y_entrenamiento)

x_frecuencias_dependientes = seleccion_caracteristicas.fit_transform (x_frecuencia,

y_entrenamiento)

# Normalizacion

scaler = MinMaxScaler ()

scaler . fit (x_frecuencias_dependientes)

x_frecuencias_dependientes = scaler.transform(x_frecuencias_dependientes)

# Shuffle

Xx_entrenamiento , x_prueba ,y_entrenamiento , y_prueba: train_test_split(

x_frecuencias_dependientes,

y_entrenamiento,

test_size=0.20,

random_state=1,

stratify=y_entrenamiento)

contador_entrenamiento = np.bincount(y_entrenamiento.astype(int))

contador_prueba = np.bincount(y_prueba.astype(int))

clf = SVC(kernel="linear’)

clf . fit (x_entrenamiento ,y_entrenamiento)

y_prediccion

clf .predict(x_prueba)
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95 # Plots

96 print("Exactitud: ",metrics.accuracy_score(y_prueba, y_prediccion))

97 print("Precision: " ,metrics.precision_score(y_prueba, y_prediccion))

98 print("Exhaustividad: ",metrics.recall_score (y_prueba, y_prediccion))

99 print(metrics.classification_report(y_prueba, y_prediccion))

100

101 # MODELO CLASIFICACION LDA

102 1lda = LinearDiscriminantAnalysis ()

103 lda_componentes_principales = lda.fit_transform (x_entrenamiento, y_entrenamiento)
104 y_dataframe = pd.DataFrame(y_entrenamiento, columns = [’categoria’])

105 principal_df = pd.DataFrame(data=lda_componentes_principales, columns=['LDA 1’'])
106 final_df = pd.concat([principal_df, y_dataframe[’categoria’]], axis=1)
107 normal = final_df.where(final_df[’categoria’] == 0)["LDA 1"].dropna ()

108 cavitacion = final_df.where(final_df[’categoria’] == 1)["LDA 1"].dropna/()
109

110 # Plots

111 plt.hist ([normal. to_list (), cavitacion.to_list ()],

112 np.linspace(-30, 30, 100),

113 label=[ "Normal’, ’Cavitacion’])

114 plt.legend (loc="upper left’)

115 plt.xlabel(’Categorias’)

116 plt.ylabel (’Muestras”)

117

118 # MODELO CLASIFICACION CONVID

119 x_train ,y_train = tfia.cargar_entrenamiento_binario ()
120 x_train = x_train.reshape(409,4096,3)

121

122 model = Sequential ()

123  model.add(ConvlD(64,32, activation="relu’, padding='same’, strides=2,

124 input_shape=x_train.shape[1l:], name='Entrada_Convld"))

125 model.add(ConvlD(32,16, activation="relu’, padding='valid’, strides=2,

126 name="Salida_Convld "))

127 model.add (Dropout(0.5))

128 model.add (LSTM(32))

129 model.add(Dense(3, activation="relu"))

130 model.add(Dense(1, activation="sigmoid" , name=’"Salida_Clasificacion’))

131 model. compile(loss="binary_crossentropy’, optimizer='adam’, metrics=["accuracy’])
132

133 callback = tf.keras.callbacks.EarlyStopping(monitor="accuracy’, patience=10)
134 history = model. fit (x_train, y_train, validation_split=0.25,

135 epochs=100, callbacks=[callback], verbose=0)

136  print(model.summary ())

137

138 # Guardar el modelo

139 tfia.guardar_modelo(model, output_path, ’clasificacion_CONV1D")

140

141 # Plots
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plt.
plt.
plt.
plt.
plt.
plt.
plt

plt.
plt.
plt.
plt.
plt.
plt.
plt

plot (history . history [ ’accuracy’], label="Datos de entrenamiento’)

plot (history . history[’val_accuracy’], label="Datos de validacion cruzada’)
xlabel ("Epoch")

ylabel ("Exactitud")

title ("Evolucion de la exactitud durante el entrenamiento")

legend ()

.show ()

plot(history . history[ "loss’], label="Datos de entrenamiento’)

plot (history.history[’val_loss’], label="Datos de validacion cruzada’)
xlabel ("Epoch")

ylabel ("Funcion de perdida")

title ("Evolucion de la funcion de perdida durante el entrenamiento")

legend ()

.show ()

# Analisis del error

x_prueba, y_prueba = tfia.cargar_prueba_binario ()

x_prueba = x_prueba.reshape(103,4096,3)

prediccion = model. predict(x_prueba)

# Valor AUC

auc_score=metrics.roc_auc_score(y_prueba , prediccion)

# Plot

fpr, tpr, thresholds = metrics.roc_curve(y_prueba , prediccion)
plt.plot(fpr,tpr, label="Modelo — AUC: ’'+str("{0:.2%}".format(auc_score)))
plt.plot([0,1], [0,1],linestyle="dashed’, color="grey’)

plt. title ("Curva ROC")

plt.xlabel(’Tasa de falsos positivos”)

plt.ylabel(’'Tasa de verdaderos positivos”’)

plt.legend ()

prediccion = np.round(prediccion)

tfia

.matriz_confusion_binario (y_prueba, prediccion)

# MODELO CLASIFICACION LSTM

model = Sequential ()

model.add(ConvlD(64,32, activation="relu’,padding="valid’, strides=2,

input_shape=(x_train.shape[1],x_train.shape[2]), name='Entrada_Convld’))

model.add (LSTM(128, return_sequences = True, name=’Entrada_LSTM "))
model.add (LSIM (64, return_sequences = True))

model . add (LSTM(64))

model.add (Dropout (0.5))

model.add (Dense (1, activation="sigmoid", name="Salida_Clasificacion’))

model. compile(loss="binary_crossentropy’,

optimizer=tf.keras.optimizers.Adam(learning_rate=0.0001), metrics=["accuracy’])
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callback = tf.keras.callbacks.EarlyStopping(monitor="accuracy’, patience=10)

history = model. fit (x_train, y_train, validation_split=0.25,

epochs=100, callbacks=[callback], verbose=0)

print (model.summary ())

# Guardar el modelo

tfia .guardar_modelo(model, output_path, ’clasificacion_LSTM")

# Plots

plt.plot(history.history[ ’accuracy’], label="Datos de entrenamiento’)
plt.plot(history.history[’val_accuracy’], label="Datos de validacion cruzada’)
plt.xlabel ("Epoch")

plt.ylabel ("Exactitud")

plt. title ("Evolucion de la exactitud durante el entrenamiento")
plt.legend ()

plt.show ()

plt.plot(history.history[’loss’], label="Datos de entrenamiento’)
plt.plot(history.history[’val_loss’], label="Datos de validacion cruzada’)
plt.xlabel ("Epoch")

plt.ylabel ("Funcion de perdida")

plt. title ("Evolucion de la funcion de perdida durante el entrenamiento")
plt.legend ()

plt.show ()

# Amnalisis del error

x_prueba, y_prueba = tfia.cargar_prueba_binario ()

x_prueba = Xx_prueba.reshape(103,4096,3)

prediccion = model. predict (x_prueba)

# Valor AUC

auc_score=metrics.roc_auc_score(y_prueba , prediccion)

# Plot

fpr, tpr, thresholds = metrics.roc_curve(y_prueba , prediccion)
plt.plot(fpr,tpr, label="Modelo — AUC: ’+str("{0:.2%}".format(auc_score)))
plt.plot([0,1], [0,1],linestyle="dashed’, color="grey’)

plt. title ("Curva ROC")

plt.xlabel(’Tasa de falsos positivos’)

plt.ylabel(’Tasa de verdaderos positivos’)

plt.legend ()

prediccion = np.round(prediccion)

tfia.matriz_confusion_binario (y_prueba, prediccion)

# MODELO DE DETECCION DE ANOMALIAS CON CONVID

normal_data_path = 'C:\\PATH\\normal_completo.csv’

normal_data = np.genfromtxt(normal_data_path, delimiter=",")



236 data = normal_data.reshape (256, 4096, 3) # particiones , pasos, caracteristicas
237

238 # Enconder

239 model = Sequential ()

240 model.add(ConvlD(64,32,activation="relu’,padding="same’,

241 strides=2,input_shape=data.shape[1:] ,name="Entrada_Encoder”))

242 model.add(ConvlD(32,16, activation="relu’, padding='same’, strides=2, name=’'Salida_Encoder’))
243 # Decoder

244 model.add(ConvlDTranspose (32,16,

245 activation="relu’,padding="same’, strides=2, name='Entrada_Decoder’))

246 model.add (ConvlDTranspose (64,32, activation="relu’,padding="same’, strides=2))
247 model.add (ConvlDTranspose(data.shape[2],32,padding="same’, name=’Salida_Decoder’))
248 model.compile(loss="mae’, optimizer="adam’, metrics=["accuracy’])

249

250 callback = tf.keras.callbacks.EarlyStopping(monitor="accuracy’, patience=10)
251 history = model. fit (data, data, validation_split=0.2,

252 epochs=100, callbacks=[callback], verbose=0)

253 print(model.summary())

254

255 # Guardar el modelo

256 tfia.guardar_modelo(model, output_path, ’“detector_anomalias_CONV1D ")

257

258 # Plots

259 plt.plot(history.history[ loss’], label="Datos de entrenamiento’)

260 plt.plot(history.history[’val_loss’], label="Datos de validacion cruzada’)

261 plt.xlabel("Epochs")

262 plt.ylabel("Funcion de perdida")

263 plt.title ("Evolucion de la funcion de perdida durante el entrenamiento")

264 plt.legend ()

265

266 prediccion = model. predict(data)

267 error = np.mean(np.abs(prediccion—-data) , axis=1)
268 error_distribucion = error.reshape(error.shape[0]+error.shape[1l])
269

270 plt.plot(error_distribucion)

271 plt.ylabel(’Error absoluto medio (MAE) ")

272 plt.xlabel (’Tiempo (s)’)

273

274 plt.hist(error_distribucion ,bins=30)

275 plt.xlabel(’Error absoluto medio (MAE) ")

276 plt.ylabel(’Muestras”)

277

278 data_prueba = np.genfromtxt(path_prueba, delimiter=",")
279 data_prueba = data_prueba.reshape (256, 4096, 3)

280 detector_prueba = model. predict(data_prueba)

281 error = np.mean(np.abs(detector_prueba-data) , axis=1)

282 error_distribucion_prueba = error.reshape(error.shape[0]+error.shape[1])



283
284
285
286
287
288
289
290
291
292
293
294
295
296
297
298
299
300
301
302
303
304
305
306
307
308
309
310
311
312
313
314
315
316
317
318
319
320
321
322
323
324
325
326
327
328
329

plt.plot(error_distribucion_prueba)

plt.plot([0,800],[0.01,0.01], color="black’, label="Umbral a 1%")
plt.xlabel ("Muestras en tiempo")

plt.ylabel ("Error absoluto medio (MAE)")

plt.title ("Detector de anomalias")

plt.legend ()

# MODELO DE DETECCION DE ANOMALIAS CON LSTM

data = normal_data.reshape (4096, 3, 256) # pasos, caracteristicas , particiones

# Enconder

model = Sequential ()

model.add (LSTM (1024, return_sequences = True,
input_shape=(data.shape[1],data.shape[2]), name="Entrada_Encoder’))

model.add (LSIM (512, return_sequences = False))

model.add (RepeatVector(data.shape[1], name=’Salida_Encoder’))

# Decoder

model.add (LSTM (512, return_sequences = True, name=’Entrada_Decoder’))

model.add (LSTM(1024, return_sequences = True))

model.add(TimeDistributed (Dense(data.shape[2]), name=’Salida_Decoder’))

model. compile (loss="mae’, optimizer="adam’, metrics=["accuracy’])

callback = tf.keras.callbacks.EarlyStopping(monitor="accuracy’, patience=10)
history = model. fit (data, data, validation_split=0.2,
epochs=100, callbacks=[callback], verbose=0)

print (model.summary ())

# Guardar el modelo

tfia .guardar_modelo(model, output_path, ’detector_anomalias_LSTM ")

# Plots

plt.plot(history.history[’loss’], label="Datos de entrenamiento’)
plt.plot(history.history[’val_loss’], label="Datos de validacion cruzada’)
plt.xlabel ("Epochs")

plt.ylabel ("Funcion de perdida")

plt.title ("Evolucion de la funcion de perdida durante el entrenamiento")

plt.legend ()

prediccion = model. predict(data)
error = np.mean(np.abs(prediccion—-data) , axis=1)

error_distribucion = error.reshape(error.shape[0]+error.shape[1])

plt.plot(error_distribucion)
plt.ylabel ("Error absoluto medio (MAE)’)
plt.xlabel ('Tiempo (s)’)
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330 plt.hist(error_distribucion ,bins=30)

331 plt.xlabel(’Error absoluto medio (MAE) )

332 plt.ylabel(’Muestras”)

333

334 data_prueba = np.genfromtxt(path_prueba, delimiter=",")

335 data_prueba = data_prueba.reshape(4096, 3, 256)

336 detector_prueba = model. predict(data_prueba)

337 error = np.mean(np.abs(detector_prueba-data) , axis=1)

338 error_distribucion_prueba = error.reshape(error.shape[0]+error.shape[1])
339

340 plt.plot(error_distribucion_prueba)

341 plt.plot([0,1100000],[0.1,0.1], color="black’, label="Umbral a 10%")
342 plt.xlabel ("Muestras en tiempo")

343 plt.ylabel("Error absoluto medio (MAE)")

344 plt.title ("Detector de anomalias")

345 plt.legend ()



Apéndice B
Datos recolectados

Los datos usados en este trabajo de investigacion se encuentran disponibles en

https://github.com/lsanchezcl4/tfia
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https://github.com/lsanchezc14/tfia
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