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1. Introduccién

El ciberanzuelo (clickbait en inglés) es un término peyorativo que se le da
a cierto tipo de contenido en Internet. Este tipo de contenido se caracteriza
por intentar atraer la atencion del usuario, con el fin de que este acceda al
contenido a través de un clic. Sobre todo, el objetivo principal del clickbait es
aumentar los ingresos publicitarios a través de las visitas de los usuarios. Para
esto, los creadores de contenido recurren generalmente al uso de publicidad
enganosa.

En particular, los titulares clickbait buscan captar la atencion del usuario
mediante diferentes técnicas, como por ejemplo el uso de palabras sensa-
cionalistas, frases enganosas o exageraciones. Algunos ejemplos de titulares

clickbait son los siguientes:

= “19 fotos que no podras borrar de tu cabeza’
= “21 personas que no tienen perdén de dios’E]

= “Estas ideas de la fisica acerca del tiempo te volaran la cabeza’

Por lo general el contenido ligado a este tipo de titulares no brinda infor-
maciéon de calidad para el usuario, haciendo que este se sienta decepcionado
con los resultados obtenidos después de haber hecho clic.

Con el auge de las redes sociales, noticias falsas, y contenidos virales, se ha
despertado el interés de detectar de forma automatica los contenidos clickbait
en Internet. Por ello, se han desarrollado herramientas, en su mayoria basadas

en aprendizaje maquina supervisado, con el fin de combatir el uso de clickbait.

Thttps://www.buzzfeed.com/mx/philippjahner/fotos-que-guardaras-en-tu-cabeza-para-siempre
%https://www.buzzfeed.com/mx/raquelmiserachi/infierno-carcel-muerte
3https://pijamasurf.com/2019/04/estas_ideas_de_la_fisica_acerca_del_tiempo_te_volaran_la_

cabeza/



A raiz de esto, se formula la pregunta de investigacion: ;Como pueden ser
utilizados los word embeddings para la deteccion automatica de clickbait en
idioma espanol? Ademés se establece como pregunta metodologica: ;es posi-
ble utilizar los word embeddings para diferenciar de forma efectiva titulares
clickbait de los titulares no-clickbait?

Este documento tiene la siguiente estructura. La siguiente seccion describe
la justificacion de la investigacion, después se presentan el objetivo general y
los objetivos especificos. Seguidamente se presenta el marco conceptual y se
describe el estado del arte. Luego se describe la metodologia, los resultados

obtenidos, y finalmente se presentan las conclusiones y trabajo futuro.

2. Justificacion

La deteccidon automatica de titulares clickbait es importante en diversas
areas tanto de computaciéon como ciencias sociales. Algunas consecuencias

negativas del clickbait son las siguientes:

= Desde el punto de vista de la ciberseguridad, este tipo de titulares
podrian conducir a malware, o representar ataques de tipo phishing y

causar danos irreparables en el sistema del usuario.

= El uso de titulares clickbait contribuye al esparcimiento de desinforma-
cién y noticias falsas. En particular se puede destacar su uso enganoso
y deshonesto con el fin de influir en actitudes sociales y la opinion

publica.

= Por tltimo, este tipo de contenido busca generar una respuesta emo-
cional en el usuario, por lo que puede generar una mayor polarizacion

social sobre temas como politica, religion, entre otros.

De acuerdo a los resultados obtenidos a partir de una revision sistematica

de literatura ejecutada en marzo del 2021; fue posible conocer la existencia de



herramientas clasificadoras para la deteccion de clickbait en idioma inglés. Sin
embargo, no existen herramientas similares para el idioma espanol. Inclusive,
no existe un conjunto de datos en idioma espanol que pueda ser utilizado por
un modelo clasificador.

La presente investigacion pretende realizar una serie de aportes tecnologi-
cos. Primero, la creaciéon de un conjunto de datos etiquetado que corresponde
a titulares clickbait en idioma espanol. Segundo, la implementaciéon de un mo-
delo de aprendizaje de maquina para llevar a cabo deteccion automética de
clickbait. Tercero y ultimo, realizar una evaluacién del desempeno del uso de
word embeddings en la deteccion de clickbait.

A continuacién se detallan los objetivos.

3. Objetivos

En esta seccion se describe el objetivo general y los objetivos especificos

de la investigacion.

3.1. General

Evaluar a través de un modelo de aprendizaje méquina supervisado, el
uso de word embeddings para la deteccion automatica de titulares clickbait

en idioma espanol.

3.2. Especificos

» Construir un corpus etiquetado de titulares clickbait y no-clickbait en

idioma espanol.

= Implementar un modelo basado en aprendizaje maquina supervisado,
capaz de detectar automaticamente titulares clickbait a partir de los

word embeddings que los conforman.



= Medir el desempeno del modelo obtenido, utilizando métricas de pre-
cision, para determinar la utilidad de los word embeddings al detectar
clickbazit.

A continuacién se presenta el marco conceptual.

4. Marco conceptual

El clickbait es una técnica en la cual se manipula la curiosidad de una
persona, con el objetivo de hacerle abrir més paginas web a través de un clic.
Esto usualmente se logra escribiendo titulares exagerados o irreales [11]. Una
manera de poder identificar automaticamente este tipo de titulares es por
medio de un modelo de aprendizaje maquina.

El aprendizaje maquina consiste en encontrar patrones ocultos a partir de
grandes volimenes de datos, y asi poder resolver problemas de clasificacion u
optimizacion. Dentro de esta area, el desafio de identificar titulares clickbait
es un problema de clasificacion.

El objetivo de un modelo clasificador es poder predecir a qué clase per-
tenece una instancia de un conjunto de datos. Por ejemplo, en el contexto
de esta investigacion, predecir si un titular pertenece a la clase clickbait o a
la clase no-clickbait. Para construir y evaluar el modelo, primero se debe en-
trenar este con un conjunto de datos previamente etiquetados con su debida
clase. Este conjunto de datos es posible obtenerlo realizando web scraping.

Web scraping es el proceso por el cual se extrae informaciéon o contenido
de una péagina web de forma automética a través de un programa denominado
“bot” o “crawler”. Los titulares obtenidos a través de web scraping son luego
etiquetados por un grupo de personas, para asi obtener el conjunto de datos
con clases asignadas.

Entrenado el modelo, este se valida con un conjunto de datos no etique-

tados. Es decir, se realizan predicciones sobre instancias que el modelo no



haya “visto” con anterioridad. A partir de estas predicciones, se obtienen las

métricas de interés. Por ejemplo, la métrica de precision se define como:

TP
TP+ FP

Donde T'P son las predicciones verdaderos positivos, y F'P son las pre-
dicciones falsos positivos.

Los modelos clasificadores de aprendizaje méquina requieren representar
los titulares de forma tal que estos sirvan como datos de entrada. Para ello es
posible representar las palabras escritas en lenguaje natural, como vectores
de nimeros reales, conocidos como word embeddings. Se ha demostrado que
representar las palabras de esta manera pueden mejorar significativamente y
simplificar las aplicaciones de procesamiento de lenguaje natural [20].

En |20 se introducen dos diferentes modelos para generar word embed-
dings: el modelo bolsa continua de palabras (Continuos Bag-of-Words) y
el modelo Skip-gram. Estos modelos consisten en utilizar un corpus de da-
tos grande, para entrenar las representaciones vectoriales de las palabras de
acuerdo a las palabras vecinas que aparecen en un mismo contexto. Una im-
plementacion de estos modelos esté disponible como un proyecto de codigo
abierto, cuyo nombre es word2vec [19].

Uno de los métodos de aprendizaje maquina mas populares para clasifi-
cacion de texto son las redes neuronales. En particular, las redes neuronales
recurrentes han sido ampliamente adoptadas por su habilidad para modelar
datos secuenciales tal como discurso y texto.

Las redes neuronales recurrentes son una clase de red neuronal artificial
que utiliza informacién secuencial para mantener la historia de los datos
a través del tiempo mediante sus capas intermedias [2]. Ademés, un tipo
particular de red neuronal recurrente, llamado Long Short Term Memory
(LSTM), es atin mas eficiente que las redes neuronales recurrentes regulares,

ya que preserva la informaciéon de mejor manera si una palabra estd muy



alejada de otra en el texto. Algunos hiperpardmetros a tomar en cuenta al

desarrollar una red neuronal recuerrente tipo LSTM son los mostrados en el
cuadro

Cuadro 1: Hiperpardmetros de una red neuronal tipo LSTM

Hiperparametro Descripcion

Niumero de épocas Define cuantas iteraciones de entrena-
miento se realizan utilizando todo el con-

junto de entrenamiento.

Tamano de los baches Define la cantidad de instancias del con-
junto de entrenamiento que se utilizan

antes de ajustar los pesos de la red.

Tasa de aprendizaje Define qué tan réapido la red neuronal

ajusta sus parametros.

Ntimero de capas ocultas | Define la cantidad de capas tipo LSTM

presentes en la red neuronal.

Numero de neuronas | Define la dimensién de la salida oculta
ocultas (hidden size) (que se propaga a través del tiempo) de
la capa LSTM de la red.

En la siguiente seccion se presenta el estado del arte de la deteccion

automatica de clickbait.

5. Estado del arte

Se realizd6 una revision sistemética de literatura en el mes de marzo del
2021, con el objetivo de conocer el estado del arte de la deteccion automética
de clickbait. La mayoria de los articulos recuperados estudian la deteccion

de clickbait en idioma inglés. Por otra parte, no se encontraron articulos



relacionados a la deteccion de clickbait en idioma espanol.

Los articulos obtenidos se clasificaron en tres categorias de importancia
para esta investigacion: 1) tipo de entrada de datos, 2) método o algorit-
mo de clasificacion empleado, y 3) precision obtenida de acuerdo al afio de

publicacion.

5.1. Tipos de entrada de datos

Para llevar a cabo el procesamiento de clasificacion de titulares clickbait,
estos deben ser representados como datos de entrada para un modelo clasifi-
cador. El 71,00 % de los estudios recolectados utilizan un tipo de embeddings
para esta tarea.

La clasificacion de los estudios de acuerdo a los tipos de entrada de datos,

se puede observar en la figural[l]

Embeddings de
documentos, 1

Embeddings de
caracteres, 3

Uso de Embeddings
caracteristicas, de palabras,
5 13

Figura 1: Clasificacion de estudios de acuerdo a los tipos de entrada de datos

Los estudios [11], [15], [2], ¥ utilizan distintos tipos de embeddings
al mismo tiempo para representar los datos de entrada. Por otra parte los



estudios que no utilizan embeddings (, , , , , @]), utilizan

extraccion manual de features de los titulares. Algunos de estos features son:
cantidad de palabras, cantidad total de caracteres, presencia de adjetivos,
entre otros.

En [1] se presenta el tinico estudio en donde se utilizan word embeddings
generados desde cero. Estos se generan como parte del modelo desarrollado, y

se combinan con word embeddings pre-entrenados, a diferencia de estudios co-

mo , , , y m, que utilizan tnicamente embeddings pre-entrenados.

5.2. Meétodos de clasificacion

La figura 2] muestra la categorizacion de los estudios basada en los méto-
dos utilizados para la creaciéon de los modelos clasificadores. Los métodos méas
utilizados son las redes neuronales, que abarcan un 66,00 % de los estudios,
seguido de las maquinas de soporte vectorial, con un 22,00 %.

Algunos estudios (, , @, ) utilizan diversos métodos para com-

parar el rendimiento de la soluciéon propuesta dentro del mismo articulo.

Redes neuronales

Maquinas de soporte vectorial
Arboles de decisién
Simulacién basado en agentes
Modelos Bayesianos

TF-IDF

Transformer

o
N
N

6 8 10 12 14 16
Cantidad de estudios

Figura 2: Caracterizacion de estudios de acuerdo a los métodos de clasifica-

cién



Por otra parte, se identificaron estudios que utilizan métodos menos con-
vencionales. En [11] se utiliza un mecanismo de conteo de frecuencia de
palabras entre el encabezado y el contenido, para determinar si el titular
corresponde a clickbait o no. Relacionado a esto, en los estudios [7| y [30],
también se estudia la similitud presente entre el encabezado y el contenido
para realizar la clasificacion. Por ultimo, en [23| se utiliza un método ba-
sado en agentes, y en |30 se utiliza un modelo Transformer. Este ultimo
corresponde a un modelo que procesa datos de forma secuencial, en el cual

se utilizan mecanismos de atencion.

5.3. Meétricas de precisién segiin ano de publicacion

La figura[3]muestra la distribucion de los estudios de acuerdo a su ano de
publicacion y la precision obtenida por el método de clasificacion respectivo.
El estudio que reporta una mejor métrica es |18] con un 99,00 % de precision.
En segundo lugar se encuentra [17| con un 98,70 % de precision, seguido de
[3] con un 98,65 %. Por otro lado, la precision méas baja es reportada por el

estudio [22|, cuyo resultado es 73,20 %.

100

0 ) ?
95 M S ©
(@]
90 X
+
§ 85 O © Redes Neuronales
g CRYY
5 80 5 = A Arboles de decision
@ A
< 75 A ° ¢ Basado en agentes
20 X TF-IDF
+ Transformer
65
60
2016 2017 2018 2019 2020

Afio de publicacion

Figura 3: Distribucién de estudios de acuerdo a precisiéon y ano
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Cabe mencionar ademas que algunos estudios méas recientes, del ano 2020,
no presentan una precision elevada debido a que buscan solucionar problemas
méas complejos. Por ejemplo, en |30] se busca detectar clickbait de acuerdo a
si el encabezado se relaciona con el contenido de la publicacién. Ademéas en
[6], 1a solucion propuesta es independiente del lenguaje, es decir se busca que
el modelo funcione a partir de titulares escritos en cualquier idioma.

Por otra parte, los estudios recolectados del ano 2021, no fueron tomados
en cuenta porque se enfocan en detectar clickbait en publicaciones multime-
dia como imégenes y videos. Por ejemplo los estudios [10], y [29], buscan
detectar clickbait en los titulares presentes en publicaciones de videos de
YouTube, realizando un analisis del titular y el contenido del video. Ademés
el estudio presentado en |13| se enfoca en detectar clickbait en publicaciones
con iméagenes presentes en las redes sociales Instagram y Twitter.

Finalmente un 58,00 % de los estudios supera el 90,00 % de precision ob-
tenida, mientras que la media es de 90,08 %. Es importante mencionar que
ni [24], ni {15 presentan resultados de métricas de precision, por lo cuél no
se incluyeron en la figura [3]

De acuerdo a la revision de literatura, se corrobor6 que no existen estudios
dedicados a la deteccion automatica de clickbait en idioma espanol.

La siguiente seccion describe la metodologia de esta investigacion.

6. Metodologia

Esta seccion presenta las actividades realizadas con el fin de cumplir los
objetivos propuestos. El proceso metodologico se llevd a cabo de acuerdo a
las ciencias del diseno, basado en el modelo presentado en [28]. El ciclo me-

todologico se muestra en la ﬁgura y sus fases de describen a continuacién:

= Reconocimiento del problema: identificar un problema y definir los ob-

jetivos de una solucién. Como resultado de esta fase se obtiene una
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Knowledge Process Outputs
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{

Conclusion Results

Figura 4: Ciclo de ciencias del diseno tomado de [28|

propuesta para un esfuerzo de investigacion.

Proposiciéon: De acuerdo a la propuesta obtenida de la fase anterior, se

crea un diseno tentativo con el cual se visualiza la solucion del problema.

Desarrollo: En esta fase el diseno es desarrollado e implementado, re-

sultando en la construccién de un artefacto.

Evaluacion: El artefacto es evaluado de acuerdo a los criterios definidos
en la propuesta de investigacion. Los resultados obtenidos de esta eva-
luacion y la informacion adicional obtenida a través de la construccion
del artefacto, son utilizados para realizar otro ciclo de investigacién con

el conocimiento adquirido.

Conclusion: Los resultados de la investigacion son consolidados y
documentados. Ademés el conocimiento adquirido es categorizado
como “firme” —hechos que fueron aprendidos y pueden ser aplicados
repetidamente— o “cabos sueltos” —comportamiento anémalo que carece

de explicacion y podria servir para investigacion futura.
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PASO PASO PASO PASO PASO

Obtencién del Etiquetado Obtencién Construccién Entrenamiento y
conjunto de del conjunto de word del modelo evaluacién del
datos de datos embeddings modelo

Figura 5: Metodologia general de cada ciclo de investigacion

De acuerdo al modelo metodolégico de ciencias del diseno, se realiz6 el
diseno tentativo, desarrollo, y evaluaciéon de un prototipo. A partir de los
conocimientos e informacién obtenidos del prototipo se realizé un nuevo ciclo
metodologico acorde a lo aprendido.

El desarrollo y evaluacién de cada ciclo metodolégico se compone de una
serie de actividades mostradas en la figura[5] Estas actividades consisten
en 1) recolectar el conjunto de datos, 2) etiquetar el conjunto de datos, 3)
obtener los word embeddings, 4) construir el modelo clasificador basado en
aprendizaje méaquina, y 5) entrenar y evaluar el modelo.

La recoleccion del conjunto de datos se realizo durante el curso PF3394 -
Recuperacion de Informacion. Por otra parte la investigacion y evaluacion del
uso de word embeddings se realiz6 durante el curso PF3897 - Procesamiento
de Lenguaje Natural. Mientras que la construcciéon y evaluaciéon del modelo
se llevo a cabo en el curso PF3115 - Técnicas Computacionales y Estadisticas

de Aprendizaje de Maquinas.

6.1. Recolecciéon del conjunto de datos

Con el fin de entrenar y evaluar el modelo clasificador se recolectaron titu-
lares de publicaciones en distintos sitios web. Dicha recolecciéon de datos se lle-
v6 a cabo de manera automatica haciendo web scraping de fuentes en Internet
seleccionadas de manera manual. Estas fuentes corresponden a las siguientes

paginas web: Buzzfeed (buzzfeed.com/mx), BoredPanda (boredpanda.es),
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PijamaSurf (pijamasurf.com), Vanidades (vanidades.com), y Wikinoticias
(es.wikinews.org).

El principal criterio para la seleccion de las fuentes esta basado en obser-
vacion y popularidad. Es decir, de acuerdo a experiencia previa, estas fuentes
ya habfan sido identificadas como origen de contenido tanto clickbait como
no clickbait. A su vez, estos sitios web se seleccionaron de modo que los temas
de sus publicaciones sean similares. En este caso las publicaciones giran en
torno a noticias, estilo de vida, moda, y entretenimiento.

En particular las fuentes Buzzfeed, y Wikinoticias son ampliamente uti-
lizadas en la literatura para la creacion de un corpus clickbait. Por ejemplo,
estas fuentes son utilizadas en los estudios |2|, |5, |9], [16], [17], [18], [23],
24), 5], [20).

Para realizar el proceso de web scraping se desarroll6 un bot utilizando
el framework de Scrap con el cual se obtuvieron los titulares de los sitios
web mencionados anteriormente, de una forma sencilla y automaética.

La figura @ muestra el proceso de web scrapping. Este proceso consiste
en tomar una serie de URLSs predefinidas, y encolarlas en el médulo llamado
“URL queue”. Seguidamente para cada una de las URLs se solicita su conte-
nido HTML de Internet, y se extraen los titulos e hipervinculos. Finalmente
los titulos se escriben a un archivo de salida en formato CSV, y los hiper-
vinculos son encolados en el moédulo “URL queue” para repetir el proceso a

partir de estas nuevas URLs.

6.2. Etiquetado del conjunto de datos

El proceso de etiquetar el conjunto de datos corresponde a determinar si
un titular pertenece a la clase clickbait o a la clase no-clickbait. Este proceso

se realiz6 de forma manual por un conjunto de personas que inspeccionan

dhttps://scrapy.org
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Figura 6: Recoleccion de titulares mediante web scrapping

cada titular y determinan, segiin su juicio, la clase de cada instancia del
conjunto de datos.

Al realizar esta investigacion se dispuso de catorce anotadores voluntarios
que corresponden a estudiantes de posgrado de la Universidad de Costa Rica.
Estos estudiantes cursan la carrera de Computacion e Informatica y la carrera
de Lingiiistica.

Cada anotador tuvo la responsabilidad de etiquetar un subconjunto del
conjunto de datos. Estos subconjuntos se distribuyen mediante el proceso

mostrado en la figura |7] descrito a continuacion:
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Figura 7: Proceso de etiquetado del conjunto de datos
= A partir del conjunto de datos original sin etiquetar, se crean tres copias
iguales, llamados Copia 1, Copia 2, y Copia 3.

» Cada copia se divide de forma aleatoria en catorce partes iguales, una

para cada anotador.
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A cada anotador se le asigna una parte de cada copia. Por ejemplo, al
anotador 1 le corresponden la parte 1 de la Copia 1, la parte 1 de la
Copia 2, y la parte 1 de la Copia 3. Se verifica que cada parte de cada

anotador sea disjunta.

En caso de que un mismo texto se encuentre duplicado, se intercambia
una de sus apariciones con un texto de otro anotador para asegurar que
las tres partes sean disjuntas. De esta forma ningin anotador evalta

un mismo titular mas de una vez.

Cada anotador etiqueta las partes que le hayan correspondido para asi
obtener la Copia 1 etiquetada, Copia 2 etiquetada, y Copia 3 etiqueta-
da.

Finalmente, las tres copias se unifican en una sola para obtener el con-

junto de datos etiquetado.

El proceso anterior asegura que cada titular del conjunto de datos sea eti-

quetado por al menos tres anotadores diferentes. Para esto a cada anotador

se le proporcionaron tres archivos en formato de hoja electrénica, correspon-

diente a cada parte de la Copia 1, Copia 2, y Copia 3. Asi cada anotador

emite un juicio para cada uno de los titulares.

En cada linea de la hoja de calculo se presenta un titular que debe ser

clasificado de acuerdo a las siguientes categorias:

NO (Strong): se considera que el titular no es clickbait.
NO (Weak): se considera, con reservas, que el titular no es clickbait.

ST (Weak): se considera que el titular puede ser clickbait pero no con

completa seguridad.

ST (Strong): se considera que el titular si es clickbait.



17

title |NO (STRONG)|NO (WEAK)|SI (WEAK)|SI (STRONG)|SCORE|
Crean esta sencilla guia de moda masculina que ilustra lo
que si, lo que no, y lo que por favor no hay que ponerse X
Crean una lampara en forma del globo de “IT” y cuesta 375 X 2.5
Como reutilizar y sacar partido a situaciones
desafortunadas. 8 Ideas para decorar tu hogar reciclando X 2.5
Después de que se burlaran de esta mujer en Tinder por su
vestido, la marca ASOS puso su foto en su web X 2.5
En Brasil ya han muerto 500 millones de abejas en 3 meses,
y se cuestiona el futuro de nuestros alimentos X -5
El actor Tom Felton de Harry Potter se queja de envejecer a
sus 32 afios, y es troleado por su colega Matthew Lewis X 2.5
El agua de los canales de Venecia se vuelve cristalina
durante la cuarentena por el coronavirus X -2.5

WhatsApp compartira los nimeros telefonicos de los
usuarios con Facebook X -5

Figura 8: Titulares etiquetados de acuerdo a categorias, tomado de Copia 1

De acuerdo a la categoria seleccionada por el anotador, se le asigna un
puntaje a su eleccion. La categoria NO (Strong) equivale a un puntaje de -5,
la categoria NO (Weak) equivale a un puntaje de -2.5, la categoria SI (Weak)
equivale a 2.5, y la categoria SI (Strong) equivale a un puntaje de 5. En la
ﬁgura se muestra un extracto del conjunto de datos etiquetado de acuerdo
a estas categorias.

El puntaje final de cada titular se obtiene al sumar los puntajes obtenidos
en las tres copias etiquetadas del conjuntos de datos. De esta forma, si el
puntaje es mayor a cero, el titular se clasifica con la clase clickbait. Si por
otra parte el puntaje es menor a cero, el titular se clasifica con la clase no-
clickbait. En caso de que el puntaje final sea igual a cero, el titular es evaluado
por un nuevo anotador de acuerdo a las categorias antes mencionadas, y el
puntaje que corresponde a su eleccién se suma al puntaje final.

La ﬁgura@muestra un extracto del conjunto de datos con su etiquetado
final, donde la columna label indica si el titular es clickbait, representado con

la etiqueta 1, o si el titular es no-clickbait, representado con la etiqueta 0.
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title [Set 0 scorelSet 1 scorelSet 2 score[Tie breakerlFinaI scorel label
Esta es Baddie Winkle, una abuela de 92 afios con mucho

estilo que lleva “desde 1928 robandote a tu hombre” 5 -2.5 5 0 7.5 1
La FIFA sancion6 a Bolivia por alineacion indebida de jugador -2.5 -2.5 -5 0 -10 0
Un enfermero aleman confiesa haber asesinado a mas de 2.5 2.5 5 0 10 1
18 Crimenes de cocina cometidos contra el pollo 5 5 5 0 15 1
Estas son las Unicas 5 reglas que necesitas saber cuando 5 2.5 5 0 12.5 1
9 Cosas inesperadamente divertidas que puedes hacer con S 5 S 0 15 1
15 Profundos y terribles pensamientos que tuvo el biho del 5 -5 5 0 5 1
Paises del Caspio llegan a acuerdo sobre paz y desarrollo -5 -2.5 -5 0 -12.5 0
Hallazgos romanos en el yacimiento de Bafiugues 5 -5 -5 0 -5 0

Figura 9: Titulares con etiquetado final

6.3. Obtencién de word embeddings y preprocesamiento

del conjunto de datos

La presente investigacion esta basada en la hipotesis de que los titulares
clickbait pueden ser identificados de acuerdo a la forma en que las palabras
son utilizadas para generar curiosidad en el usuario.

Los word embeddings capturan significado sintactico y seméntico de las
palabras en un idioma determinado, por ello se utilizé un corpus de word
embeddings pre-entrenado en idioma espanol, obtenido de . Este corpus
corresponde a cerca de 1500 millones de palabras en espanol, entrenadas a
partir de recursos de la web utilizando el algoritmo Word2ve

El preprocesamiento del corpus de word embeddings consiste en reempla-
zar los caracteres no alfa numéricos por espacios en blanco, reemplazar los
digitos por el token “DIGITO”, y reemplazar miltiples espacios en blanco por
un dnico espacio en blanco. Consecuentemente, el mismo preprocesamiento

se lleva a cabo con los titulares recolectados en este trabajo.

6.4. Construccion del modelo clasificador

En esta seccion se presentan los métodos de clasificacion utilizados en esta

investigacion. Se desarrollaron tres modelos, donde los dos primeros corres-

Shttps://code.google.com/archive/p/word2vec/
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ponden a una linea base, utilizados para comparar los resultados obtenidos
por el tercer modelo.

El primer modelo corresponde a una clasificacion simple de acuerdo a la
frecuencia de las palabras, mientras que el segundo modelo corresponde a un
Gaussian Naive Bayes. Por ultimo el tercer modelo corresponde a una Red

Neuronal Recurrente tipo LSTM.

6.4.1. Linea base: Clasificaciéon simple

Dado que no existe un estudio dedicado a la clasificacion de titulares
clickbait en idioma espanol, se realizé una clasificacion sencilla del conjun-
to de datos, para asi tener una linea base con la cual comparar el modelo
desarrollado.

La idea general es clasificar un titular de acuerdo a las palabras maés
comunes del conjunto de datos perteneciente a la clase clickbait. Es decir,
un titular se clasifica como clickbait si posee una palabra que aparece con
frecuencia en el conjunto de datos etiquetado como clickbait. Los detalles de
esta clasificacion se muestran en la figura [10] y se implementan de acuerdo

al siguiente algoritmo:

= Pre-procesamiento: El pre-procesamiento incluye eliminar caracte-
res no alfanuméricos, reemplazar los digitos por el token “DIGITO”, y
remover stopwords. A diferencia de los demés modelos desarrollados,
para este método se remueven los stopwords para evitar que las pa-
labras més frecuentes de cada clase sean palabras que realmente no

representan dicha clase.

= Frecuencia de palabras: Se obtienen las frecuencias de cada palabra
dentro del vocabulario del conjunto de datos previamente etiquetados

(figura . Después se seleccionan las dos palabras mas frecuentes de
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los titulares etiquetados como clickbait, y se almacenan como palabral

y palabra?2 (representadas en el grafico como P1y P2).

» Clasificacion: Si un titular posee al menos una de las palabras obte-
nidas del punto anterior (palabral o palabra2), el titular es clasificado

como clickbait, de otra forma es clasificado como no-clickbait.

Conjunto
de datos
etiquetado

Preprocesamiento

Subconjunto Conjunto
de datos de datos
clickbait preprocesado

Obtener
las dos palabras cTitular
mas comunes contiene
del conjunto de datos Pl1o P2?

No
clickbait

Figura 10: Algoritmo de clasificacion simple (linea base)
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6.4.2. Linea base: Gaussian Naive Bayes

Se realiz6 un modelo bayesiano ingenuo (Naive Bayes), para realizar la
clasificaciéon de acuerdo al teorema de Bayes. La idea general es clasificar un
titular de acuerdo a la probabilidad de que este pertenezca a una clase, dado
el conjunto de palabras que lo conforman.

Los detalles de esta clasificacion se implementan de acuerdo al siguiente

algoritmo:

= Pre-procesamiento: El pre-procesamiento incluye eliminar caracte-
res no alfanuméricos, reemplazar los digitos por el token “DIGITO”, y

eliminar miltiples espacios en blanco por un tinico espacio en blanco.

» Frecuencia de palabras (TF-IDF): Se obtienen las frecuencias de
cada palabra dentro del vocabulario del conjunto de datos. De forma
que los pesos que representan cada palabra son utilizados como entrada

de datos para el modelo.

» Clasificacion: De acuerdo al teorema de Bayes, se calcula la probabi-
lidad de que un titular pertenezca a una clase (denotada con la letra
y), de acuerdo a las palabras que lo conforman (denotadas con la le-
tra X). Es decir un titular se clasifica como clickbait si la probabilidad
P(clickbait| X)) es mayor que la probabilidad P(no — clickbait| X).

6.4.3. Red Neuronal Recurrente tipo LSTM

El modelo propuesto en esta investigacion corresponde a una Red Neuro-
nal Recurrente (RNN) de tipo Long Short-Term Memory (LSTM). La razén
por la cual se propone una Red Neuronal Recurrente es porque estas brindan
la posibilidad de representar las instancias de entrada como una secuencia de

datos. Las redes neuronales tradicionales no brindan esta posibilidad, dado
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que las entradas y salidas son representadas con un tamano fijo no secuen-
cial. Es por ello que las redes neuronales recurrentes han sido ampliamente
adaptadas para modelar datos secuenciales, tal como discurso y texto [2].

Para esta investigacion, representar las entradas como una secuencia de
datos es importante dado que un titular es realmente una secuencia de pa-
labras. Por ello, la forma en que una secuencia de palabras es utilizada nos
ayuda a determinar si el titular es clickbait o no.

Por ejemplo, el titular “Los mejores 30 hombres del afio en computacion”
se puede considerar clickbait. Sin embargo, el titular “Los hombres de 30 anos
son mejores en computaciéon” no es clickbait. Con esto se demuestra que a
pesar de utilizar practicamente las mismas palabras, la diferencia principal
radica en la secuencia de estas.

Otra de las razones por las cuales esta investigacion utiliza una red neu-
ronal recurrente, es porque estas han sido ampliamente utilizadas en la lite-
ratura para este tipo de tareas. Por ejemplo en [8|, se utiliza una para auto
generar texto clickbait.

Por ello, al utilizar una red neuronal recurrente, es posible preservar la in-
formacion que brinda una secuencia de palabras, y asi obtener una salida que
corresponde al puntaje clickbait del titular. Sin embargo, las redes neuronales
recurrentes no preservan de la mejor manera la relacion de palabras que se
encuentran muy alejadas entre si [12]|. Para resolver este problema se utiliza
la variante LSTM, ya que su implementacién de “compuertas” preserva de
mejor manera la informaciéon de cada elemento en la secuencia.

La ﬁgura muestra la arquitectura de la red neuronal desarrollada, asi
como el procesamiento que se le da a cada titular antes de ser insertado a la

red. Este proceso de describe a continuacion.
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Figura 11: Arquitectura del modelo de red neuronal

» Preprocesamiento: Se realiza el mismo preprocesamiento que al cor-
pus de word embeddings pre-entrenadas. Es decir, se eliminan caracteres
no alfanuméricos, y se reemplazan los digitos con el token “DIGITO”.
Como parte de esta fase también se asocia cada palabra del vocabula-
rio con un numero Unico que la identifique. De esta forma el titular es

representado como una secuencia de ntimeros enteros.
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= Capa de embedding: Se traduce cada palabra, identificada con un
namero Gnico, a su respectiva representacion vectorial (word embed-
ding), de forma que la salida de esta capa sea una secuencia de word
embeddings. Si una palabra no tiene un equivalente en el corpus de word
embeddings pre-entrenados, entonces se utiliza un word embedding de

unicamente ceros.

= Capa LSTM: Se procesa la secuencia de word embeddings como la
entrada de una capa LSTM unidireccional. De la salida de esta capa
se mantiene inicamente el resultado de la ultima celda para pasar a la
siguiente capa. Esto porque es la tltima celda la que posee la informa-
cion de toda la secuencia, dado que esta informacion fue transmitida

a través del tiempo desde celdas anteriores por el hidden state de la
LSTM.

= Capa lineal: Traduce la salida de la capa LSTM, cuyo tamano esta
definido por el tamano del hidden state, al tamano de salida deseado

de la red neuronal, en este caso uno.

= Capa sigmoide: Funcion de activacion de la capa de salida. Esta salida
representa una clasificacion binaria; 0 para la clase clickbait, y 1 para

la clase no-clickbait.

6.5. Entrenamiento y evaluacién del modelo clasificador

El proceso de entrenamiento y evaluacion del modelo clasificador se mues-
tra en la figura El conjunto de datos se divide aleatoriamente en tres
grupos: el 80 % de instancias se utiliza como conjunto de entrenamiento, un
10 % se utiliza como conjunto de validacion, y el restante 10 % se utiliza como

conjunto de pruebas.
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Figura 12: Proceso de entrenamiento y evaluacion del modelo
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Como se muestra en la ﬁgura el proceso de entrenamiento consiste en
entrenar el modelo a partir del conjunto de datos de entrenamiento y una
serie de hiperparametros, por ejemplo nimero de épocas, tasa de aprendizaje,
y tamano de baches.

Una vez que el proceso de entrenamiento termina, se obtiene el modelo
entrenado, y este se utiliza para realizar el proceso de validacion utilizando el
conjunto de datos de validacion. Este proceso consiste en realizar predicciones
utilizando las instancias del conjunto de validacién sobre el modelo entrenado,

y asi obtener la precision del modelo durante la etapa de validacion.
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El proceso de validacion se repite por cien iteraciones, realizando un ajuste
de hiperpardmetros en cada iteracién. Al finalizar el ciclo de iteraciones,
se obtiene, para cada iteracion, la precision del modelo dado una serie de
hiperpardmetros.

Seguidamente, los hiperparametros que muestran una mejor precisiéon son
seleccionados junto con el modelo entrenado, para proceder con la etapa de
pruebas. Para esta etapa, se realizan predicciones utilizando el conjunto de

datos de prueba, y se obtiene la precision final del modelo.

7. Resultados

Esta seccion brinda los resultados obtenidos de esta investigacién median-
te cuatro puntos: 1) caracteristicas del conjunto de datos obtenidas mediante
un andlisis descriptivo, 2) descripcion del comportamiento de los modelos
con base a diferentes configuraciones de sus hiperparametros, 3) métricas
de desempenio obtenidas por los modelos desarrollados, y 4) analisis de la
clasificacion final para algunos de los titulares del conjunto de datos.

Tanto el conjunto de datos, como el modelo clasificador se encuentran
disponibles en el siguiente enlace: https://git.ucr.ac.cr/nlp/spanish_

clickbait!

7.1. Analisis del conjunto de datos

De acuerdo a los ciclos de ciencias del diseno presentado en la figura
se desarroll6 un prototipo inicial para resolver el problema de investigacion.
Es por esto que el conjunto de datos pasé por dos diferentes fases: fase de
prototipo y fase final.

Durante la fase de prototipo se obtuvieron un total de 5467 titulares, de

los cuéles se conservaron 3192 instancias. Se conservo solamente un subcon-
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m Clickbait m No-Clickbait

Figura 13: Distribucién del conjunto de datos por clase

junto de las instancias para que asi las dos clases, clickbait v no-clickbait,
estuvieran balanceadas. En efecto, al realizar el prototipo se obtuvieron 1590
titulares clickbait y 1602 titulares no-clickbait.

Es importante mencionar que, durante la fase de prototipo, el etiquetado
del conjunto de datos se llevd a cabo por una sola persona, mientras que
durante la fase final, el etiquetado se llevo a cabo de acuerdo a lo descrito en
la seccion 6.2. Etiquetado del conjunto de datos.

Durante la fase final, se utiliz6 el conjunto de datos obtenido de la fase
de prototipo. Por lo tanto, el conjunto de datos final se compone de 3192
titulares, de los cuales 1617 fueron etiquetados como clickbait y 1575 fueron
etiquetados como no-clickbait, tal y como se muestra en la ﬁgura

El conjunto de datos final fue analizado a través de una serie de estadisti-
cas descriptivas, tomadas de , las cuales se pueden observar en el cuadro
La notacion utilizada es la siguiente: T' corresponde a la cantidad total de
titulares, N a la cantidad total de palabras, V es la cantidad de palabras di-
ferentes (vocabulario), p es la cantidad promedio de palabras por titular, y m

la cantidad de veces que aparece una palabra en el corpus. Asi, V(m =1, N)
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se refiere a la cantidad de palabras diferentes que aparecen solo una vez en

el corpus.

Cuadro 2: Estadisticas descriptivas del conjunto de datos

Variable Total Clickbait No-clickbait

T 3192 1617 1575
N 38767 20638 18129
\Y 8762 5086 4927
p 12.14 12.76 11.51
V(m =1, N) 5525 3393 3257

Algunas de estas caracteristicas del conjunto de datos pueden ser visuali-
zadas en la ﬁgura En la ﬁgurase puede observar la distribucion de los
titulares, tanto clickbait como no-clickbait, de acuerdo a su longitud en pala-
bras. Este gréfico, junto con el cuadro[2] indica que los titulares no-clickbait
son generalmente mas cortos que los titulares clickbait.

Mientras que la figura muestra la distribucion de los titulares de
acuerdo a los stopwords utilizados en cada clase. Dada la diferencia notable en
el empleo de los stopwords, se decidi6é no eliminarlos al momento de entrenar
y evaluar los modelos de clasificacion desarrollados.

Por otra parte las figuras y muestran las palabras mas comunes
utilizadas en los titulares de la clase clickbait y no-clickbait, respectivamente.
Estas indican que los titulares no-clickbait hacen referencia mas cominmen-
te a sustantivos propios, como por ejemplo nombres de paises o personas.
Mientras que los titulares clickbait utilizan palabras que apelan mas a la
curiosidad del lector, como por ejemplo “fotos” e “imagenes”.

Otro de los analisis realizado al conjunto de datos, es la validacion del
etiquetado. Segun el estudio efectuado en [5], existen algunos patrones o prac-

ticas, que hacen a los titulares clickbait en cierto grado identificables sobre los
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Figura 14: Caracteristicas del conjunto de datos

titulares mo-clickbait. Estas caracteristicas fueron tomadas en cuenta, como
un tipo de lista de verificacion, para revisar el conjunto de datos final, y se

presentan a continuacion.

s Listicles: Los titulares clickbait son frecuentemente presentados como
listicles. Este el nombre que se le da a los articulos presentados en
forma de lista (list + article), en los cuales por lo general se incluye un
nimero como parte del titular. Por ejemplo “Las 10 mejores canciones

de la historia”.
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s Stopwords: Los stopwords son las palabras mas utilizadas en un len-
guaje, y segun el estudio, los titulares clickbait emplean més stopwords

que los titulares no-clickbait.

= Hipérboles: Las palabras que tienen una connotacién muy negativa o
muy positiva también son mas frecuentes en titulares clickbait que en

titulares no-clickbait.

= Signos de puntuacion: Un mayor uso de signos de puntuacion también
es una de las caracteristicas de los titulares clickbait. En particular su

uso informal, como por ejemplo “...”, “!1” o “I77.

= Jerga de Internet: Se refieren a palabras o abreviaciones utilizadas en
Internet para captar la atencion del usuario. Por ejemplo OMG, LOL,
etc. Sin embargo, cabe destacar que en idioma espanol estos no son

muy utilizados.

YA RNA4

= Determinantes: El uso de determinantes, tales como “este”, “aquel”, y
“estos”, son mas comunes en titulares clickbait. Esto se debe a que
buscan apelar a la curiosidad que el lector siente por conocer a quién

se refieren los determinantes empleados.

= Adverbios: Similar al uso de las hipérboles, los titulares clickbait uti-
lizan con mayor frecuencia los adverbios para captar la atencion del

usuario.

Se llevd a cabo una verificacion de la lista anterior con cinco titulares
seleccionados al azar del conjunto de datos etiquetado. Como parte de esta
verificacion se excluyo la caracteristica de “Stopwords”, por necesitar una
comparacion con un titular no-clickbait, y la caracteristica “Jerga de Internet”

porque en idioma espanol no son muy utilizadas.
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Como se puede observar en los resultados obtenidos en el cuadro |3| no
todos los titulares cumplen con todas las caracteristicas, pero todos cumplen

con al menos una.

Cuadro 3: Verificacion del etiquetado de titulares del conjunto de datos

Titular Listicle Hipérboles Signos Determinantes Adverbios

26 Preguntas para los que aman a los gatos v X X X X

El test mas dificil que vas a hacer sobre 2015

23 Ocasiones en las que el mundo fue demasiado cruel
Cuidado con acabar asi el 2014

El quiz de postres més dificil que haras en tu vida

*x X N %
N x NS
*x X X X%
RSN
N x NS

7.2. Entrenamiento e hiperparametros

Esta seccion presenta los resultados del entrenamiento y ajuste de hiper-
parametros de la red neuronal recurrente tipo LSTM.

El entrenamiento se llevé a cabo de acuerdo al procedimiento mostrado en
la ﬁgura Después de realizar este procedimiento y partir de los resultados
obtenidos, se selecciond la mejor arquitectura de la red neuronal. Es decir, se
realizo el proceso de seleccion de los hiperparametros del modelo que mejor
métrica de precision reportan.

La ﬁgura muestra el comportamiento del modelo bajo diferentes con-
figuraciones de hiperparametros en términos de la precision obtenida. Es asi
como, la figura muestra los resultados obtenidos variando la tasa de
aprendizaje (learning rate) de la red neuronal. A partir de este experimento
se concluy6 que el mejor valor para este hiperparametro fue de 0,0001.

Asimismo, la ﬁguramuestra que el valor 6ptimo para el tamano de
los baches de la red neuronal es de 32. Por otra parte, como se observa en
la figura el valor 6ptimo del hidden size es de 256, y el valor 6ptimo
que corresponde al nimero de capas LSTM es de 1, como se puede ver en la

figura Ademas, bajo esta configuracion de hiperparametros, el nimero
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de épocas que mostrdé un mejor rendimiento es de 5 épocas.

0.94 0.935

0.93
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mo.1 5 % mi6
m0.01 0915 m32
m0.001 me4
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Precision
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lores de tasa de aprendizaje lores de tamano de bache
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lores de hidden size lores de cantidad de capas LSTM

Figura 15: Resultados experimentales al usar diferentes valores de hiperpa-
rametros para la RNN LSTM

El modelo obtuvo una mejor precision utilizando los valores de hiperpa-
rametros mostrados en el cuadro 4] Por otra parte, este modelo utiliza el

optimizador Adam, y la funcién de perdida es binary crossentropy loss.
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Cuadro 4: Valor de hiperparametros de la RNN LSTM con mejor precision

Hiperparametro Valor
Niamero de épocas 5
Tamano de los baches 32
Tasa de aprendizaje 0.0001
Numero de capas ocultas 1
Nimero de neuronas ocultas (hidden size) 256

7.3. Meétricas de desempeno

En esta seccidn se presentan los resultados obtenidos de los experimentos
realizados. Estos resultados corresponden a las métricas de desempeno de los

modelos finales desarrollados.

7.3.1. Linea base: Clasificacion simple

El modelo basal que se desarroll6 consiste en la clasificacion simple, tal
como se explico en la seccion 6.4.1 de la metodologia.

Al realizar la clasificacion utilizando este algoritmo se obtuvo una pre-
cision promedio de 69,00 %. Lo cual representa un rendimiento relativamen-
te bueno, tomando en consideracion la simplicidad del método de clasifica-
cion. El cuadro[5] muestra el reporte de clasificacion generado por el modulo

sklearn.metric&ﬁ para el método de clasificacion simple.

7.3.2. Linea base: Gaussain Naive Bayes

Dado que en idioma espanol no existe un método de clasificacién de ti-

tulares clickbait, y que el modelo de clasificacion simple desarrollado en esta

Shttps://scikit-learn.org/stable/modules/generated/sklearn.metrics.classification_report.

html
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Cuadro 5: Reporte de clasificacion: método de clasificacion simple (baseline)

Precision Recall Valor-F1 Soporte

1 0.68 0.67 0.68 1575

0 0.68 0.69 0.69 1617

exactitud 0.68 3192

promedio 0.68 0.68 0.68 3192

promedio ponderado 0.68 0.68 0.68 3192

investigacion es muy sencillo, se realizaron experimentos también con un
modelo bayeseano ingenuo de tipo gaussiano. Este tipo de modelo ha sido
ampliamente utilizado para resolver este clase de problemas, por ejemplo en
[18] se utiliza para deteccion de clickbait en idioma inglés.

Con el modelo bayesiano realizado en esta investigaciéon se obtuvo una
precision promedio de 82,00 %, como se muestra en el reporte de clasificacion

en el cuadro [6]

Cuadro 6: Reporte de clasificacion: método Gaussian Naive Bayes (baseline)

Precision Recall Valor-F1 Soporte

0.82 0.82 0.82 162

0 0.82 0.83 0.82 158
exactitud 0.82 320
promedio 0.82 0.82 0.82 320

promedio ponderado 0.82 0.82 0.82 320
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7.3.3. Red Neuronal Recurrente tipo LSTM

El modelo de red neuronal recurrente tipo LSTM obtuvo muy buenos
resultados con una precision promedio de 92,00 % utilizando el conjunto de
datos de pruebas.

En resumen, este modelo se implement6 utilizando las bibliotecas de Py-
Torchﬂ con la arquitectura de red mostrada en la ﬁgura utilizando el
optimizador Adam, y la funcion de pérdida Binary Cross Entropy Loss. A su
vez se utilizaron los hiperpardmetros mostrados en el cuadro |4} y el proceso
de entrenamiento y validacion se realizé de acuerdo a la figura

Como se puede observar en la figura durante el proceso de entre-
namiento y validacion, el valor de la pérdida disminuye conforme pasan las
épocas. Demostrando asi, que el modelo efectivamente aprende sobre el tiem-
po, vy no hay un sobreajuste. Esto debido a que la pérdida disminuye tanto
para el conjunto de datos de entrenamiento, como para el conjunto de datos

de validacioén.

—Entrenamiento —Validacién

0.7
0.65
0.6
0.55
0.5
0.45
0.4
0.35

Pérdida

0.3
0.25
0.2

Epoca

Figura 16: Valor de pérdida durante el entrenamiento y validaciéon del modelo

“https://github.com/pytorch/pytorch
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Finalmente, el reporte de clasificaciéon para este modelo se muestra en el

cuadro |7| mientras que la matriz de confusién se muestra en el cuadro

Cuadro 7: Reporte de clasificacion: método red neuronal recurrente LSTM

Precision Recall Valor-F1 Soporte

1 0.91 0.93 0.92 155

0 0.93 0.91 0.92 165

exactitud 0.92 320

promedio 0.92 0.92 0.92 320

promedio ponderado 0.92 0.92 0.92 320

Cuadro 8: Matriz de confusion para red neuronal recurrente LSTM

Valor real
clickbait | no-clickbait | Total
clickbait 143 15 158
Prediccion
no-clickbait 12 150 162
Total 155 165

Al realizar la comparacion final de los modelos implementados en esta
investigacion, se puede observar en el cuadro[9] que la red neuronal recurrente
tipo LSTM es el modelo que reporta una mejor precision. Seguidos por el
modelo Gaussian Naive Bayes, utilizado como linea base, y finalmente el

modelo de clasificacion simple, utilizado también como linea base.

7.4. Analisis de titulares mal clasificados

Como puede observarse en la matriz de confusiéon (cuadro([8)), el modelo

de red neuronal recurrente clasific6 erroneamente un total de 27 titulares.
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Cuadro 9: Comparaciéon de los modelos de acuerdo a métrica de precision

Modelo Precision
Red Neuronal Recurrente tipo LSTM 0.92
Gaussain Naive Bayes 0.82
Clasificacion simple 0.68

De los cuales 12 titulares clickbait fueron clasificados como no-clickbait, y 15
titulares no-clickbait fueron clasificados como clickbaat.

En esta seccion se analizan las caracteristicas de algunos de los titulares
mal clasificados con el objetivo de entender esta clasificaciéon. El cuadro
muestra el analisis realizado a los titulares, tomando como resultado esperado

la etiqueta manual que se le dio al titular en el conjunto de datos.

Cuadro 10: Analisis de titulares mal clasificados

(1) El ejército iraqui expulsa al Estado Islamico de Mosul

Resultado obtenido: no-clickbait | Resultado esperado: clickbait

Analisis

Este titular es informativo y no posee un enganche que sirva como
método de atraccion para el lector. Por otra parte, dado que se da
en un contexto politico y de relevancia internacional, es posible que
pueda ser utilizado para atraer clics. Sin embargo, al no poseer nin-
guna de las caracteristicas mencionadas en |5|, es mas probable que

este titular sea considerado no-clickbait por la mayoria de lectores.

Conclusion: Titular mal etiquetado por los anotadores.

(2) Estrellan superauto tnico en el mundo quienes dicen

ser cercanos a Pena Nieto

Resultado obtenido: clickbait | Resultado esperado: no-clickbait
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Analisis

Este titular es informativo, sin embargo utiliza palabras atrayentes
al lector, como la frase “superauto tnico en el mundo”. Este tipo de
frases son utilizadas frecuentemente en titulares clickbait. Ademas
el hecho de ligar el titular con una figura ptuiblica internacional, hace

que el titular pueda ser considerado como clickbait.

Conclusion: El titular no fue realmente mal clasificado. Su ca-
tegorizacion como clickbait o no, depende del contexto politico y

sociocultural del lector.

(3) Asi es como se mantiene abierto uno de los ultimos

Videocentros de México

Resultado obtenido: no-clickbait Resultado esperado: clickbait

Analisis

En |5] se demostro que los titulares clickbait utilizan més adverbios
que los titulares no-clickbait. En este ejemplo, la utilizacion del
adverbio demostrativo “asi”, induce la curiosidad del lector, por lo

tanto puede ser considerado clickbait.

Conclusién: Titular mal clasificado por el modelo.

(4) IKEA responde a la apariciéon del bolso de Balenciaga
de DIGITO que es igual que la bolsa de DIGITO centavos
de IKEA

Resultado obtenido: clickbait Resultado esperado: no-clickbait

Analisis
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De acuerdo a las figuras |1;4c| y M la palabra méas comun, tanto
para la clase clickbait como no-clickbait, es DIGITO. Sin embargo,
para la clase clickbait, es mucho méas recurrente que para la clase
no-clickbait. Es probable que por esta razon el modelo clasifico este

titular como clickbait.

Conclusién: Titular mal clasificado por el modelo.

8. Conclusiones y trabajo futuro

En esta investigacion se presentd un modelo de red neuronal recurrente de
tipo LSTM para clasificar titulares clickbait y no-clickbait en idioma espafiol.
Se desarrollaron ademés dos modelos, un clasificador simple y un Gaussian
Naive Bayes, que fueron utilizados como lineas base de comparacion.

El modelo de red neuronal recurrente tipo LSTM se implement6 utili-
zando las bibliotecas de PyTorch, en conjunto con el optimizador Adam, y
la funcién de pérdida Binary Cross Entropy Loss. De esta forma el modelo
obtuvo una precision promedio de 92,00 %, un recall de 92,00 %, y un valor
de F1 de 92,00 %. Al comparar la métricas de precision de los modelos de
linea base con la red neuronal recurrente LSTM, esta los supera por un 10 %.

Es importante recalcar que los estudios obtenidos a través de la revision
de literatura reportan una precision de hasta 99,00 %. Sin embargo, estos
estudios aplican al idioma inglés y no al idioma espanol. Ademas se debe
tomar en cuenta que el conjunto de datos es distinto, tanto en tamano como
en contenido, por lo cual no se espera que las métricas obtenidas en esta
investigacion sean comparables a las reportas en la revision de literatura.

De acuerdo a los experimentos realizados, y las métricas obtenidas, es
posible concluir que, para este caso de estudio en particular, los word em-

beddings de los titulares escritos en idioma espanol, junto con algoritmos de
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aprendizaje maquina, son efectivamente ttiles para detectar clickbait.

Este trabajo ademas ilustra que el uso de las redes neuronales recurren-
tes, y en particular las LSTM, realmente representa una mejora significativa
para poder representar los datos de entrada como secuencias de informacion
dependientes.

Sumado a lo anterior, esta investigacion aporta avances en la deteccion
automatica de clickbait en idioma espanol. En efecto, los productos finales de
la investigacion incluyen el primer conjunto de datos clickbait de Costa Rica
etiquetado en idioma espanol, el primer prototipo de deteccién automética
de clickbait en idioma espanol, y la correspondiente investigacion y anélisis
de resultados que pueden ser utilizados como insumo para futuras investiga-
ciones. En particular, esta investigacion puede ser utilizada como referencia
para el desarrollo de identificacion de desinformacion, como la identificacion
de noticias falsas. Como trabajo futuro se propone utilizar character em-
beddings, en conjunto con los word embeddings. De esta forma serfa posible
tomar en cuenta el uso de los signos de puntuacién como distintivo de los
titulares clickbait, tal como se menciona en |5|.

Una investigacion futura podria también realizar una evaluacion del de-
sempeno de los modelos al utilizar diferentes tipos de embedding. Por ejemplo
realizar comparaciones de word embeddings, character embeddings, y docu-
ment embeddings, asi como embeddings generadas a partir de los algoritmos
word2vec, GloVe, etc.

Con respecto al conjunto de datos como tal, se propone aumentar el
tamano de la coleccion, para asi obtener una cantidad suficientemente grande
de titulares. Esto con el fin de poder generalizar de mejor manera cualquier
tema que pueda ser usado para generar clickbait.

Ademas, contrario a utilizar word embeddings pre-entrenados, seria posi-
ble generar los embeddings autométicamente. Dado el tamano de la coleccion

utilizada en esta investigacion, se decidi6 utilizar un conjunto externo pre-
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entrenado de embeddings. Sin embargo, podria ser més representativo generar
los embeddings de las palabras a partir del insumo de la red neuronal.

Relacionado también a la entrada de datos del modelo de red neuronal, se
propone hacer uso de anotaciones lingiiisticas del corpus, como por ejemplo
de modalidad, morfolégicas, y sintacticas. De forma que estas sean usadas
como features en conjunto con los word embeddings.

En lo que respecta a la arquitectura de red neuronal utilizada, se propone
como trabajo futuro realizar mas experimentos con los hiperparametros. Para
que estos se seleccionen de manera automatica, y asi obtener una configura-
cion de hiperpardametros y arquitectura de red neuronal que brinde mejores
resultados.

Para finalizar, se concluye que los objetivos planteados en la investigacion
fueron alcanzados, y los productos resultantes pueden ser utilizados para
investigaciones actuales referentes a procesamiento de lenguaje natural en
idioma espanol. Particularmente aplicado a la identificacion de textos tipo

clickbait, desinformacion, y noticias falsas.
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