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Resumen

En los ultimos anos los métodos de aprendizaje de maquina han sido incluidos en muchas areas
de investigacion para dar soporte al andlisis de datos. Los modelos de clasificacion, los cuales
corresponden a métodos de aprendizaje no supervisado, se han convertido en un instrumento
muy importante para el andlisis de textoy el andlisis de sentimiento no es la excepcion. Por esta
razones importante tener en consideracion las caracteristicasde los datos ya que, dependiendo

de su naturaleza, pueden afectar la calidad del clasificador entrenado.

Este trabajo se centra sobre el problema en las clases desbalanceadas. Mediante dos métodos
de balanceo, submuestreo y sobremuestreo, se lleva a cabo un experimento estadistico para
determinar si balancear un conjunto de datos con clases desbalanceadas mejora o no la calidad

de un clasificador usando maquinas de soporte vectorial.

Usando dos diferentes modelos para vectorizar palabras, TF-IDFy Word2Vec, se evalia mediante
un analisis de varianza el F-Score del clasificador de texto obteniendo como resultado un F-Score
mayor cuando se usa sobremuestreo para balancear clases en comparacién al F-Score obtenido

del clasificador usando los datos con las clases desbalanceadas.

Palabras Clave: Balanceo de clases, analisis de sentimiento, aprendizaje de maquina,

clasificacidon de texto, aprendizaje no supervisado, representacion vectorial de palabras.
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1. Introduccion

Este documento consiste en una propuesta para trabajo final de investigacioén aplicada el cual
explica y detalla un disefio de experimentos para determinar el efecto de balancear las clases de
un conjunto de datos con clases desbalanceadas para analisis de sentimiento sobre el F1-Score

resultante de un clasificador de texto.

Para lo cual, este documento se estructura mediante la presentacion del problema de
investigacion del cual se deriva la pregunta de investigacion. Seguidamente, se plantea el
objetivo general y objetivos especificos con los que se busca responder a la pregunta del
problema. Se finaliza la seccién introductoria del documento con la justificacion del aporte,

beneficios y para qué sirve la investigacion propuesta.

La segunda seccion del documento presenta los resultados obtenidos mediante una revision de
literatura sobre trabajos de clasificacién de texto. La tercera seccién introduce una serie de

conceptos clave para explicary entender el contexto de la metodologia a utilizar.

Por ultimo, la cuarta seccién establece la metodologia de trabajo para alcanzar los objetivos

trazados enla segunda seccion del presente documento.

1.1 Problema

Actualmente las técnicas de aprendizaje de maquina son una herramienta que muchos
profesionales y académicos utilizan para solucionar problemas (Japkowicz, 2000). La calidad de
los resultados depende en muchas ocasiones notantode los algoritmos de clasificaciéon como de
la calidad de los datos. Eltratamiento de los datos utilizados es fundamental y debe llevarse a
cabo antes de entrenar un clasificador (Japkowicz, 2000). Realizar un analisis descriptivo previo
de los datos, puede evidenciar patrones o informacidn valiosa que puede ser utilizada para
construir un clasificador. De esta forma, se puede lograr que el clasificador se vea menos

afectado por el ruido o sesgode los datos.



El resultado de algunas investigaciones, en el drea de andlisis de texto, evidencia mejora en los
resultados obtenidos aplicando algoritmos para tratar el desbalanceo en los datos (Xu, y otros,
2015) y (Pramokchon & Piamsa-nga, 2014). La existencia de un desbalance en las clases de la
variable o caracteristica por estudiar agrega incertidumbre sobre los resultados obtenidos

mediante un clasificador de texto (Hassanzadeh, Groza, Nguyen, & Hunter, 2014).

A pesar de haber documentos de andlisis de texto que hablan sobre el desbalanceo en los datos
y autores que obtienen una mejora en resultados, ninguna investigacion construye una
herramienta cientifica que permita hacer una comparacién de resultados donde sea posible

concluir sila mejora en los resultados se debe al balanceo de clases o no.

Lo anterior da como resultado el planteamiento de la siguiente pregunta la cual se desea
responder mediante un disefio experimental. ¢ Balancear las clases de un conjunto de datos
mejora el resultado obtenido en el F-Score mediante el entrenamiento de un clasificador cuando

se aplica a un problema de andlisis de sentimiento?

1.2 Objetivos

1.2.1 Objetivo general

Evaluar mediante un disefio experimentalsi la aplicacidon de submuestreoy sobremuestreo para
balancear las clases de un conjunto de datos mejora el F-Score, en comparacion con un analisis

que no balancee las clases al entrenar un clasificador para analisis de sentimiento.

1.2.2 Objetivos especificos

1. Seleccionar mediante revisién de literatura un método de sobremuestreoy un método
de submuestreo para balancear las clases en un corpus de comentarios.

2. Construir un modelo de clasificacién a partir de vectores de palabras usando un corpus
de comentarios.

3. Establecerlos factores fijos o aleatorios que se usardnen el disefio experimental.



4. ldentificar diferencias, en el resultado del F-Score calculado, entre los métodos de
balanceo de clases, sobremuestreo y submuestreo, y las clases sin balancear mediante

un analisis de varianza.

1.3 Justificacion

En andlisis de textoo de sentimiento la fuente de datos estd compuesta por documentos que a
su vez estan conformados por texto, y en algunos casos, etiquetados asignandole a cada texto
una clase. Esta fuente de datos se conoce como corpus etiquetado. El corpus debe estar
seleccionado equilibradamente para tener una mejor representatividad. Esto quiere decir, que,
si el corpus es etiquetado por clases, su material debe de ser relativamente proporcional,

evitando ser tendencioso a una parte Unicamente taly como lo expone Sierra (2015).

Por lo tanto, con la ayuda de un disefo experimental, la investigacion a llevar a cabo pretende
servir como evidencia cientifica para determinar si equilibrar las clases en un corpus mejora
estadisticamente los resultados obtenidos mediante un clasificador de texto. De estaforma, esta
investigacion pretende determinar en qué medida las técnicas de reequilibrio de las clases puede
ayudar a minimizar el sesgo. Yaque, existen otros factores que pueden afectar el resultado de
un clasificadory conviene determinar cudl es el efecto del balanceo de clases sobre la calidad de
los resultados. Y serecalca, que no hasido posible encontrar algun trabajo especifico orientado

a llevar a cabo esta evaluacién en este dominio del andlisis de sentimiento en espafiol.

Con los resultados del experimento a realizar se pretende generar informacion estadisticamente
valida que permita beneficiar a los investigadores que trabajan con clasificadores de texto y
permitirles no solo obtener mejores resultados, sino ayudarles con la construccion de corpus de

texto para la creacién de modelos de clasificacidn confiables.

Los resultados del experimento propuesto tienen un gran aporte cientifico ya que sirve como
evidencia para justificar que el balanceo de clases permite obtener mejores resultados mediante
el entrenamiento de un clasificador de texto. También, permite realizar mayor investigacion para

determinar nuevos algoritmos para balanceode clases conel fin de obtener mejores resultados.



1.4 Alcance y limitaciones

La presente investigacion se limitara a utilizar un Unico corpus, el cual es el utilizado para la
competencia de InterTASS 2018 (SEPLN, 2020). Ademas, los resultados obtenidos en este
experimento solamente pueden generalizarse sobre el corpus de texto usado en esta
investigacion. Se aclara que no se puede generalizar fuera de este dominio ya que para hacer

una inferencia es necesario obtener una muestra aleatoria a partir de uno o varios corpus.

Debido a que el objetivo de la investigacién es meramente comparativo, se usaran solamente
factores fijos en el disefio semi-experimental. Ademds, todos los métodos seleccionados seran
usados con la configuracién de pardmetros por defecto. El clasificador de texto a usarserdn las
maquinas de soporte vectorial, ya que, segun los resultados del TASS 2018, son las que mejores

resultados obtuvieron, sistema INGEOTEC_run1 (Martinez-Camara, y otros, 2018).



2. Estado del arte

Considerando que, segln Sierra (2015), el equilibrio es una de las caracteristicas que debe de
cumplir un corpus linglistico, el objetivo de realizar la revisidn de literatura es determinar cémo

los autores buscansatisfacer esta caracteristica.

Al momento de realizar la revision de literatura y usando la hilera de busqueda: ("Data Balance")
AND ("Text Classification" OR "Sentiment Analysis") se encontraron un total de 34 documentos.
Comose explica enel grafico 1, inicialmente solo se encontraron 8 documentos, los cuales tratan
sobre el problema de investigacién. Parainiciar la revisién de literatura se seleccionan otros 17
documentos los cuales son los mas relevantes sobre clasificacion de texto y/o analisis de
sentimiento por lo cual se revisaron un total de 25 articulos de fuentes como Wiley, Springer y
Redalyc. De los documentos obtenidos, en ningln trabajo se orientd la investigacion hacia la
evaluacién del efecto del rebalanceo sobre la calidad de los resultados de clasificacion. A

continuacién, se presentan los resultados de la revision de literatura.

3.Clasificacidn de texto y Andlisis de Sentimiento

2 Balanceo de clases

Categoria

1.Mo relacionado a estudio

0 5 10 15
Cantidad

Grafico 1. Cantidad de documentos usados segun la categoria

De los 17 documentos sobre clasificacién de texto y/o andlisis de sentimiento. Uno de estos
documentos considerd tratar el desbalance de observaciones en las clases a predecir mediante

el entrenamiento de clasificador de texto (Chen, Mckeever, & Delany, 2016). De los 17



documentos sobre clasificacion de texto y analisis de sentimiento, solo se encontré un

documento sobre analisis de sentimiento (ver grafico 2).
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Grafico 2. Distribucion porcentual segtn drea de aplicacion

Mientras que el grafico 3 muestra que, de los 8 documentos sobre balance de clases, la cantidad

de documentos es la misma para analisis de sentimientoy clasificacion de texto.

Area

. Analisis de sentimiento
. Clasificacion de texto

. Otros

Grafico 3. Distribucion de documentos segtin drea de estudio



La mayor parte de los documentos analizados permiten concluir que son pocos los autores que
toman en consideracién balancear las clases para disminuir el sesgo provocado por el
desbalanceo en las predicciones. En los articulos revisados solamente se encontré un par de
autores que consideran evaluar el efecto sobre los resultados obtenidos mediante el balanceo

de clases (Xu, y otros, 2015) y (Pramokchon & Piamsa-nga, 2014).

Sin embargo, el autor no lleva a cabo un disefio experimental, sino que emplea elementos de
estadistica descriptiva (especialmente comparaciones entre los métodos estudiados) para

evaluar la existencia o no de diferencias significativas.

La revision realizada refleja que existen pocos trabajos que logren sustentar la hipétesis de que
gracias al balanceo de clases se obtienen mejores resultados, ya que muchos de ellos trabajan
sobre nuevos algoritmos de balanceo (Liu, y otros, 2014). Otros autores comparan los métodos
de balanceo para determinar cual es mejor (Filiberto, Caballero, Bello, & Frias, 2011) y (Li, Wang,
Wang, Liang, & Li, 2019). Por lo tanto, existe una gran oportunidad de investigacion para analizar
mediante un disefio experimental los efectos del balanceo de las categorias empleando un

analisis de sentimiento para el idioma espaiiol.



3. Marco tedrico

En esta seccidon se definen algunos conceptos necesarios e importantes para lograr comprender
la metodologia a utilizar en el desarrollo del experimento. Estos conceptos ayudaran a esclarecer
la razon por la que se escogen las metodologias escogidas y que aplicacion y resultado tienen

sobre el trabajorealizado.

Para lograr tener un mejor entendimiento de los conceptos se decide dividirlos en los temas
centrales que abarca esta investigacion. El primer de estos temas es el de representacion de
palabras envectores sobre espacios numéricos o matematicos. El segundo de los temas es sobre
la definiciéon de lo que son las clases de datos desbalanceadas y por siguiente los métodos

existentes que pueden ser usados como medidas remediales a este problema.

El tercer tema abarca la definicion de un clasificador y los elementos necesarios para poder
entrenarlo para obtener predicciones mediante un modelo. El cuarto tema consiste en definir
los conceptos clave para entender el objetivo y configuracidn de un disefio de experimentos. El
quinto tema abarca los conceptos de los indicadores y métodos que se usaran para evaluar los

resultados del clasificador entrenado.

Por ultimo, el sextotema comprende los conceptos necesarios para entender cdmo se evaldan

los resultados de un disefio experimental a nivel estadistico.

3.1 Representaciones vectoriales de palabras

La representacion vectorial de palabras o word embeddings son representaciones numéricas de
palabras seginsucontexto en un corpus. Las representaciones vectoriales de palabras capturan
la informacién semdnticay sintactica de las palabras la cual puede ser usada para medir la

similitud de palabras dentro de un espaciovectorial (Liu, Liu, Chua, & Sun, 2015).



A 4-dimensional embedding

cat => 12 | 01 [ 43 | 32

mat => | 04| 25|09 05
on => 21 [ 03 | 01 | 04

Figura 1. Representacidn de palabras en vectores de cuatro dimensiones
Tomado de: https.//www.tensorflow.org/tutorials/text/word_embeddings

La figura 1 muestra un ejemplo de como se representa una palabra, en el ejemplo anterior tres
palabras, en un vector de cuatro dimensiones. Gracias a esta metodologia se pueden realizar
operaciones algebraicas para determinar, dados vectores de palabras, cudl es la palabra mas
cercana. Un ejemplo basico de la funcionalidad de esta metodologia es por ejemplo cual es la
palabra mas cercana pararesolver la pregunta ¢ Cudl es la palabra para resolver la analogia Roma

es la capital de Italia como Paris es la capital de?
Para contestar la pregunta anterior se realiza la siguiente operacion matematica:
vector X = vector(“Italia”)—vector(“Roma”) + vector(“Paris”)

Bajo un contexto semantico y sintdctico se esperaria que la respuesta o resultado de esta
operacioén sea “Francia”, siempre y cuando la palabra exista en el corpus usado (Mikolov, Chen,

Corrado, & Dean, 2013).

3.1.1 Construccion de representaciones vectoriales de palabras

Segun (Angulo, 2019), en la construccién de representaciones vectoriales de palabras hay que
considerar tres conceptos importantes: el corpus o textos de donde se obtienen las entradas de
datos, los algoritmos utilizados para la creacidon de word embeddings y el contexto utilizado por

ese algoritmo.
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Con respecto a los algoritmos, (Baroni, Dinu, & Kruszewski, 2014), citados por (Angulo, 2019),
menciona dos categorias de algoritmos para crear word embeddings. El primer método
remarcado son los que se basan en métodos de conteo mediante cdlculos estadisticos. El
segundo método son los que se basan mediante una prediccidn a partir de las palabras vecinas

en un espacio vectorial.

Existen varios algoritmos para construir Word embeddings: Tf-idf, GloVe y Word2Vec (Jurafsky y
Martin, 2018), citado por (Angulo, 2019). Sin embargo, para esta investigacion se explicara el
algoritmo Word2Vec. Segun lo antes mencionado, este algoritmo se basa en un algoritmo

predictivo segun la cercania de otras palabras dentrode un espacio vectorial.

3.1.2 Word2Vec

Es un método predictivo pararepresentar las palabras como vectores cortos y densos (donde la
mayoria de los valores son distintos a cero). El método predictivo utiliza una técnica denominada
ventana de contexto la cual recorre palabra por palabra y captura el contexto de una palabra

objetivo, que sera computado para crear los word embeddings (Angulo, 2019).

La idea principal de este método es que en lugar de contar la frecuencia con la que una palabra
w aparece cerca de otras, se entrena un clasificador sobre una prediccién binaria, basada en una
palabra objetivo wy una palabrac, la cual es: é La palabra c aparece en el contextode w? (Angulo,

2019).

Este método es propuesto por Tomas Mikolov y compafia en 2013 en el articulo llamado
“Efficient estimation of Word representations in vector space”. En este articulo los autores
proponen dos arquitecturas para el método. La primera de ellas es “Continuos Bag-of-Words”
(CBOW), el cual consiste en tratar de predecir la palabra objetivo basdndose en las palabras que
estan en el contexto. La segunda arquitectura es el Skip-grama, el cual predice el contexto
basdndose en la palabra objetivo. Esta se utiliza como entrada para un clasificador lineal-
logaritmico y se predicen las palabras dentro de un rango a la izquierda y a la derecha de la

palabra (Angulo, 2019).
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3.1.3 Corpus linglistico

Un corpus lingliistico se puede definir como un conjunto de textos de materiales escritos y/o

hablados, debidamente recopilados para realizar ciertos analisis linglisticos. Para una definicién
de esta naturaleza es necesario detallar ciertas caracteristicas que deben de cumplir este

conjunto de textos para poder ser tratados como corpus lingliisticos (Sierra, 2015).

La primera caracteristica de un corpus es que deben de ser representativos. La segunda
caracteristica es que deben de ser debidamente recopilados. La tercera caracteristica es esta
relacionada directamente con la primera y la segunda, y es que el objetivo de un corpus

linglistico debe de ser construido para un analisis lingtlistico (Sierra, 2015).

3.2 Tratamiento a las clases desbalanceadas

Dadoun conjunto de datos cuando se trata de resolver un problema de clasificacién es necesario
tomar en cuenta la cantidad de observaciones en cada clase. Tener una buena representacion
de las diferentes instancias o clases es un elemento importante para una tarea de clasificacion.
Sin embargo, la mayor cantidad de veces nos encontramos con que las clases estan sesgadas
debido a que una de las clases tiene una proporcion mas alta de observaciones (Hassanzadeh,

Groza, Nguyen, & Hunter, 2014)

La naturaleza de los datos o clases desbalanceadas reduce el rendimiento de los métodos de
clasificacidon debido al sesgo que provoca la clase con mayor cantidad de observaciones. Lo
anterior provoca que los errores de clasificacion en la clase o clases con menor cantidad de
observaciones sean mayores en comparacion a las clases con mas informacion, es decir falsos

positivos (Hassanzadeh, Groza, Nguyen, & Hunter, 2014).

Cuadro 1. Distribucion de comentarios por categorias
en el corpus InterTASS_CR

Categoria  Total

N 912
NEU 297
NONE 447
P 677

Total 2.333
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Con el Cuadro 1 se puede ejemplificar el desbalance en las clases. En este casola clase con mas
observaciones es la N, la cual representa comentarios negativos, con 912 (39% del total). La clase
con menor cantidad de observaciones es NEU, la cual representa comentarios neutros, con 297
(13% del total). Si se entrena un clasificador con estos datos posiblemente habria mas
probabilidad de obtener falsos positivos a la hora de clasificar comentarios que por su naturaleza

son neutros.

Este tipo de problema ha provocado que haya investigaciones cuyo objetivo es crear algoritmos
gue funcionen como medida remedial. Volviendo con el ejemplo del cuadro 1 en donde tenemos
cuatro clases, lo ideal seria que para cada una de ellas haya 583 observaciones
aproximadamente, de esta forma nos aseguramos de que la informacién que provee cada clase

seala misma.

En estetrabajosevana usar dos técnicas, las cuales sonlas que mas se usansegun la revision de
literatura. La primera de ella se basa en algoritmos de submuestreo, usando el algoritmo
NearMiss. La segunda técnica se basa en el sobre-muestreo usando el algoritmo SMOTE. Estas

dos técnicas y algoritmos respectivos se explicaran mas adelante.

3.2.1 Algoritmos de submuestreo

Los algoritmos de submuestreo se basan en disminuir “artificialmente” el numero de
observaciones que pertenecen a la clase con mayor nimero de elementos (Romero, Iglesias, &
Borrajo, 2012). Este proceso se lleva a cabo hasta balancear las clases. Los algoritmos de esta
clase trabajan bajo el supuesto que en la clase con mayor numero de elementos existe cierta
redundancia, por lo que una muestra con menor nimero de elementos es representativa para

el resto(Dal Pozzolo, Caelen, Johnson, & Bontempi, 2015).

Algunos de los algoritmos para submuestreo son los siguientes: La regla del vecino cercano
condensado, método del vecino cercano editado, método vecino cercano repetido, submuestreo
aleatorio, Cluster generados por centroides, AIIKNN, submuestreo por umbrales, regla de

limpieza de vecinos, enlaces removidos de Tomek, NearMiss (Lemaitre, Nogueira, & Aridas,
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2017). Debido a que en esta investigacion se utilizard el método NearMiss, se procede a

describirlo con mayor detalle a continuacion.

3.2.2 Método NearMiss

Este algoritmo se basa la teoria del vecino mds cercanoo KNN por sus siglas eninglés (K-Nearest
Neighbor), de esta forma obtiene una observacién de entre los vecinos mas cercanos (Zhang &

Mani, 2003).

Especificamente, este método busca obtener, de la clase con mds observaciones, los elementos
cuyas distancias con los elementos de la clase o clases con menor cantidad de observaciones se

la menor posible (Zhang & Mani, 2003).

NearMiss-1

3.5 9

Avg. dist.=0.96

Avg. dist.=1.13
20 4 — Minorty class

Majonty class
25 - —_
2‘0 - —_—

< sl
15 1 — ~
1.0 1 —. :
0.5 1 slads
0.0~
0.0 0.5 1.0 1.5 20 2.5 3.0 35

Figura 2. Método NearMiss
Tomado de: https://imbalanced-learn.org/stable/under_sampling.html#controlled-under-sampling
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3.2.3 Algoritmos de sobremuestreo

Los algoritmos de sobremuestreo se basan en completar el nimero de observaciones de las
clases conmenor cantidad de ocurrencia, “duplicando” los casos mediante un muestreo. Lo que
buscan estos algoritmos es que cada una de las clases tengan igual cantidad de observaciones.
La desventaja de este método es que al duplicar la clase con menor cantidad de observaciones

siagrega unsesgo (Dal Pozzolo, Caelen, Johnson, & Bontempi, 2015).

En el caso de sobremuestreo también existen varios algoritmos, algunos de ellos son: algoritmo
adaptativo sintético (ADASYN), SMOTE, frontera con SMOTE, KNN con SMOTE, SVM-SMOTE y
sobremuestreo aleatorio (Lemaitre, Nogueira, & Aridas, 2017). Debido a que en este trabajose

utilizara el método SMOTE se procede a describir el mismo con mayor detalle a continuacion.

3.2.4 Método SMOTE

A continuacioén, se explica el método SMOTE que significa Synthetic Minority Over-sampling
Technique. Esta técnica consiste en sobre muestrear las clases con menor cantidad de
observaciones usando los mismos elementos de la clase minoritaria creando datos sintéticos

usando vecinos cercanos (Chawla, Bowyer, Hall, & Kegelmeyer, 2002).
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Figura 3. Método SMOTE tomado de: https://imbalanced-learn.org/stable/over_sampling.html#smote-adasyn

Enla figura 3 se aprecia mejor el concepto de datos sintético, enla figura x,.w. Este dato se calcula

de la siguiente manera:
Xnew = X;+ Ax (g5 — x;) (1)
Donde A es niumero aleatorio en el rango [0, 1].

3.3 Clasificacién de la polaridad

La clasificacidon de polaridad tiene la tarea de asignar, etiquetar o categorizar un texto o
documento en especifico. En el procesamiento de lenguaje natural los clasificadores de texto
pueden analizar y asignar un conjunto de etiquetas o categorias predefinidas basadas en el

contenido de los textos de forma automatica (Angulo, 2019).

En el trabajo de Angulo, 2019, divide el trabajode clasificacion de textoen dos fases. La primera
de ellas es la extraccion de caracteristicas mediante un método como TF-IDF, TF, Word2Vec,
entre otras. La segunda fase consiste en utilizar una técnica de clasificacidn, por ejemplo: naive

bayes, maquinas de soporte vectorial, redes neuronales entre otras.
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Figura 4. Proceso clasificacién de polaridad de texto

En la figura 4 se detalla el proceso para clasificar documentos de texto. En la entrada de datos el
documento consiste enlos documentos de texto y si estos estan clasificados en positivo, neutro
o negativo. El siguiente paso es extraer las caracteristicasde los documentos de texto. El tercer

y Ultimo pasoes usar las caracteristicas extraidas para entrenar el clasificador de texto.

3.3.1 Conjunto de entrenamiento

Un conjunto de entrenamiento es una serie de ejemplos utilizados para aprender (Rashcka &
Mirjalili, 2017) citado por (Angulo, 2019). Con este conjunto de datos el clasificador aprende los
patrones que existen para clasificar los datos nuevos. En el caso de esta investigacion el

conjunto de entrenamiento consistird en un porcentaje del corpus anotado.

3.3.2 Modelo de clasificacion

Para el ejercicio de este experimento se hard uso de las maquinas de soporte vectorial como
modelo de clasificacion. Estas corresponden a maquinas de aprendizaje que toman distintas
caracteristicas de los elementos que se quieren clasificar y los llevan a un espacio vectorial
multidimensional. Es en este espacio, donde el algoritmo identifica, de forma dptima, un
hiperplano que separa alos vectores de una clase del resto (ver figura 5). Es en ese concepto de
“separacion optima” donde reside la caracteristica fundamental de estos algoritmos (Cardenas,

Olivares, & Alfaro, 2014).



Figura 5. Espacio bi-dimensional e hiperplano separando dos clases. Tomado de (Angulo, 2019)

3.3.3 Analisis de sentimiento

El analisis de sentimiento se define como el estudio computacional de opiniones, sentimientos y
emociones expresadas en textos. El objetivo principal del anélisis computacional de sentimientos
consiste en determinar la actitud de un escritor ante determinados productos, situaciones,
personas u organizaciones, identificar los aspectos que generan opinion, quién las posee, y cual

es el tipo de emocién (me gusta, me encanta, lo valoro, lo odio) o su orientaciéon semantica
(positiva, negativa, neutra). (Dubiau & Ale, 2013).

El tipo de informacién que puede obtenerse utilizando sistemas de analisis de sentimientos
incluye: polaridad de sentimientos en criticas sobre arte, productos o servicios; nivel de
fidelizacidn de clientes: opinidn publica sobre representantes politicos o situaciones de interés

social; predicciones sobre resultados de elecciones; tendencias de mercado, etc. (Dubiau & Ale,
2013).

3.4 Disefo de experimentos

El disefio de experimentos es un método estadistico que se aplica en una amplia gama de
disciplinas tales como la medicina, agronomia, entre otras. La experimentacion corresponde a
una de las etapas del método cientifico cuyo propdsito es construir una herramienta que permita

conocer mejor cdmo funciona un proceso o sistema mediante la construccion de conjeturas las

17
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cuales se prueban mediante los resultados obtenidos los cuales, a su vez, puedan ser utilizados

para crear nuevas conjeturas y ponerlas a prueba nuevamente (Montgomery, 2012).

En el trabajo propuesto se busca entender cientificamente el efecto del balanceo de datos en la

clasificacion de sentimientos mediante el analisis de texto.

3.4.1 Factores

Para explicar los factores dentro de un experimento se usara un ejemplo, para de esta forma,
explicar el efecto de este sobre la variable de estudio. Suponga que se desea saber qué efecto
existe en la aplicacion de la cantidad de watts en la vida util de componente electrénico. En el
caso del ejemplo anterior se tiene que la cantidad de watts es el factor ya que la aplicacion de

diferentes niveles de watts podria tener un efectosobre la vida util del componente electronico.

Existen dos formas diferentes para determinar el efecto de los niveles del factor sobre la variable
de estudio, los efectos fijos y los efectos aleatorios, ambos explicados mas adelante. Para efectos

de este trabajose aplicaran efectos fijos.

Los efectos aleatorios son utilizados cuando dentro de los posibles niveles del factor existe un
numero grande de posibilidades. Un ejemplo de esto es cuando se elige usar un algoritmo de
clasificacién cuyo pardmetro se encuentra en un rango [0,1]. A pesar de que sean numeros
pequeiios, en ese intervalo existe una cantidad de nimeros infinita, por lo que se podria obtener
una muestra aleatoria dentrode ese rangoy aplicarlo como niveles en un factor, a lo anterior se

le llaman efectos aleatorios (Montgomery, 2012).

Por otra parte, los efectos fijos corresponden a cuando el factor se puede configurar sobre un
numero finito de niveles. Para ejemplificar los efectos fijos se usara la investigacidn propuesta
en este documento. En este caso el factor corresponde al tipo de técnica para balancear. Los
niveles son finitos ya que sélo se cuenta con tres: sobremuestreo, submuestreo y un grupo

control (Montgomery, 2012).
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3.4.2 Tamano de muestra

En disefo de experimentos el tamafio de la muestra es muy importante ya que como resultado
de sutamafiose verd afectado el error de tipo 1y el error de tipo 2. En disefio de experimentos

el tamafio de la muestra viene dado por lo que se conocen como réplicas (Montgomery, 2012).

Por réplica se entiende la ejecucidn de la combinacién de los niveles de un factorindependiente
a alguna otra ejecucion realizada. Eltamafio de la muestra estd relacionado con error tipo 1, el
cual consiste en la probabilidad de refutar estadisticamente nuestra hipdtesis cuando es
verdadera. El error de tipo 2 es la probabilidad de no refutar estadisticamente la hipétesis de

investigacion cuando ésta es falsa (Montgomery, 2012).

Cuando se desea minimizar esta probabilidad es necesario trabajar con una muestra mayor
(Montgomery, 2012). Para obtener el tamafio de muestra se usa una funcién programada en el
lenguaje de programacién R la cual se llama power.anova.test. Esta funcidon se enfoca en el

analisis de varianzay utiliza como parametros los siguientes valores:

e Varianza Entre Grupos: Este valor consiste en la varianza existente entre los promedios
de los grupos.

e VarianzalIntra Grupos: Este valor consiste en la varianza de todas las observaciones.

¢ Nivel de Significancia: Probabilidad de cometer error tipo 1 (5%)

e Tamafode Muestra por Grupo: Este valor consiste enla cantidad de observaciones para
cada grupo. En el experimento actual es el valor buscado.

e Poder de la Prueba: El poder de la prueba se calcula restandole a uno la probabilidad de
cometer el error tipo 2. Para este experimento se busca que exista un 25% de
probabilidad de cometer el error tipo 2, por lo tanto, el poder de la prueba buscado es

del 75%.

3.4.3 Analisis de varianza de una via

Montgomery, 2012, define el andlisis de varianza como el analisis de una via o analisis de varianza
de un solo factor ya que se esta investigando un Unico factor. Para ejemplificar esta definicién

en términos del problema en cuestidn, el factor a estudiar es el balanceo de las categorias de los
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datos. Existen dos modelos que son usados para realizar esteandlisis. El primero de ellos se llama

el modelo de promedios y se define de la siguiente forma:
yij: [ll‘l' Eij{i=1,2,...,aj= 1,2,...,71} (2)

Donde, yjes la ij-ésima observacion, y;es el promedio del i-ésimo nivel del factor o tratamiento,
y €;es el componente de error aleatorio que es incorporado por todas las fuentes de variabilidad
en el experimento. El segundo modelo se llama el modelo de efectos y se define de la siguiente

forma:
yiji=u+ 1+ gi{i=12,..,aj=12,..,n} (3)

En esta forma del modelo, p es un parametrocomun entre todos los tratamientos y se llama el
promedio global, y T, es un pardmetro Unico asociado al i-ésimo tratamiento llamado i-ésimo
efecto de tratamiento. Para probar de forma correcta la hipétesis, se establecen los siguientes
supuestos: los errores del modelo deben de distribuirse de acuerdo con una distribucidon normal
y ser independientes con promedio ceroy varianza 2 asumiendo que es constante en todos los

tratamientos.

3.4.4 Contraste de hipdtesis

Una hipétesis estadistica es una afirmacion sobre el valor de unos pardmetros o distribucion la
cual refleja una conjetura sobre algin problema en especifico (Montgomery, 2012). Mediante el
uso de técnicas estadisticas tales como andlisis de varianza, comparacién de medias entre
diferentes grupos, entre otros, se busca obtener evidencia estadistica para, por lo general,

refutarla conjetura planteada.

La conjetura planteada es tratada como la hipétesis nula, generalmente denotada de la forma
H,, la cual da como resultado de forma automatica la existencia de una hipdtesis alternativa,
generalmente denotada de la forma H;. La decision que se tome respecto a la hipétesis nula

debe de basarse enun cierto nimero de observaciones.
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La prueba de hipétesis es un problema tipico de decisidn ante la incertidumbre. Con ayuda de la
probabilidad y la teoria estadistica se obtiene y recopilan los datos suficientes para tomar una

decision respectoa la hipdtesis nula y ademas a disminuir el grado de incertidumbre.

3.5 Evaluacion de los resultados de clasificacion

Enla evaluacidn de los resultados de clasificacion se tomaranlas medidas del conjunto de prueba
usadoen el clasificador. Para esta medicidn se tabulan los resultados para comparar el valor real
de cada clase con el valor asignado por el clasificador. Una vez tabulados los resultados se
pueden obtener tres métricas que mas adelante son explicadas con detalle. Estas métricas son:
la precision, la exactitud y la cobertura o exhaustividad. En conjunto corresponden un primer

método de medicion.

Un segundo método de medicidn es el F-Score. Este método es el usado para evaluar los
clasificadores a usar en el disefio experimental. Consiste enun indicador compuesto por las tres

métricas mencionadas anteriormente. Se describe con mayor detalle en esta seccion.

3.5.1 Conjunto de pruebas

En el casode la clasificacidn de texto, cada elemento de un conjunto de pruebas estd constituido
por un texto, y su etiqueta o polaridad. A diferencia del conjunto de entrenamiento que es
utilizado para entrenar los clasificadores, el conjunto de pruebas es utilizado para evaluar los

modelos de clasificacién (Angulo, 2019).

El conjunto de pruebas tiene que serindependiente al conjunto de entrenamiento, estoes, que
no tiene que existir interseccién entre los elementos, es decir, una observacion que se encuentre
en el conjunto de datos de entrenamiento no puede existiren el conjunto de datos de pruebay

viceversa. Ambos conjuntos deben de seguir la misma distribucion probabilistica (Angulo, 2019).

3.5.2 Métricas
Para determinar las métricas necesarias para el calculo del indicador F-Score es necesario definir
en primer lugar lo que se conoce como la matriz de confusién que consiste en una tabla de

contingencia.



22

Cuadro 2. Matriz de confusion para tres clases

Real / Predicho Ap Bp Cp
Ar ArAp ArBp ArCp
Br BrAp BrBp BrCp
Cr CrAp CrBp CrCp

En el Cuadro 2 las filas representanlas clases reales, mientras que las columnas representan las
clases predichas por el clasificador. De este cuadro es que salen los indicadores necesarios para
el calculo final del F-Score. Es importante mencionar que los valores en la diagonal de la matriz
mostrada en el Cuadro 2 corresponde a los casos verdaderos mientras cualquier otro valor

corresponderd a una clasificacién falsa por parte del clasificador.
Las métricas siguientes se calculan a partir de la matriz obtenida del Cuadro 2.
Exactitud o Accuracy

Esta métrica corresponde a la suma de los elementos de la diagonal de la matriz dividido entre

la suma de casos total. Esta métrica se puede definir de la siguiente manera:

_xv (4)
YV+YF

Donde V corresponde a los elementos de la matriz en el cuadro 1 que pertenecen a la diagonal

y F corresponde a los elementos de matriz en el cuadro 1 que no pertenecena la diagonal.
Precisidn o Precision

Esta métrica corresponde al elemento verdadero de la fila que contiene a las clases reales
dividido entre la suma de los elementos de la clase real. Esta métrica se puede definir de la
siguiente manera:

ArAp,Br Bp,Cr Cp (5)
S4,,%B,,%C,
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Cobertura o exhaustividad o Recall

Esta métrica corresponde al elemento verdadero de la columna que contiene a las clases
predichas dividido entre la suma de los elementos de la clase predicha. Esta métrica se puede

definir de la siguiente manera:

ArAp,Br Bp,Cr Cp (6)
XA, LBy, LG,

PuntajeF

El puntaje F o macro F-Score es una medida estadistica para medir la precisién predictiva de un
clasificador entrenado mediante alguna técnica de aprendizaje de maquina. Este indicador se

calcula utilizando la informacién del indicador de precisiény la informacion del recall.

Precision x Recall (7)
B?Precision + Recall

Fﬁ = (1+ ﬂz)x

Enla férmula 7, el valor del parametro8 = 1.

3.6 Evaluacidon de los resultados del experimento

Para evaluar los resultados del experimento es necesario llevar a cabo un andlisis estadistico que
permita establecer conclusiones sobre la existencia de un efecto o no del balanceo de clases
sobre el F-Score. El andlisis escogido para llevar a cabo el experimento es el analisis de varianza
de una via, el cual permitird saber si hay un grupo diferente si los datos cumplen con los

supuestos del modelo.

Si se determina la existencia de una diferencia es necesario evaluar donde existe esa diferencia

usando una técnica de comparacion.
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3.6.1 Analisis estadistico

Para el analisis estadistico se asume que los errores o incertidumbre que afecta el analisis se
distribuye de manera normal y es independiente, los mismos supuestos aplican para el F-Score.
El estadistico por utilizar para poner a prueba la hipétesis nula se llama el estadisticoFy este se
obtiene del cuadrado medio de los tratamientos y el cuadrado medio del error (Montgomery,

2012).
Cuadrado medio de los tratamientos

Esta medida de la suma de cuadrados de los tratamientos. La suma de cuadrados de los
tratamientos consiste en la multiplicacion del tamafio de muestra o replicas por la suma de la
diferencia al cuadrado del promedio del tratamientoi con el promedio global. Esta se define de
la siguiente manera:
- (8)
SCrratamientos = nZ(y_L - }T)Z

i=1
La suma de cuadrados de tratamientos se divide entre la cantidad de tratamiento menos uno y

da como resultado el cuadrado medio de los tratamientos. Es decir,

CM. _ SCTratamientos (9)
Tratamientos — a—1

Donde a es la cantidad de tratamientos.
Cuadrado medio delos errores

Esta medida se compone de la suma de cuadrados del error, la cual se calcula mediante la
diferencia de la suma de cuadrados total y la suma de cuadrados de tratamientos. En primer

lugar, se define de la siguiente manera la suma de cuadrados total:

SCr = Za:zn:(ylj -5y )? o

i=1j=1
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Por lo tanto:
SCg = SCr — SCrratamientos (11)

Por ultimo, el cuadrado medio del error se divide por la diferencia de la cantidad total de

observaciones y cantidad de tratamientos.

SCg (12)
N—-—a

CME ==

Estadistico F

Este estadistico sigue una distribucién de probabilidad F y se calcula dividiendo el cuadrado
medio de los tratamientos entre el cuadrado medio de los errores. Este estadistico se define de
la siguiente manera:

F. = CMTratamientos (13)
0 CMError

Este estadistico se interpreta como el estadistico calculado y se compara contra un estadistico
tedrico que se define mediante la distribucién de probabilidad. En este experimentola regla para
este estadistico se determinara mediante el valor p, el cual determina la probabilidad de error

del experimento y la cual se compara contra una probabilidad tedrica la cual es 5%.

3.6.2 Analisis por intervalos de confianza

Este analisis se utiliza para expresar los resultados finales entérminos de intervalos de confianza
y ademas desea mostrar que tan amplios pueden ser de acuerdo con la configuracion del
experimento (Montgomery, 2012). Los intervalos de confianza se calculan de la siguiente

manera:

(14)
5ot MSTratamientos <u<V +t MSTratamientos
Y. %,a(n— 1) an SH=Y. %,a(n— 1) an
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El andlisis mediante intervalos de confianza es util ya que si alguno de los intervalos se interseca
entonces podemos concluir que no hay diferencia estadistica, mientras si los intervalos no se

intersecan entonces si existe una diferencia entre promedios.

3.6.3 Pruebas de comprobacion supuestos

Cumplir con los supuestos es muy importante para que la prueba tenga validez estadistica, ya
que la violacién de estos supuestos puede significar que la configuracion del experimento no es
necesariamente la mejor. Para este experimento hay dos supuestos fundamentales a verificar.

El primero es la prueba de normalidad y el segundo es de igualdad de varianzas (Montgomery,

2012).

Prueba de normalidad

Normalmente este supuesto se verifica de manera visual graficando los errores sobre una
distribucién tedrica normal.

99

95
20

80
70

50

Normal % probability

| | 1 | |
-25.4 —-12.65 0.1 12.85 256
Residual

Figura 6. Grdfico probabilidad normal de residuos
En la figura 6, se aprecia que los errores mantienen una distancia minima sobre la linea tedrica

de probabilidad, por lo que no seviola el supuesto de normalidad. Sin embargo, existen pruebas
estadisticas que permiten determinar si la distribucidn de las observaciones sigue una
distribucién de probabilidad normal. Una de estas pruebas es la de Shapiro-Wilk, la cual se basa
en el cdlculo de un estadistico W el cual se compara con una distribucion de probabilidad teérica

(Shapiro & Wilk, 1965).
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Prueba para normalidad Shapiro — Wilk

La prueba de normalidad de Shapiro — Wilk se basa en el calculo del estadistico W, el cual se
define de la siguiente forma:

R aiy)?

W= Z?:l(yi - y)?

La prueba de hipdtesis a contrastar para determinar si un conjunto de datos sigue o no una

distribucién normal es la siguiente:

H,:Los datos siguen una distribuciéon normal
Hy:Los datos no siguen una distribuciéon normal
Lo que se busca con esta prueba es tener la suficiente evidencia estadistica para no rechazarla

hipétesis nula.

Pruebaigualdad de varianza
Para verificar la igualdad de varianza se usara una prueba formal. Esta prueba formal sellama la

prueba de Levene y utiliza la desviacién absoluta de las observaciones de cada tratamiento con

respectoa la mediana. La hipdtesis por evaluar es la siguiente:

H, :Existe al menos una varianza distinta

Lo que se busca con esta prueba es tener la evidencia estadistica suficiente para no rechazarla
hipdtesis nula de igualdad de varianzas.

3.6.4 Violacién de supuestos

Los principales supuestos del andlisis de varianza de una via son el de normalidad y varianza
equitativa. Actualmente existen técnicas que permitenllevar a cabo el andlisis aun cuando estos
son violados. Estas técnicas son conocidas como medidas remediales. A continuacion, se detalla
el procedimiento a aplicar cuando se viola el supuesto de normalidad y el de igualdad de

varianza.

Medida remedial para supuestode normalidad
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Cuando la prueba de normalidad evidencia que los datos no siguen una distribucién normal, la
medida remedial que se aplica es el usode minimos cuadrados ponderados el cual se basa en un

método generalizado de regresion (Kutner, Nachtsheim, Neter, & Li, 2005).
Medida remedial para supuestode varianza

Cuando el supuesto de igualdad de varianza no se cumple se puede usar la misma medida
remedial usada cuando no se cumple el supuestode normalidad. Sin embargo, existe un analisis
de varianza que se puede usar aun cuando hay diferencias de varianza. Esté métodose llama el

Analisis de Varianza de Welch.

El analisis de varianza de Welch es una variante del analisis de varianza convencional el cual no
contempla el supuesto de igualdad de varianza (Glen, 2016). El estadistico F se define de la

siguiente forma:

1 2 15

e =T 2w (5 - %) (13)

B 2(k—2) ( 1 ) Wjy?
L+ 571 Zal\n -1 (1-%)

Dénde,

n; k k v

Wi =3 W:Z w; g = 2%
j j=1 w

La distribucidn tedrica de la ecuacién (15) se modela de la siguiente forma: F~ F(k —1, gl), dénde:

k-1
gt= k 1 Wi
32 (ﬁ)( - W)

3.6.5 Pruebas de comparacion

2

Las pruebas de comparacién se deben de realizar si el analisis de varianza determina la existencia
de una diferencia de promedios. Si esto ocurre es necesario realizar las comparaciones entre

tratamientos para determinar cual de ellas es la diferente.
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En este experimento uno de los tratamientos consiste en un grupo control, por lo tanto, se usara
la prueba Post-Hoc no paramétrica Games-Howell para determinar si existe una diferencia

estadistica. Estaprueba se define de la siguiente manera (Schlegel, 2016):
fi - JEj > QU,k,gl (15)

Donde o es.

Los grados de libertad se calculande la siguiente forma (correccién de Welch):
2 2\2
st st
n; n]

2\? 2\ 2

Si Wi

n; le
+

ni—l n]—l

El valor t se calcula con la prueba de Welch:
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4. Metodologia

La metodologia de trabajose desarrollé en sumayoria en el cursode PF-3397 Procesamientode
Lenguaje Naturalyademas se profundizaron algunos aspectos en el curso PF-3394 Recuperacion
de Informacién, ambos del Programa de Posgrado en Computacion e Informdtica. Esta
metodologia se centrara en 4 etapas, cada una orientada en cumplir con los objetivos especificos

planteados.

La primera fase, asociada al primer objetivo especifico, consiste en el trabajo previo que debe
realizarse al conjunto de datos que serd usado para el experimento. En esta etapa se explora la
distribucién del corpus con respecto a las categorias para determinar el nimero de clases a ser
usadas. Por ejemplo: en Intertass se cuenta con4 categorias donde se incluye NEUTROy NONE,
pero vale la pena unificarlas para reducir la clasificacion a 3 categorias. En esta etapa también se

hace la configuracién del ambiente de trabajo.

La segunda fase, asociada al segundo objetivo especifico, consiste en hacer uso de librerias
especializadas para crear los vectores de palabras y ademas las librerias para entrenar los
modelos de clasificacidn creadas para Python 3. En esta fase se prepara el disefio experimental,

aleatorizandolas unidades de estudio a los tratamientos a ser aplicados.

La tercera fase, asociada al tercer objetivo especifico, consiste en entrenar el clasificador para
cada una de las observaciones aplicando el tratamiento determinado para el tratamiento. En
esta fase también se lleva a cabo un analisis de poder del experimento para determinar el
tamafnode muestra. Finalmente, la cuarta fase asociada al cuarto objetivo especifico, consistira
en la verificacion de supuestos y a realizar el andlisis de varianza y la comparacién entre

tratamientos para lograr hacer una conclusion.

Adicionalmente se agrega una quinta fase la cual consiste en ejecutar el experimento usando TF-
IDF como algoritmo para vectorizar palabras. Esta fase consiste en comparar resultados entre el

método de Word2Vecy TD-IDF.
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4.1 Fase de preparacion

En esta fase se explorard la distribucion de las categorias del corpus a usar para determinar el
numero de clases a usar para el experimento. Una vez analizada la distribucidon de las clases se
procede con el preprocesamiento del conjunto de datos. Para esta etapa se seguira la estrategia
de (Angulo, 2019). Se tomara en cuenta los diacriticos, emoticones, hashtag, mayusculas,
mencién, numeral, puntuacién, stopwords, url, fechas, elongaciones y se realizardn

recodificaciones de caracteres.

Una vez el corpus haya sido normalizado o pre procesado, la Ultima etapa de esta fase consistira
en la creacion de los vectores de palabras mediante el uso de Word2Vec. En el cuadro 3 se

muestran los pardmetros conlos que se construye el vector de palabras usando la libreria gensim

para Python.
Cuadro 3. Valor de pardmetros para modelo de Word2Vec
Parametro Valor
size (Tamafio vectores) 300
window (Ventana de palabras) 2
Sg (Algoritmo entrenamiento) 1 (Skip-gram)
negative (muestreo negativo) 10
Iter (iteraciones) 5

4.2Fase de configuracién experimento

En estafase se utiliza NearMiss como el método a usar para submuestreoya que la metodologia
se basa en vecinos cercanos, el cual es la base del resto de métodos de submuestreo. La misma
decision se toma para el método de sobremuestreo ya que el resto de los métodos son un
algoritmo modificado del SMOTE. Tanto al submuestreo como al sobremuestreo tienen métodos
aleatorios, sinembargo, para no incurrir en un sesgo provocado por aleatoriedad se decide usar

otro método.
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En estafase se elaborara un pequefio experimento con el clasificador para tener la informacidn
suficiente para determinar el tamafio de muestra para el experimento. Después de determinar
el tamafiode muestra se obtendrdn diferentes conjuntos de entrenamiento y prueba, similar a

una validacion cruzada, sinembargo, no se trata de una validacion cruzada.

Este proceso se debe de llevar a cabo de esta forma para aleatorizar la aplicacidon de los
tratamientos, ya que este es el principio fundamental de un disefio experimental. En total se
aplicaran tres tratamientos. El primero es entrenar el clasificador sin balancear las clases. El
segundo tratamiento es utilizar la técnica SMOTE para sobremuestreo. El tercer y ultimo

tratamiento consiste enaplicar la técnica NearMiss para submuestreo.

4.3Fase de entrenamiento clasificador

La asighaciénde los tratamientos se describe en la figura 7. Una vez que se asigna el tratamiento
al conjunto de entrenamientoy prueba se llevard a cabo el entrenamiento del clasificador para
cada uno de esos conjuntos. El método de entrenamiento escogido es una maquina de soporte

vectorial siguiendo la configuracién de (Angulo, 2019).

Clasificador 1

Entrenamiento 1
m ’—>| Tratamiento 1 }—>{ |—>
retam Prueba 1
Preprocesamiento Aleatorizacion Tratamiento 2 Entrenamiento 2
P Semillas Prueba 2
Entrenamiento 3
Grupo Control }—»{ Prueba 3 l_»

Figura 7. Proceso de aleatorizacion para aplicacionde tratamientos

Clasificador 2

Clasificador 3

A cada uno de estos conjuntos se le calculara el F-Score para proceder a la dltima fase del

experimento.

4.4Fase de pruebasy conclusiones

En esta fase se recopilan los diferentes F-Score obtenidos de los clasificadores entrenados y se
procederd a verificar los supuestos establecidos para un analisis de varianza de una via. En primer

lugar, se evaltan los supuestos de normalidad e igualdad de varianza usando las pruebas de
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Shapiro-Wilk y Levene respectivamente. Una vez se verifican los supuestos se evaldan las
siguientes hipétesis mediante el andlisis de varianza.
Hg: F-Score submuestreo = F-Score grupo control
H.: F-Score submuestreo # F-Score grupo control
La prueba de hipdtesis anterior corresponde a la comparacion del tratamiento 1 con el grupo
control.
Hq: F-Score sobremuestreo = F-Score grupo control
H.: F-Score sobremuestreo # F-Score grupo control

La prueba de hipétesis anterior corresponde a la comparacién del tratamiento 2 con el grupo

control.

Una vez evaluadas las pruebas de hipdtesis, se procederd a determinar en cudl de los grupos se
presenta un F-Score mayor mediante la diferencia en los F-Score promedio obtenidos. Una vez

realizadolos analisis se procedera a redactar las conclusiones obtenidas.

4.5Fase de comparacion Word2Vecy TF-IDF

La fase 5 consiste en repetir la fase 2, 3 y 4 cambiando como método para vectorizar palabras
Word2Vec por TF-IDF. El objetivo principal en esta fase es comparar el valor del F-Score obtenido
de un clasificador de texto entre un método de aprendizaje supervisado (Word2Vec) y un

método de aprendizaje no supervisado (TF-IDF) para vectorizar palabras.
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5. Resultados

Enesta seccionse presentan los resultados obtenidos siguiendo las fases explicadas en la seccién
de metodologia. Los resultados se presentan con el objetivo de comparar las técnicas de
balanceo de clases y el conjunto de datos sin balanceo. El conjunto de datos usado en el Inter
TASS 2018 se compone de 4 clases: N, P, NEU y NONE. El cuadro 4 muestra la distribucion

porcentual de los comentarios usados.

Cuadro 4. Distribucion porcentual comentarios
segun categoria sentimiento

Categoria Cantidad %
N 1.406 34%
P 1.123 27%
NONE 1.023 25%
NEU 562 14%
Total 4.114 100%

Inicialmente se considerd unir las categorias NEU y NONE, sinembargo, para efectos del objetivo
de la investigacidn se mantiene la distribucion porcentual. Previo a la ejecucién del experimento
se ejecuta un pequefio ensayo para determinar el tamafio de muestra necesario. En el cuadro 5
se detallalos valores obtenidos del F1-Score al ejecutar tres veces el clasificador para cada uno

de los grupos o tratamientos (incluido el grupo control).

Cuadro 5. Valor paradmetros usados en funcion power.anova.test
Tamafio de

F1-Score Varianza Varianza Intra Nivel de Poderde la
Muestra por
Promedio  Entre Grupos Grupos Significancia Prueba
Grupo
Control 0,37
Submuestreo 0,26 0,0049 0,0044 5% 5 75% ‘

Sobremuestreo 0,39 |
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Para poder determinar diferencias entre los grupos y mantener un poder de prueba al 75% es
necesario obtener 5 observaciones para cada uno de los grupos, es decir, una muestra de 15
observaciones en total. Como resultadodel ensayo se escogenun total 15 semillas las cuales se
aleatorizan para cada uno de los grupos en el experimento. Se escogentres grupos de semillas:
delalala5,delallalal5ydela2lala25.Enel cuadro6 se detalla la asignaciénaleatoria
de las semillas a cada grupo del experimento.

Cuadro 6. Distribucion semillas segun grupo
Grupo Submuestreo Sobremuestreo Grupo Control

Semillas 14,25,24,5y1 22,21,12,11y 15 13,3,2,4y23

La figura 9 muestra el comportamiento del F1-Score promedio para cada una de las semillas
usadas en el experimento. En general se puede apreciar que entrenar el clasificador usando el
método de sobremuestreo (SMOTE) logra un F1-Score mayor en comparacion al grupo control y
a la técnica de submuestreo. Por otro lado, la técnica de submuestreoes la que evidencia tener

un F1-Score menor, por lo que el clasificador es de menor calidad.
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En el cuadro 7 se detalla el resultado del andlisis de poder del experimento. Los resultados
obtenidos se asemejan mucho a los que se obtuvieron con el experimento previo. La diferencia

encontrada se debe a que para el tratamiento de submuestreo se encontré una mayor

variabilidad

Cuadro 7. Andlisis poder de prueba para andlisis de varianza

Tamarfio de
F1-Score Varianza Varianza Intra Nivel de Poderde la
Muestra por
Promedio  Entre Grupos Grupos Significancia Prueba
Grupo
Control 0,37
Submuestreo 0,25 0,0062 0,0057 5% 5 74%
Sobremuestreo 0,40

A continuacién, se presentan los resultados de los experimentos divididos en dos secciones. La
primera compara el grupo control con la técnica NearMiss para submuestreo. La segunda seccién
compara el grupo control con la técnica SMOTE para sobremuestreo. En ambas secciones se
evidencia las pruebas estadisticas para determinar si se cumple o no con los supuestos para un

andlisis de varianza de una via.
5.1 Grupo Control vs Submuestreo
Segun el cuadro 8 el valor p evidencia la suficiente informacién estadistica para no rechazar el

supuestode que los errores del modelo siguen una distribuciéon normal, en la figura 10 se puede

observar el comportamiento mediante un graficode normalidad.
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Standardized Residuals
Y

-1 0 1
Theoretical Quantiles
Figura 10. Grdfico probabilidad normal de residuos grupo controlvs submuestreo

En el casopara el supuesto de igualdad en las varianzas el valor p para la prueba de Levene hay

evidencia estadistica suficiente para rechazar la hipétesis de igualdad de varianzas.

Cuadro 8. Resultado pruebas estadisticas para supuestos del andlisis de varianza

(submuestreo)
Prueba Supuesto Estadistico Valor p
Shapiro-Wilk Normalidad errores W =0.959 0,769"
Levene Igualdadvarianza F=10,7;gl1=1;gl2=8 0,011"

Nota: *5% de significancia

Debido a que el supuesto de Igualdad de varianzas no se cumple se utiliza el analisis de varianza
de Welch para varianzas diferentes. La prueba estadistica para el andlisis de varianza refleja un
valor p de 0,014, por lo que es suficiente evidencia estadistica para rechazar la hipétesis nula de
que el F1-Score promedio esigualen el grupo control y el grupo al que se le aplicé submuestreo.
Finalmente, la diferencia promedio es de 0,116 a favor del grupo control. El cuadro 9 muestrala

diferencia y el valor p el cual confirma la existencia de diferencias entre los grupos.

Cuadro 9. Prueba Post-Hoc Games-Howell para el F-Score

Indicador Grupo Control
NearMiss Diferencia promedio -0,116
Valor-p 0,014
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5.2 Grupo Control vs Sobremuestreo

Segun el cuadro 10 el valor p evidencia la suficiente informacién estadistica para no rechazarel
supuestode que los errores del modelo siguen una distribucién normal, en la figura 11 se puede

observar el comportamiento mediante un grafico de normalidad.
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Figura 11. Grdfico probabilidad normal de residuos grupo control vs sobremuestreo

En el casopara el supuestode igualdad en las varianzas el valor p para la prueba de Levene hay

evidencia estadistica suficiente para no rechazar la hipétesis de igualdad de varianzas.

Cuadro 10. Resultado pruebas estadisticas para supuestos del andlisis de varianza (sobremuestreo)

Prueba Supuesto Estadistico Valor p
Shapiro-Wilk Normalidad errores W =0.882 0,138"
Levene Igualdadvarianza F=0,793;gl1=1;gl2=8 0,399"

Nota: *5% de significancia

El analisis de varianza realizado a estos grupos da como resultado un valor p del 0,006 que,
comparado con el 5% de significancia, es evidencia estadistica suficiente para determinar que el
promedio de ambos grupos es diferente. La diferencia promedio entre ambos grupos es de
0,0340a favor del grupo tratado con sobremuestreo. El cuadro 11 muestra la diferencia y el valor

p el cual confirma la existencia de diferencias entre los grupos.



Cuadro 11. Prueba Post-Hoc Games-Howell para el F-Score
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SMOTE

Indicador Grupo Control
Diferencia promedio 0,0340
Valor-p 0,007

5.3Resultados con TF-IDF

En esta seccidn se presentan los resultados del experimento para el método TF-IDF para
vectorizar palabras. En la figura 12 se presentan los gréficos QQ para verificar el supuesto de
normalidad en los residuos del modelo de analisis de varianza. En ambos graficos se determina

un patronnormal en los residuos.
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Figura 12. Grdficos normalidad residuos
segun tratamiento vs grupo control

En el cuadro 12 se muestranlos resultados de las pruebas formales para verificar el supuesto de

normalidad en residuos, asicomo el supuesto en igualdad de variables.

Cuadro 12. Resultado pruebas para supuestos analisis de varianza
segln tratamiento vs grupo control

Tratamiento Prueba Estadistico Valor-p
NearMlss Shapiro-Wilk W=0,954 0,712
Levene F=3,84; gl1=1; gl2=8 <0.086
SMOTE Shapiro-Wilk W=0,972 0,910
Levene F=0,549; gl1=1; gl2=8 0,480
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Con un 5% de significancia para ambos tratamientos se cumple el supuestode normalidad. En el
casode igualdad de varianza solamente el tratamiento con sobremuestreo cumple el supuesto.
Por esta razon, para comparar tratamiento de submuestreo con el grupo control se realiza un

analisis de varianza de Welch, el cual es no paramétrico.

Cuadro 13. Andlisis de varianza para el F-Score segtn tratamiento vs grupo control

Tratamiento
NearMiss 40,0 (Welch) 1 5,06 0,001
SMOTE 192 1 8 <0.001

Aligual que enel casoconWord2Vec, el cuadro 13 muestra que en ambas comparaciones existen
diferencias. Enel caso del submuestreo con el grupo control existen diferencias estadisticamente
justificables. Lo mismo ocurre en el caso del sobremuestreo con el grupo control. En el cuadro

14 se detalla el resultado de las diferencias promedio.

Cuadro 14. Prueba Post-Hoc Games-Howell para el F1-Score
segun tratamiento vs grupo control

Tratamiento Diferencia promedio
NearMiss -0,0580 0,001
SMOTE 0,144 <0.001

Segun las pruebas post-hoc hay evidencia estadistica suficiente para determinar que el F-Score
del grupo control es diferente al de los tratamientos. En comparacion con el submuestreo el
grupo control destaca por entrenar un mejor clasificador. Para el caso de sobremuestreo las

diferencias son a favor del tratamiento.
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Por ultimo, el cuadro 15 muestra el poder del experimento realizado para el método TF-IDF.

Cuadro 15. Andlisis poder de prueba para andlisis de varianza

Tamafio de

F1-Score Varianza Varianza Intra Nivel de Poderde la
Muestra por
Promedio  Entre Grupos Grupos Significancia Prueba
Grupo
Control 0,41
Submuestreo 0,35 0,0108 0,0079 5% 5 84%
Sobremuestreo 0,55

Para el caso del TF-IDF se alcanza un poder en la prueba del 84%, es decir, la probabilidad de
cometer el error tipo 2 es del 16% con 5% de significancia. En comparacion al método de
Word2Vec, estadisticamente se obtienen resultados mas concluyentes y confiables. Tambiénse

puede apreciar mediante el F1-Score promedio que F-Score mejora para cada uno de los grupos.

Estose debe a que el método Word2Vec se basa en un algoritmo de aprendizaje supervisado el
cual también puede verse afectado por las clases desbalanceadas. Mientras que el método TF-
IDF, al ser un método de aprendizaje no supervisado puede capturar mas informacién valiosa

para el clasificador debido a que se basa enlas palabras incluidas en un conjunto de documentos.

Un ultimo resultado de la investigacion realizada es, habiendo analizado el analisis de varianza
para cada una de las comparaciones, el cambio en la cantidad de observaciones para cada clase
aplicando los diferentes métodos de balanceo. Este resultado es generalizable para el corpus

usado en el experimento.

Con respectoal resultado obtenido usando el método NearMiss, la baja calificacion del F-Score
puede deberse a la pérdida de informacién en las clases con mayor nimero de observaciones,
ya que cada clase tendria 562 comentarios. Usando un 70% de los datos para entrenar el
clasificador cada clase pasaria a tener 393 comentarios. En el cuadro 16 se detalla la disminucion

porcentual para cada clase.



Clase

Cuadro 16. Cambio en la distribucion de las clases segun grupo
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Original Submuestreo Sobremuestreo
N 1.406 562 (-60,03%) 1.406(0,00%)
P 1.123 562(-49,95%) 1.406(25,20%)
NONE 1.023 562(-45,06%) 1.406(37,44%)
NEU 562 562(0%) 1.406(150,18%)
Total 4.114 2.248 5.624

Por otra parte, si se usa el sobremuestreo se tendria el efecto contrario, es decir, se ganaria

informacién para las clases con menor cantidad de observaciones. Cada clase tendria 1.406

observaciones, 984 observaciones por clase para entrenar el clasificador.
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6. Conclusionesytrabajo futuro

En primer lugar, se detallan las conclusiones mas importantes para cada uno de los objetivos
especificos planteados para explicar la conclusién asociada al objetivo general. Por ultimo, se
detallan los puntos que se deben de trabajar a futuro de acuerdo con los hallazgos en los

resultados.

e Laprimera conclusién de esta investigacién es que debido a la normalizacién de texto en
el preprocesamiento de los datos permite construir, en este caso, dos modelos de
vectorizacién de palabras lo suficientemente eficaces para entrenar un clasificador de
texto.

e Con respecto a las técnicas de balanceo de datos, la revision de literatura permite
establecer el método NearMiss para balancear las clases mediante submuestreo y el
método SMOTE para balancear las clases mediante sobremuestreo. Ambos métodos se
basan bajo el mismo concepto de vecinos cercanos por lo cual permite aumentar la
validez del experimento.

e Utilizar como factores fijos los valores por defecto de los diferentes algoritmos usados
en este proyecto permitid que la comparacién de los resultados obtenidos se viera
menos afectada por el ruido que implica cambiaralguno de estos pardmetros.

e Para el Ultimo objetivo especifico, se logra determinar mediante el andlisis de varianza
gue existen diferencias a nivel estadistico en el F-Score obtenido usando los métodos de
submuestreoy sobremuestreo para balancear las clases.

e Las diferencias encontradas evidencian que el F-Score obtenido balanceando las clases
con submuestreo es menor al F-Score del grupo al que no se le aplica el balanceo de
clases. Por el contrario, el F-Score obtenido balanceando las clases con sobremuestreo
es mayor al F-Score del grupo al que no se le aplica el balanceo de clases.

e Un ultimo hallazgoimportante es que el F-Score obtenido, tantoen los grupos a los que

seles aplicé los tratamientos como el grupo control, es mayor usando el método TF-IDF
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para vectorizar palabras en comparacidon a si se vectorizan las palabras usando

Word2Vec.

De acuerdo con los hallazgos obtenidos en esta investigacion, se plantean los siguientes puntos

como trabajo futuro que ayude a reforzar la validez de los resultados obtenidos.

e En primer lugar, es utilizar un corpus lingliistico mas grande ya que el corpus del
interTASS es un corpus relativamente pequeno en cantidad de comentarios.

e El segundo punto importante por llevar a cabo es probar con diferentes tamafios de
muestra ya que, segun los resultados, usar submuestreo disminuye la cantidad total de
observaciones, por lo cual es importante medir si el tamafio de muestra puede estar
relacionado a que el F-Score sea menor.

e Otro punto importante para evaluar en un experimento futuro es utilizar diferentes
algoritmos de submuestreoy sobremuestreo para determinar el efecto sobre el calculo
del F-Score obtenido en el clasificador.

e Por ultimo, entrenar el clasificador aplicando validacidon cruzada para optimizar los

parametros de entrada del modelo usado para asignar las clases al recibir datos nuevos.
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